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RESUMO

O valor de mercado dos jogadores de futebol constitui um dos indicadores mais relevantes
na economia do desporto contemporaneo, refletindo ndo apenas o desempenho individual, mas
também fatores contextuais e percecdes de mercado. Apesar da sua importancia crescente, a
determinagdo deste valor continua a ser um processo complexo e multifatorial.

O presente trabalho tem como objetivo analisar e prever o valor de mercado dos avancados
que atuaram nas cinco principais ligas europeias na €época 2023/2024, recorrendo a diferentes
algoritmos de aprendizagem automatica. O estudo baseou-se num dataset construido a partir de
diversas fontes, no qual se incluiram varidveis de desempenho desportivo (minutos jogados,
golos, assisténcias), de contexto coletivo (valor agregado do clube) e de historico individual
(pico de valorizagdo pré-época).

Os resultados evidenciam a superioridade dos algoritmos de ensemble, em particular o
XGBoost, que apresentou melhor capacidade explicativa e menor erro médio face a modelos
lineares ou arvores simples. Entre os fatores mais determinantes identificados, destacam-se os
minutos jogados e os golos por 90 minutos, bem como variaveis contextuais como o valor do
clube e a valorizagao historica.

Esta dissertacdo contribui para a investigagdo académica sobre a valorizagdo de jogadores
de futebol, ao aplicar metodologias de ciéncia de dados a um fenomeno de elevada complexi-
dade. Para além disso, fornece orientacdes praticas a clubes, agentes e investidores, permitindo
compreender de forma mais clara os elementos que sustentam a valoriza¢do de avangados nas

ligas europeias.

Palavras-chave: Valor de mercado, Futebol, Avancados, Desempenho desportivo, Apren-
dizagem automadtica

JEL Classification System: C55, L83, Z20
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ABSTRACT

The market value of football players is one of the most relevant indicators in the contem-
porary sports economy, reflecting not only individual performance but also contextual factors
and market perceptions. Despite its growing importance, determining this value remains a com-
plex and multifactorial process.

This dissertation aims to analyze and predict the market value of forwards who played in
the five major European leagues during the 2023/2024 season, using different machine learning
algorithms. The study was based on a dataset built from multiple sources, including variables
of sporting performance (minutes played, goals, assists), collective context (club’s aggregated
market value), and individual history (pre-season peak value).

The results highlight the superiority of ensemble algorithms, particularly XGBoost, which
showed higher explanatory power and lower average error compared to linear models or single
decision trees. Among the most decisive factors identified, playing time and goals per 90
minutes stand out, alongside contextual variables such as club market value and historical peak
valuation.

This research contributes to the academic debate on football player valuation by applying
data science methodologies to a highly complex phenomenon. In addition, it provides practical
insights for clubs, agents, and investors, offering a clearer understanding of the elements that

influence the valuation of forwards in European leagues.

Keywords: Market value, Football, Forwards, Sports performance, Machine learning

JEL Classification System: C55, L83, Z20
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I. Introducao

Nas ultimas décadas, o futebol afirmou-se como a principal industria do entretenimento

desportivo, combinando uma dimensao cultural inica com um impacto econdémico cada vez
mais relevante. Como referem Dobson e Goddard (2011), a economia associada ao futebol eu-
ropeu movimenta anualmente milhares de milhdes de euros, refletindo ndo apenas a paixao pelo
jogo, mas também a importancia crescente do mercado de transferéncias como mecanismo de
circulacao de talento e capital. Neste contexto, compreender e estimar o valor de mercado dos
jogadores tornou-se um tema central, com implica¢des tanto para a gestdo desportiva como para
a sustentabilidade financeira dos clubes (Miiller et al., 2017).
Determinar o valor de um jogador ¢, contudo, um processo complexo. Herm et al. (2014) sub-
linham que o prego de transferéncia nao depende apenas da performance desportiva, mas resulta
de uma conjugacao de multiplos fatores, que incluem idade, caracteristicas fisicas, estatisticas
de desempenho, reputacao, potencial de progressdo, contexto competitivo e até aspetos externos
como a exposicao medidtica ou as necessidades estratégicas de um clube. Essa multiplicidade
de variaveis gera discrepancias frequentes entre valores estimados e valores efetivamente pra-
ticados, aumentando o risco financeiro de cada transagdo. Dai a procura crescente por metodo-
logias quantitativas, mais objetivas e replicaveis, para apoiar este processo.

Importa ainda notar que os valores de mercado reportados em plataformas como o Trans-
fermarkt sdo estimativas baseadas em critérios publicos e consensuais, ndo correspondendo a
valores contratuais oficiais, pelo que podem divergir entre fontes distintas
E neste enquadramento que a ciéncia de dados, e em particular a aprendizagem automatica
(Machine Learning, ML), tem ganho protagonismo. Como apontam Rossi et al. (2018), a apli-
cacdo de técnicas preditivas no desporto permite identificar padrdes ndo lineares e relagdes
entre varidveis dificilmente detetadas por modelos estatisticos tradicionais. Algoritmos como
Random Forest ou Gradient Boosting revelaram ja capacidade para lidar com grandes volumes
de informacao e captar interacdes complexas, oferecendo resultados promissores (Gudmunds-
son & Horton, 2017). Este movimento ¢ favorecido pela disponibilidade crescente de bases de
dados que retinem, de forma sistematica, indicadores de performance e informacao financeira.

A presente dissertacdo centra-se na previsao do valor de mercado de jogadores que atuam
como avangados em ligas europeias. A escolha desta posi¢do prende-se com a sua relevancia
estratégica e com o facto de os avancados estarem geralmente associados a transferéncias de

1



elevado montante, funcionando como ativos de grande peso econdmico. Para tal, desenvolveu-
se um pipeline em R, no qual se aplicaram e compararam diferentes algoritmos de ML — regres-
sao linear, Elastic Net, Random Forest e XGBoost — complementados por experiéncias adicio-
nais que exploram variaveis derivadas, ponderagdo de observagdes e testes de robustez. A ava-
liagdo foi conduzida através de métricas amplamente aceites na literatura (RMSE, MAE, R?),
de forma a comparar desempenhos e a compreender a importancia relativa das variaveis.
Neste quadro, a investigacao procura responder a algumas questdes fundamentais:

QI1: Quais os algoritmos de aprendizagem automatica que melhor conseguem captar a com-
plexidade da determinacdo do valor de mercado dos avangados?

QI2: Quais as variaveis mais influentes na explicagdo desse valor e de que modo a sua relevan-
cia varia entre modelos?

QI3: Até que ponto os modelos sdo robustos a diferentes configuragdes e variagdes nos dados?
QI4: De que forma métricas de performance desportiva se articulam com fatores contextuais,
como o valor agregado do clube ou o pico de valorizagdo prévia, na determinagao do valor de

mercado?

O objetivo central ¢, assim, desenvolver e avaliar modelos de Machine Learning capazes de
prever o valor de mercado com elevada precisao, fornecendo simultaneamente uma andlise das
varidveis que mais contribuem para essas previsoes. Pretende-se oferecer ndo apenas um con-
tributo académico, mas também resultados que possam ter aplicabilidade pratica no contexto
da gestao desportiva e financeira.

A dissertacdo esta organizada em seis capitulos. Apos esta introdugdo, o segundo capitulo apre-
senta a revisao da literatura, abordando os principais contributos sobre a avaliagdo de jogadores
e a aplicagdo da aprendizagem automadtica no desporto. O terceiro capitulo expde as hipoteses
de investigacdo e o modelo conceptual que orienta o estudo. O quarto capitulo descreve a me-
todologia, incluindo a preparagao dos dados, a construgdo das variaveis e a selecao dos algorit-
mos. O quinto capitulo apresenta os resultados, analisando as diferentes experiéncias e compa-
rando desempenhos. Por fim, o sexto capitulo retine as conclusdes, destacando as principais

contribuigdes do estudo, as limitagdes encontradas e sugestdes para investigagdes futuras.



II. Revisao de Literatura

Neste capitulo discute-se a literatura relevante para o estudo, comecando pelo enquadra-
mento econdomico do futebol e avangando para os fatores que influenciam o valor de mercado
e as contribui¢des da ciéncia de dados. Num primeiro momento, aborda-se o enquadramento
economico e estrutural do futebol enquanto industria global, destacando a evolu¢ao do mercado
de transferéncias e os fatores que influenciaram a sua dindmica. Seguidamente, analisam-se os
determinantes do valor de mercado dos jogadores, com particular incidéncia nas dimensdes de
desempenho, caracteristicas biograficas e contexto competitivo. Posteriormente, explora-se a
transformagao digital do futebol e o papel cada vez mais central dos dados na avaliagdo de
atletas e na tomada de decisdo estratégica. O capitulo continua com a analise da transi¢ao da
estatistica tradicional para a ciéncia de dados, evidenciando a emergéncia do sports analytics e
a consolidagdo das abordagens de aprendizagem automadtica no desporto. Por fim, apresentam-
se os principais estudos empiricos que aplicam técnicas de modelacao preditiva ao futebol, des-
tacando-se as contribui¢des mais relevantes da literatura internacional.

A revisao da literatura incidiu em trabalhos publicados entre 2000 e 2025, com especial
atenc¢do a produgdo cientifica mais recente, marcada pelo crescimento da disponibilidade de
dados desportivos e pela evolugdo das técnicas de aprendizagem automatica. A pesquisa bibli-
ografica foi realizada em bases cientificas de referéncia, como Scopus, Web of Science € Google
Scholar, complementada por relatorios oficiais da FIFA e da UEFA. Foram privilegiados os
estudos que analisam os fatores determinantes do valor de mercado, as transformagdes no mer-
cado de transferéncias, o impacto da tecnologia e o uso de metodologias preditivas no futebol

profissional.

2.1 O futebol como industria global e a dinimica do mercado de transferéncias

O futebol consolidou-se como a modalidade desportiva mais popular do planeta, reunindo
mais de 3,5 mil milhdes de adeptos espalhados pelos cinco continentes (FIFA, 2023). Para além
da sua relevancia cultural e social, o desporto assume hoje uma dimensao econdmica de enorme
impacto, afirmando-se como uma das maiores industrias globais de entretenimento. O relatorio
Panorama do Futebol de Clubes Europeus da UEFA (2023) estima que, em 2022, as receitas
conjuntas dos clubes europeus ultrapassaram os 22 mil milhdes de euros, resultado sobretudo

dos direitos de transmissao televisiva, de contratos de patrocinio e da bilheteira. Neste cenario,



o mercado de transferéncias emerge como uma das engrenagens fundamentais deste sistema
econdmico.

Criado originalmente como um mecanismo regulatdrio para assegurar estabilidade contra-
tual e equilibrio competitivo entre clubes (Frick, 2007), o sistema de transferéncias transfor-
mou-se ao longo do tempo numa arena financeira de grande dinamismo. De acordo com esti-
mativas da FIFA (2023), s6 em 2022 registaram-se mais de 20.000 transferéncias internacionais,
envolvendo montantes superiores a 6,5 mil milhdes de dolares, concentrados sobretudo nas
principais ligas europeias.

A evolucdo deste mercado foi moldada por mudangas regulatérias de grande alcance, como
a célebre decisdo do Tribunal de Justica Europeu no caso Bosman (1995), que liberalizou a
mobilidade de jogadores em fim de contrato (Binder & Findlay, 2012). Essa alteracdo promoveu
a globalizacdo do talento e intensificou a concorréncia entre clubes de diferentes ligas, refor-
¢ando, ao mesmo tempo, a valorizacdo individual dos jogadores enquanto ativos financeiros
(Dobson & Goddard, 2011).

Hoje, os valores praticados nas transferéncias refletem ndo apenas o desempenho despor-
tivo, mas também fatores associados ao marketing, a visibilidade mediatica e ao potencial de
retorno comercial (Miiller et al., 2017). Clubes de maior dimensdo, com maior capacidade fi-
nanceira, tornaram-se dominantes neste processo, aprofundando desigualdades estruturais no
futebol europeu (UEFA, 2023). Paralelamente, o crescimento da industria deu origem a um
ecossistema mais alargado, que inclui agentes desportivos, fundos de investimento e platafor-
mas digitais, todos com um papel ativo na defini¢do do valor de mercado dos atletas (Poli et
al., 2020).

Neste contexto, o jogador de futebol deixou de ser visto apenas como um atleta em compe-
ticdo e passou a ser encarado como um ativo estratégico dentro de uma logica de mercado e de
investimento (Franceschi et al., 2023). O conceito de “capital humano desportivo” traduz esta
perspetiva, ao reunir desempenho, potencial e valor econdmico, sendo essencial para compre-

ender o funcionamento atual do mercado de transferéncias (Herm et al., 2014).

2.2 Fatores determinantes do valor de mercado de jogadores

O valor de mercado de um jogador resulta da combinacdo de fatores desportivos, biografi-
cos, econdmicos ¢ institucionais. Ao contrario dos ativos financeiros tradicionais, cujo prego
pode ser explicado por modelos de risco e retorno relativamente objetivos, os jogadores repre-

sentam ativos singulares, cujo valor integra tanto o desempenho observado em campo como



expectativas futuras de rendimento, aspetos de marketing e percecdes subjetivas de mercado
(Miiller et al., 2017).

Entre os fatores mais estudados destaca-se a idade, frequentemente associada a uma relagao
ndo linear com o valor de mercado, descrita pela literatura como uma curva em formato de “U
invertido” (Frick, 2007; Herm et al., 2014). Jogadores muito jovens ainda ndo confirmaram o
seu potencial, enquanto atletas em fases mais avangadas da carreira enfrentam limitagdes fisicas
e expectativas de declinio. O pico de valorizagdo tende a situar-se entre os 24 ¢ os 28 anos,
considerado o periodo de maior rendimento fisico e técnico (Dobson & Goddard, 2011).

A posi¢do em campo constitui outro elemento diferenciador. Avangados alcancam, em re-
gra, valores de mercado superiores devido a sua associagdo direta com a marcacdo de golos e,
por consequéncia, com os resultados coletivos (Franceschi et al., 2023). Em contraste, guarda-
redes e defesas, ainda que desempenhem papéis cruciais para o sucesso das equipas, tendem a
registar valores mais modestos, refletindo a 16gica mediatica e comercial que privilegia joga-
dores ofensivos (Majewski, 2021).

No que diz respeito as caracteristicas de performance, estatisticas como minutos jogados,
golos e assisténcias surgem recorrentemente como determinantes centrais em estudos empiricos
(Herm et al., 2014; Miiller et al., 2017). Nos tltimos anos, a introdu¢do de métricas avancadas,
como expected goals (xG) e expected assists (xA), permitiu capturar com maior precisao a
contribui¢do de cada jogador, ao corrigir os indicadores para a qualidade das oportunidades
criadas ou finalizadas (Gudmundsson & Horton, 2017). Resultados semelhantes foram encon-
trados em outros contextos: He, Guo e Hu (2015), ao estudarem a liga chinesa, demonstraram
que o desempenho em campo tem um impacto direto no valor de mercado dos jogadores. De
forma complementar, Hofmann (2018) confirmou, através de uma abordagem econométrica,
que variaveis como idade, posi¢ao e estatisticas individuais constituem elementos centrais na
explicacdo das avaliagdes de mercado.

Também os fatores contratuais exercem uma influéncia significativa. Jogadores com con-
tratos de longa duragdo tendem a apresentar maior valorizagao de mercado, refletindo a posigao
negocial mais favoravel do clube detentor dos direitos desportivos (Binder & Findlay, 2012). A
existéncia de clausulas de rescisdo, bem como particularidades legais de determinados campe-
onatos, pode ainda condicionar os valores efetivamente praticados.

Outro determinante amplamente reconhecido ¢ o contexto institucional e competitivo. Jo-
gadores pertencentes a clubes de elevado prestigio internacional e forte capacidade financeira

beneficiam de um efeito indireto de valorizacao, associado ao renome da institui¢do e a



visibilidade mediatica adicional (Miiller et al., 2017; Poli et al., 2020). De igual modo, a parti-
cipagdo em competi¢des internacionais de relevo, como a Liga dos Campedes da UEFA ou o
Campeonato do Mundo da FIFA, potencia a valorizacao dos atletas devido ao aumento da sua
exposicao global (FIFA, 2023; UEFA, 2023).

Por ultimo, fatores externos e intangiveis, relacionados com a imagem e a popularidade,
tém ganho importancia crescente. Indicadores como o nimero de seguidores em redes sociais,
a presenca medidtica ou as tendéncias de pesquisa online mostram correlagao positiva com o
valor de mercado, refletindo a interdependéncia entre desporto, economia da atengdo e estraté-
gias de marketing (Majewski, 2021; Franceschi et al., 2023).

Em suma, o valor de mercado de um jogador resulta da combinagao entre variaveis objeti-
vas, mensuraveis e fatores de natureza subjetiva e contextual. E precisamente esta complexi-
dade que tem levado a um maior recurso a abordagens de ciéncia de dados e de aprendizagem
automatica, uma vez que estas permitem trabalhar com relagdes ndo lineares e integrar multi-

plas dimensdes no processo de avaliagao.

2.3 Tecnologia e inovacio na analise do desempenho desportivo

A digitalizagdo do futebol intensificou-se de forma significativa na Gltima década, transfor-
mando ndo apenas os processos de treino e competi¢do, mas também a forma como os clubes
gerem os seus recursos € definem estratégias. Atualmente, o recurso a dados objetivos e a tec-
nologias de monitorizacao ¢ considerado um elemento central para aumentar a competitividade,
reduzir riscos e otimizar o retorno sobre o investimento em jogadores (Morgulev et al., 2018).

O desenvolvimento de sistemas de recolha e andlise de dados esteve no centro desta trans-
formagdo. Empresas como Opta, Wyscout, StatsBomb e InStat disponibilizam bases de dados
altamente detalhadas, que incluem desde métricas tradicionais — como minutos jogados, pas-
ses, remates, golos e assisténcias — até indicadores avangados como expected goals (xG), ex-
pected assists (xA) ou métricas de pressdo defensiva (Gudmundsson & Horton, 2017). Estas
informagoes, recolhidas em tempo real e de forma padronizada, passaram a desempenhar um
papel crucial tanto na avaliagdo do desempenho individual e coletivo como na determinagao do
valor de mercado de atletas.

Em paralelo, a introdugdo de tecnologias de rastreamento por GPS e de sensores biométri-
cos revolucionou a monitorizacdo da condi¢do fisica. Sistemas de posicionamento e camaras
multicAmara permitem hoje recolher milhdes de pontos de dados em cada jogo ou sessdo de

treino, fornecendo informagdo detalhada sobre distancias percorridas, aceleragdes, carga de



trabalho, fadiga e risco de lesdo (Carling et al., 2014). Estes dados tém sido incorporados em
processos de preparagao fisica e em analises que associam diretamente a condi¢do atlética ao
desempenho em campo e, de forma indireta, ao valor econdémico dos jogadores.

A adocdo destas tecnologias tem vindo a crescer em diferentes contextos competitivos. Es-
tudos recentes demonstram que a percecao de utilidade e a abertura a inovagao sdo fatores mais
determinantes para a sua implementacao do que a propria complexidade tecnologica (Al-Man-
nai, 2025). Do mesmo modo, avangos em computer vision permitiram desenvolver solugdes
comerciais capazes de extrair métricas fiaveis de posi¢ao e velocidade a partir de imagens tele-
visivas, com margens de erro relativamente reduzidas (Crang et al., 2025). Estes progressos
tornam a recolha de dados acessivel a clubes com diferentes recursos financeiros.

Este ecossistema cada vez mais sofisticado tem promovido a passagem de um modelo de
decisdo assente na intui¢do para um paradigma data-driven, em que algoritmos e métricas obje-
tivas assumem crescente importancia. Como salientam Rossi et al. (2018), esta evolugdo abre
caminho a aplicacdo de métodos avancados de aprendizagem automatica, capazes de explorar
relagdes nao lineares entre variaveis e de antecipar cenarios com maior precisao.

O impacto econdmico da digitalizagdo também ¢ expressivo. De acordo com o relatorio
UEFA European Club Finance and Investment Landscape 2024, as receitas combinadas dos
principais clubes europeus ultrapassaram os €29 mil milhdes em 2024, mais €10 mil milhdes
do que uma década antes (UEFA, 2024). Este crescimento encontra-se associado a moderniza-
c¢do das praticas de gestdo, nas quais ferramentas de business intelligence e data analytics as-
sumem papel cada vez mais relevante.

No plano do mercado tecnoldgico, estima-se que o setor dos sistemas de rastreamento de
jogadores tenha atingido um valor de 7,02 mil milhdes de délares em 2024, com projecdes que
apontam para 20,44 mil milhdes até 2030 (Grand View Research, 2024). A expansdo destes
sistemas reflete a sua importancia ndo apenas na monitorizacdo de desempenho, mas também
na prevengao de lesoes, no planeamento estratégico e na valorizagao econdmica dos ativos des-
portivos.

Apesar destes avancos, subsistem desafios significativos. Muitos clubes ainda carecem de
estruturas internas adequadas para gerir dados de forma consistente, revelando fragilidades na
organizacao da informagao e na capacidade de aplicar metodologias analiticas avancadas (Lollj,
2024). Esta distancia entre a disponibilidade de dados e a sua utilizagdo pratica constitui uma

barreira a plena integracdo da inovagao tecnologica no futebol.



Em sintese, o futebol contemporaneo atravessa uma fase de viragem: a tecnologia deixou
de ser um recurso complementar para se afirmar como um fator competitivo determinante. A
capacidade de recolher, interpretar e aplicar dados complexos influencia diretamente o desem-
penho desportivo, ao mesmo tempo que condiciona a valoriza¢ao de jogadores e a sustentabi-

lidade financeira dos clubes no mercado global.

2.4 Aprendizagem automatica e modelacio preditiva no futebol

O estudo do valor de mercado no futebol tem evoluido de forma clara ao longo das tltimas
duas décadas, acompanhando a disponibilidade crescente de dados e a sofisticagcdo dos métodos
estatisticos. Durante muitos anos, os trabalhos mais relevantes baseavam-se em modelos eco-
nométricos tradicionais, como regressoes lineares ou log-lineares, que ajudaram a identificar
variaveis com impacto direto no valor de mercado, como a idade, os minutos jogados, os golos
ou o prestigio do clube (Frick, 2007; Herm et al., 2014). Apesar de tteis, estas abordagens
apresentavam limitacdes evidentes: assumiam relacdes lineares e homogéneas, quando o mer-
cado de transferéncias se caracteriza por forte heterogeneidade, volatilidade e interagdes difi-
ceis de captar por modelos simples.

E neste contexto que a aprendizagem automatica (Machine Learning, ML) ganhou prota-
gonismo. Ao contrario da econometria classica, os algoritmos de ML conseguem lidar com re-
lagdes ndo lineares e conjuntos de dados com muitas variaveis, de natureza diversa. Técnicas
como Random Forest ou Gradient Boosting, em particular o XGBoost € o LightGBM, torna-
ram-se frequentes na literatura, sobretudo pela capacidade de identificar padrdes complexos e
oferecer ganhos consistentes em métricas como RMSE, MAE ou R?, quando comparados com
modelos lineares (Gudmundsson & Horton, 2017; Rossi et al., 2018). A sua aplicagdo ao futebol
revelou-se eficaz em diferentes contextos, desde a previsdo de valores de mercado até a com-
paracao de desempenhos entre posicoes ou ligas.

Em paralelo, métodos de regressao regularizada, como Ridge, Lasso ou Elastic Net, tam-
bém tém sido explorados, sobretudo quando se procura equilibrar parcimonia, interpretabili-
dade e desempenho preditivo. Estes modelos, apesar de menos flexiveis que os baseados em
arvores, permitem reduzir o risco de sobreajustamento e oferecem resultados de leitura mais
transparente, o que continua a ser valorizado na investiga¢do académica e na pratica profissio-
nal (Miiller et al., 2017).

Nos ultimos anos, verificou-se ainda a entrada de redes neuronais artificiais e, em alguns

casos, de arquiteturas de deep learning. Estas abordagens mostram potencial quando existem



grandes volumes de dados ou quando se pretende integrar variaveis muito distintas — como
estatisticas de desempenho, dados contratuais ou indicadores de popularidade. No entanto, os
estudos também apontam as suas limitagdes: a reduzida dimensao de muitas bases de dados
desportivas dificulta o treino destas arquiteturas, e a baixa interpretabilidade das previsdes li-
mita a sua adogdo pratica (Estimation of Market Values of Football Players, 2021; Majewski,
2022). Trabalhos recentes confirmam, ainda assim, o valor destas técnicas: Inan e Cavas (2021)
aplicaram redes neuronais no contexto da liga turca com resultados promissores, enquanto Ay-
demir, Taskaya-Temizel e Temizel (2022) demonstraram que um modelo de ensemble learning
consegue superar métodos tradicionais em termos de precisdo preditiva. Putra et al. (2023) ana-
lisaram jogadores emprestados da Premier League, identificando fatores relevantes para a sua
valorizacdo ao final do empréstimo, € Sun e Gu (2024) mostraram que a combina¢do de dados
do videojogo FIFA com estatisticas reais pode reforgar substancialmente a capacidade preditiva
dos modelos.

Um aspeto frequentemente sublinhado pela literatura ¢ a importancia da escolha e transfor-
macao das varidveis. Fatores classicos como idade, minutos jogados, golos ou assisténcias con-
tinuam a ter grande relevancia, mas tém sido acrescentadas novas dimensdes. Entre elas encon-
tram-se proxies de popularidade, como seguidores em redes sociais ou pesquisas online, e fa-
tores de contexto competitivo, como o valor total do clube ou a participagdo em competicdes
internacionais (Majewski, 2022; Franceschi et al., 2023; UEFA, 2024). A engenharia de varia-
veis surge, assim, como um dos pontos centrais para melhorar a qualidade dos modelos.

Também a defini¢do da variavel dependente tem sido ajustada. Varios trabalhos optam por
aplicar o logaritmo ao valor de mercado, de forma a corrigir a forte assimetria da distribui¢ao
dos precos e reduzir o impacto de casos extremos. Esta pratica facilita a comparagdo entre jo-
gadores de diferentes segmentos de valor e estabiliza os residuos dos modelos (Herm et al.,
2014; Franceschi et al., 2023).

No que toca a avaliagdo dos modelos, as métricas mais utilizadas incluem o Root Mean
Squared Error (RMSE), o Mean Absolute Error (MAE) e o coeficiente de determinacao (R?),
por vezes complementadas pelo Root Mean Squared Logarithmic Error (RMSLE), adequado a
modelos com alvo em escala logaritmica (Rossi et al., 2018). Além disso, sdo comuns praticas
de validacao robustas, como validacao cruzada, utilizacdo de multiplas sementes ou analise por
segmentos de valor e posi¢do, que procuram assegurar que os resultados ndo sao especificos a

uma amostra restrita (Franceschi et al., 2023).



Outro tema em crescimento ¢ a explicabilidade dos modelos. Embora algoritmos comple-
x0s apresentem boas previsoes, a sua aceitacdo depende também da clareza com que se conse-
gue explicar por que razdo um jogador € valorizado de determinada forma. Ferramentas como
os valores SHAP ou o método LIME tém ganho destaque, permitindo identificar a contribuigao
individual de variaveis como idade, minutos ou valor do clube para cada previsao (Lundberg &
Lee, 2017; Rossi et al., 2018). Esta vertente aproxima os modelos da realidade pratica, em que
decisores procuram previsoes mas também justificagdes para fundamentar negociagoes.

Os estudos mais recentes confirmam esta evolucao: depois de anos dominados por regres-
soes lineares, a investigagdo passou a integrar técnicas de aprendizagem automatica que ja fa-

zem parte das analises sobre o mercado de transferéncias.

2.5 Estudos empiricos no futebol profissional

A investigacdo empirica sobre a valorizagdo de jogadores de futebol consolidou-se nas ul-
timas duas décadas, acompanhando a crescente disponibilidade de bases de dados e o interesse
académico e profissional na compreensao das dindmicas do mercado de transferéncias. Os pri-
meiros estudos recorreram sobretudo a modelos econométricos tradicionais, com destaque para
regressoes lineares e log-lineares, que permitiram estabelecer relagdes entre varidveis como
idade, posi¢do em campo, tempo de jogo ou prestigio do clube e os valores efetivamente prati-
cados em transferéncias. Estes trabalhos pioneiros identificaram padrdes fundamentais, como
o impacto ndo linear da idade — com valorizagcao em idades intermédias e subsequente depre-
ciacdo — e a relevancia do desempenho desportivo e da pertenga a clubes de maior dimensao
na explicacdo das diferencas de preco entre jogadores (Frick, 2007; Herm et al., 2014).

Com o avango tecnoldgico e o acesso a dados mais estruturados e precisos, a literatura
passou a incorporar metodologias de aprendizagem automatica, capazes de lidar com relagdes
ndo lineares e interacdes complexas. Algoritmos baseados em arvores de decisdo, como Ran-
dom Forest e XGBoost, assumiram papel de destaque ao evidenciarem ganhos consistentes de
desempenho face as abordagens tradicionais, nomeadamente em métricas como Root Mean
Squared Error (RMSE), Mean Absolute Error (MAE) e coeficiente de determinagdo (R?). Em
diferentes aplicagdes — desde a previsao de valores de mercado em ligas especificas até a ana-
lise comparativa entre posigdes ou segmentos etarios — estes modelos demonstraram maior
capacidade de generalizacdo e adaptacdo a contextos heterogéneos (Gudmundsson & Horton,

2017; Rossi et al., 2018).
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Estudos recentes exploraram igualmente a utilizagdo de redes neuronais artificiais e mode-
los hibridos, sobretudo em cenarios que requerem a integracao de variaveis de diferentes natu-
rezas. Estes trabalhos destacam que proxies de visibilidade, como seguidores em redes sociais,
mengdes mediaticas ou tendéncias de pesquisa em motores de busca, contribuem de forma
significativa para explicar a valorizagdo de jogadores, revelando a importancia de dimensoes
que extravasam o desempenho puramente desportivo (Majewski, 2022; Franceschi et al., 2023).
Paralelamente, a inclusdo de fatores contratuais — como a duragdo do vinculo e a existéncia de
clausulas de rescisdo — revelou-se determinante para compreender o poder de negociagdo entre
clubes e a fixagao final dos valores transacionados (Poli et al., 2022).

Outra vertente analisada pela literatura foi a utilizacdo de dados provenientes de videojogos
de simulacdo, em particular a série FIFA da EA Sports, que oferece classificagdes padronizadas
e comparaveis para milhares de jogadores. Estes dados tém sido utilizados como proxies de
desempenho e potencial, permitindo colmatar lacunas em bases oficiais e facilitar analises com-
parativas entre diferentes ligas e contextos competitivos. Estudos que recorreram a estas métri-
cas testaram a sua validade preditiva face aos valores reais de mercado, concluindo que, apesar
das limitacdes associadas ao carater subjetivo das avaliagoes, a sua integracdo em modelos de
machine learning acrescenta poder explicativo e melhora a capacidade preditiva (Miiller et al.,
2017; Zarka et al., 2024). Quando combinadas com estatisticas oficiais e indicadores financei-
ros, estas varidveis captam dimensdes adicionais relacionadas com percecdes de talento e po-
tencial futuro, refletindo-se no comportamento do mercado (Majewski, 2022; Franceschi et al.,
2023).

O impacto de choques externos, como a pandemia de COVID-19, também foi analisado
empiricamente. Os estudos evidenciam que as restrigdes financeiras impostas aos clubes pro-
vocaram uma contragdo significativa nos valores de transferéncia, ainda que com efeitos dife-
renciados entre ligas e posi¢des. Estes resultados confirmam que fatores exdgenos podem alte-
rar de forma subita as dinamicas de valorizacao, reforcando a necessidade de modelos capazes
de se adaptar a cendrios de elevada incerteza (Franceschi et al., 2023). Nesta linha, Quansah,
Frick, Lang e Maguire (2021) analisaram especificamente a Premier League e demonstraram
que a reducao das receitas durante a pandemia teve reflexos diretos ndo apenas nos valores de
transferéncia, mas também na estrutura salarial dos clubes.

Em termos metodoldgicos, observa-se uma crescente adog¢ao do logaritmo do valor de mer-
cado como variavel dependente, pratica que visa mitigar a assimetria da distribui¢do e estabili-

zar os residuos, facilitando a comparagao de erros entre segmentos distintos. Estratégias como
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validacdo cruzada, utilizagdo de multiplas sementes e analises segmentadas por faixas de valor
ou por posicao tém sido amplamente utilizadas para reforcar a robustez e a generaliza¢ao dos
resultados (Herm et al., 2014; Rossi et al., 2018).

Diversos estudos recentes confirmam padrdes consistentes, a idade confirma-se como um
fator determinante, com efeito ndo linear que aponta para um pico de valorizagdo entre os 25 e
os 28 anos, seguido de depreciagdo progressiva (Frick, 2007; Herm et al., 2014). O tempo de
jogo e as métricas ofensivas normalizadas por 90 minutos, como golos e assisténcias, surgem
de forma recorrente como preditores robustos, sobretudo para avangados (Gudmundsson &
Horton, 2017; Rossi et al., 2018). Fatores contextuais, como o valor agregado do clube, a par-
ticipacdo em competi¢des internacionais e a exposi¢ao mediatica, completam este quadro, re-
velando impacto consistente nas avaliacdes realizadas pelo mercado (Majewski, 2022; Fran-
ceschi et al., 2023; UEFA, 2024). A este respeito, Poli, Besson ¢ Ravenel (2024) contribuiram
com uma analise estatistica global dos padroes de transferéncias, permitindo identificar dife-
rengas estruturais entre ligas e contextos nacionais, enquanto Hoey, Peeters e Principe (2021)
discutiram o sistema europeu de transferéncias como um potencial mecanismo de nao-alicia-

mento, com implicagdes diretas para a competitividade do setor.

2.6 Estatistica descritiva e métricas no futebol

A analise estatistica do futebol tem acompanhado a evolucdo da prépria modalidade, pas-
sando de registos basicos para sistemas de medi¢do cada vez mais sofisticados. Nos primeiros
estudos, predominavam métricas absolutas, como o numero total de golos, assisténcias ou mi-
nutos jogados durante uma época. Apesar de informativas, estas medidas apresentavam limita-
¢oes evidentes, ja que nao permitiam comparagdes justas entre jogadores com tempos de utili-
zagao distintos ou que atuavam em ligas de niveis competitivos diferentes (Frick, 2007; Herm
etal., 2014).

Com o avango das bases de dados e da andlise de desempenho, comegaram a ser utilizadas
métricas normalizadas, como golos e assisténcias por 90 minutos. Este tipo de indicador tornou-
se essencial para ajustar a produtividade ao tempo efetivo em campo e permitir comparagdes
mais fiéis entre jogadores (Miiller et al., 2017). Em paralelo, a disseminagdao de plataformas
como Opta, StatsBomb ou Wyscout permitiu o acesso a estatisticas padronizadas em larga es-

cala, promovendo analises mais consistentes entre competi¢des (UEFA, 2024).
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Um dos desenvolvimentos mais significativos foi a introducdo de métricas baseadas em
expectativas. Os expected goals (xG) e expected assists (xA), hoje amplamente usados, procu-
ram medir a probabilidade de uma oportunidade resultar em golo ou assisténcia, considerando
fatores como a distancia da baliza, o angulo de remate ou a pressao defensiva no momento da
acao (Gudmundsson & Horton, 2017; Franceschi et al., 2023). Estas medidas oferecem uma
visao mais rigorosa da qualidade das agdes ofensivas, ajudando a reduzir a influéncia de varia-
veis aleatdrias, como a eficacia pontual de um jogador.

A literatura também passou a valorizar métricas defensivas e de construcao de jogo. Indi-
cadores como desarmes, interce¢des, duelos ganhos, passes progressivos ou passes para zonas
de perigo passaram a ser registados de forma sistematica, revelando-se fundamentais para ava-
liar o contributo de jogadores em posi¢des menos associadas a golos mas determinantes no
equilibrio tatico de uma equipa (Miiller et al., 2017).

Outro campo que ganhou relevancia foi o das métricas fisicas e biométricas, potenciadas
pela generalizagdo de tecnologias de rastreamento. O recurso a GPS e sensores de movimento
permitiu medir quilémetros percorridos, aceleracdes, desaceleragdes ou cargas de treino. Estes
dados, ao relacionarem-se diretamente com intensidade, fadiga e risco de lesdao, passaram tam-
bém a ser considerados proxies da disponibilidade competitiva e da valorizacdo de mercado
(Carling et al., 2014; FIFA, 2023).

Mais recentemente, surgiram variaveis de natureza mediatica e social, refletindo a crescente
interligagdo entre desporto e economia da atengdo. Estudos tém mostrado que indicadores como
o numero de seguidores em redes sociais, o volume de pesquisas em motores de busca ou a
exposicao mediatica de um jogador podem acrescentar valor explicativo na analise do mercado
de transferéncias (Majewski, 2022; Franceschi et al., 2023).

Esta evolucdo metodoldgica traduziu-se na passagem de indicadores absolutos para métri-
cas normalizadas e contextuais, que procuram captar diferentes dimensdes do jogo. Atualmente,
os indicadores utilizados abrangem aspetos ofensivos, defensivos, fisicos e mediaticos, ofere-
cendo uma leitura mais completa do contributo de cada jogador. Com isso, tornaram-se uma
ferramenta central tanto na investiga¢do académica como na pratica de avaliacdo realizada pe-

los clubes.
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2.7 O papel das organizagdes internacionais

As organizagdes internacionais desempenham um papel central na monitorizagdo, regula-
¢do e analise do mercado de transferéncias, oferecendo dados e relatorios que se tornaram re-
feréncias para investigadores, jornalistas e profissionais da industria do futebol. Entre estas,
destacam-se a FIFA, a UEFA e o CIES — Football Observatory, que contribuem de forma siste-
matica para a compreensao das dindmicas globais do setor.

A FIFA publica desde 2019 o Global Transfer Market Report, documento baseado nos re-
gistos do Transfer Matching System (TMS). Esta plataforma centraliza todas as transferéncias
internacionais, permitindo uma monitorizagao precisa do numero de transagdes, dos montantes
envolvidos, da distribui¢ao por ligas e confederagdes e ainda da caracterizagdo dos jogadores
transferidos em fungdo da idade, posi¢do ou nacionalidade (FIFA, 2023). Estes relatorios reve-
laram, por exemplo, que o mercado global ultrapassou 20 mil transferéncias internacionais em
2022, movimentando valores superiores a 6,5 mil milhdes de ddlares, com forte concentragdo
nas principais ligas europeias.

A UEFA, por sua vez, disponibiliza o Club Licensing Benchmarking Report, onde analisa
anualmente a situacdo financeira dos clubes europeus. O relatorio abrange dimensdes como
receitas provenientes de direitos televisivos, bilheteira e patrocinios, o peso dos salarios no or-
camento e a sustentabilidade dos investimentos em transferéncias (UEFA, 2024). A informacgao
financeira disponibilizada permite contextualizar o comportamento do mercado de transferén-
cias, demonstrando, por exemplo, como a Premier League mantém niveis de investimento
muito superiores aos das restantes ligas, gerando efeitos inflacionarios que se refletem em toda
a Europa.

O CIES — Football Observatory complementa estas fontes com estudos aplicados que cru-
zam dados de transferéncias, performance desportiva e varidveis contratuais. Os relatorios pe-
riodicos do CIES incluem rankings de jogadores com maior potencial de valorizagado, estimati-
vas de valores de mercado baseadas em modelos econométricos € comparagdes internacionais
de competitividade (CIES, 2024). A sua metodologia, que integra fatores como idade, minutos
jogados, duragdo do contrato e prestigio do clube, tornou-se amplamente citada na imprensa e
nos debates sobre transferéncias.

A complementaridade entre FIFA, UEFA e CIES garante uma leitura mais completa do
mercado de transferéncias: a primeira assegura os registos oficiais, a segunda contextualiza a
situacdo financeira dos clubes e o terceiro acrescenta perspetivas analiticas sobre a valorizagao
de jogadores. Esta triangulacdo de fontes tem reforgado a fiabilidade dos estudos e contribuido

para uma maior clareza num mercado onde a informagdo ¢ muitas vezes fragmentada.
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2.8 Limitacoes e desafios na literatura

Apesar do desenvolvimento significativo da investigagdo sobre o valor de mercado de jo-
gadores e da crescente utiliza¢do de técnicas de aprendizagem automatica, a literatura continua
a apontar diversas limitagdes e desafios que condicionam a consolidagdo desta area de estudo.

Um dos principais entraves prende-se com a qualidade e disponibilidade dos dados. As
fontes mais utilizadas variam entre estatisticas oficiais das ligas, plataformas comerciais como
a Transfermarkt e proxies alternativas, como os ratings dos videojogos FIFA. No entanto, estas
bases diferem na cobertura temporal, no grau de fiabilidade e nos critérios de recolha, o que
pode introduzir enviesamentos e dificultar a replicabilidade dos estudos (Miiller et al., 2017;
Franceschi et al., 2023). Acresce ainda o facto de muitas informagdes contratuais, como salarios
ou clausulas de rescisdo, permanecerem confidenciais, o que limita a constru¢do de modelos
totalmente transparentes.

Outro desafio importante ¢ a heterogeneidade entre ligas e mercados nacionais. A Premier
League inglesa, por exemplo, destaca-se pelo nivel de receitas e capacidade de investimento,
criando valores de transferéncias sistematicamente superiores aos registados noutras ligas (Do-
bson & Goddard, 2011; UEFA, 2024). Esta disparidade estrutural torna dificil generalizar mo-
delos desenvolvidos para um contexto especifico, uma vez que variaveis que explicam bem as
dindmicas em Inglaterra podem nao ter o mesmo impacto em ligas como a portuguesa ou a
holandesa.

A natureza multidimensional do valor de mercado constitui igualmente um obstaculo. O
preco de um jogador resulta ndo apenas de métricas de desempenho, mas também de fatores
externos como a popularidade medidtica, o potencial de marketing, a situacdo contratual ou a
estratégia financeira dos clubes (Majewski, 2022; CIES, 2024). Muitos destes elementos sao de
dificil quantificagdo e apenas parcialmente refletidos nos datasets disponiveis, o que reduz a
capacidade explicativa dos modelos e aumenta a margem de subjetividade.

No campo metodolédgico, destaca-se ainda o problema da interpretabilidade. Algoritmos
como XGBoost ou redes neuronais profundas oferecem niveis elevados de precisdo, mas a sua
opacidade pode limitar a adogao pratica pelos clubes, que necessitam de compreender os fatores
que sustentam as previsdes. Ferramentas como SHAP ou LIME tém ajudado a mitigar este
desafio ao atribuir contributos individuais as variaveis, mas o equilibrio entre precisao e trans-

paréncia permanece um debate central na literatura (Rossi et al., 2018; Shen et al., 2024).

15



Importa também reconhecer a influéncia de choques externos e fatores macroecondmicos
sobre o mercado de transferéncias. A pandemia de COVID-19 reduziu drasticamente os valores

médios transacionados a partir de 2020, revelando a vulnerabilidade do setor a crises globais

(FIFA, 2021).
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I11. Hipoteses de Investigacao e Modelo Conceptual

A presente investigacao parte do pressuposto de que o valor de mercado dos jogadores de
futebol ¢ influenciado por um conjunto heterogéneo de fatores que combinam dimensdes des-
portivas, biograficas e contextuais. A revisdo da literatura demonstrou que varidveis como
idade, desempenho em campo e caracteristicas do clube desempenham um papel determinante
na valorizagao dos atletas (Frick, 2007; Herm et al., 2014; Franceschi et al., 2023). Com base
nestes contributos, foram delineadas hipdteses de investigagdo que servirdo de base a modela-

¢do preditiva a desenvolver no capitulo metodoldgico.
3.1 Hipoteses de Investigacao

o HI: A idade apresenta um efeito ndo linear sobre o valor de mercado dos joga-
dores, registando-se um pico de valorizagdo em idades intermédias (aproximadamente
entre os 24 e 28 anos) e uma depreciagdo progressiva em fases posteriores da carreira
(Frick, 2007; Herm et al., 2014).

o H2: As estatisticas de desempenho ofensivo, nomeadamente golos e assisténcias
por 90 minutos, influenciam positivamente o valor de mercado dos jogadores, sendo
este efeito particularmente acentuado nos avangados (Gudmundsson & Horton, 2017,
Rossi et al., 2018).

e H3: O niimero total de minutos jogados numa época tem impacto positivo no
valor de mercado, refletindo a importancia da consisténcia e da disponibilidade compe-
titiva (Franceschi et al., 2023).

o H4: O valor agregado do clube em que o jogador atua exerce influéncia signifi-
cativa na sua valorizacdo individual, funcionando como proxy de prestigio competitivo
e capacidade financeira (Miiller et al., 2017; UEFA, 2024).

e HS: O historico de valorizacdo do jogador mantém-se como um determinante

relevante do seu valor atual, funcionando como uma “ancora” de mercado (J. Liu.,

2025).
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3.2 Modelo Conceptual de Investigacio

Com base na revisao da literatura e nos objetivos definidos para este estudo, foi elaborado
o modelo conceptual que sustenta a investigacdo (Figura 3.1). O valor de mercado dos joga-
dores ¢ representado como a variavel dependente, influenciada por quatro grupos de determi-

nantes principais.

Variaveis de Desempenho Variaveis Historicas de Mercado
(Golos/90, Assisténcias/90, (valores anteriores, transferéncias
Minutos Jogados) passadas)

4 $

Valor de Mercado do Jogadador

Variaveis Biograficas Variaveis Contextuais
(Idade) (Valor do Clube, Liga)

Figura 3.1. Modelo Conceptual de Investigagao.
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IV. Metodologia

Este capitulo descreve a metodologia adotada ao longo do trabalho, isto ¢, o caminho se-
guido desde a formulagdo do problema até a construgdo e avaliagdo dos modelos. O objetivo €
apresentar de forma clara e organizada as diferentes etapas realizadas, assegurando a ligagao
entre as questdes de investigagdo e os métodos aplicados.

Para estruturar o processo, foi utilizada a metodologia CRISP-DM (Cross-Industry Stan-
dard Process for Data Mining), reconhecida como uma das mais consolidadas em projetos de
ciéncia de dados. Embora definida em fases, esta abordagem ¢ flexivel e iterativa, permitindo
regressar a etapas anteriores sempre que necessario para aperfeicoar os dados, as variaveis ou
os modelos.

A primeira etapa corresponde ao Business Understanding, centrada na compreensao do fe-
némeno em estudo. Segue-se o Data Understanding, que visa a exploragdo e caracteriza¢ao dos
dados relevantes. Posteriormente, o Data Preparation retine os procedimentos de preparagdo e
transformagdo da informacao, servindo de base para a fase de Modeling, onde sdo aplicados os
diferentes algoritmos de previsdo. A etapa de Evaluation foca-se na andlise critica dos resulta-
dos obtidos, garantindo a sua validade e utilidade no contexto definido. Por fim, a fase de De-
ployment, relativa a implementacao pratica da solu¢do, ndo foi considerada no ambito do pre-
sente projeto.

Como representado na Figura 4.1, a metodologia CRISP-DM estrutura o caminho seguido
neste trabalho, garantindo a coeréncia entre a compreensao do problema, a preparacao dos da-

dos, a modelacao e a avaliagao.

Business Data
Understanding Understanding

Data
Preparation

Deployment

-

Data Modeling

Figura 4.1. Metodologia CRISP-DM.
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4.1 Business Understanding

A valorizagao de jogadores de futebol tornou-se um tema cada vez mais relevante para
clubes, agentes e investidores, uma vez que as transferéncias representam hoje uma das princi-
pais fontes de receita e um eixo estratégico na gestdo desportiva moderna. O peso econdmico
deste mercado ¢ evidente: segundo a FIFA (Global Transfer Report 2024).

Em 2024, registaram-se 78.742 transferéncias internacionais, um numero recorde no fute-
bol profissional, masculino e feminino. No total, os clubes gastaram cerca de 7,9 mil milhdes
de euros em taxas de transferéncia no futebol masculino profissional, valor que representa o
segundo mais elevado de sempre, apenas superado pelo recorde historico de 9,66 mil milhdes
de euros em 2023 (FIFA, 2024). Apesar desta ligeira descida, o montante de 2024 mantém-se
mais de 15% acima do anterior maximo registado em 2019, evidenciando a dimensdo e o dina-
mismo crescentes do mercado global.

A Liga inglesa continua a ser o grande motor deste mercado, tendo os seus clubes liderado
tanto nas contratacdes (cerca de €1,73 mil milhdes) como nas vendas (cerca de €1,23 mil mi-
lhdes). Para além do futebol masculino profissional, o relatorio mostra sinais de transformagao
noutras dimensdes: o futebol feminino duplicou os gastos face a 2023, ultrapassando os €15
milhoes, e no futebol amador contabilizaram-se mais de 53 mil transferéncias internacionais,
com a Alemanha a assumir a dianteira. Estes nimeros demonstram ndo apenas a escala global
do mercado, mas também a sua crescente diversificacao.

Neste trabalho, o foco estd em perceber os fatores que explicam o valor de mercado dos
jogadores nas cinco principais ligas europeias — Premier League, La Liga, Serie A, Bundesliga
e Ligue 1 — durante a época 2023/2024. A analise incide especificamente sobre avancados,
pela centralidade que ocupam na l6gica do jogo e pela forte valorizagdo que tradicionalmente
lhes ¢ atribuida no mercado. Entre as variaveis consideradas incluem-se o desempenho despor-
tivo (golos, assisténcias e minutos jogados), as caracteristicas biograficas (como a idade) e o
contexto competitivo (o valor agregado do clube).

O objetivo ¢, assim, compreender em que medida estas diferentes dimensdes — desporti-
vas, biograficas e contextuais — ajudam a explicar as disparidades observadas nos valores de
mercado. Mais do que fornecer numeros ou previsoes isoladas, este estudo pretende mostrar
como a analise de dados pode apoiar decisdes de contratagdo e investimento num setor marcado

pela competitividade, pela incerteza e por assimetrias financeiras cada vez mais evidentes.
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4.2 Data Understanding

A informagao utilizada neste trabalho tem origem em datasets ptblicos disponibilizados no
Kaggle, construidos a partir de extracdes automaticas da plataforma Transfermarkt. Estes fi-
cheiros, em formato CSV, possuem uma estrutura relacional, onde identificadores consistentes
— player id, club id, game_id e competition_id — permitem cruzar, de forma integrada, dife-
rentes dimensdes do futebol profissional: caracteristicas biograficas dos jogadores, contexto
competitivo de clubes e ligas, desempenho em campo, movimentos de mercado e evolugdo do
valor atribuido a cada atleta. De forma a reforgar a fiabilidade dos dados, as principais variaveis
e estatisticas extraidas foram posteriormente confirmadas em fontes oficiais disponiveis online,
garantindo consisténcia e alinhamento com a realidade observada nas competigdes.

No seu conjunto, os datasets cobrem uma escala muito significativa. O ficheiro players.csv
contém mais de 32 mil jogadores, com informacao relativa a idade, altura, posi¢do, pé prefe-
rencial e nacionalidade. O ficheiro clubs.csv descreve 439 clubes, incluindo atributos como o
valor total de mercado do plantel e a competi¢do doméstica em que se inserem. O ficheiro
competitions.csv, por sua vez, identifica 44 competicdes de diferentes paises, cada uma com
um cddigo proprio, sendo particularmente relevantes os que representam as cinco principais
ligas europeias — Premier League (GB1), La Liga (ES1), Serie A (IT1), Bundesliga (L1) e
Ligue 1 (FR1).

A componente dindmica dos dados ¢ garantida por varios ficheiros. O games.csv e o appe-
arances.csv cobrem partidas disputadas entre 2014 e 2024, registando, respetivamente, o calen-
dario de jogos e a participagao de cada jogador em termos de minutos jogados, golos, assistén-
cias, cartdes e substitui¢des. O game events.csv permite um detalhe adicional sobre cada ag¢ao
em jogo (golo, assisténcia, penalti, etc.), enquanto o game_lineups.csv oferece mais de 2 mi-
lhdes de registos com informagdo sobre escalagdes e posicionamento em campo. O
player valuations.csv, com quase 500 mil observagoes, regista o valor de mercado estimado
para cada atleta ao longo do tempo, entre 2013 e 2024. Finalmente, o transfers.csv agrega cerca
de 80 mil transferéncias, com informacao sobre clube de origem e destino, data e valores asso-
ciados.

No ambito desta dissertacao, foi necessaria uma delimitag¢ao clara do universo de analise.
O foco recai sobre a época 2023/2024, restringindo a amostra as cinco principais ligas europeias
(Big-5). Dentro deste contexto competitivo, o interesse centra-se nos jogadores classificados

como avancados (Attack), por serem os principais responsaveis pela produgdo ofensiva e pela
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geracdo de valor mediatica e financeira no futebol. Apoés a filtragem, obtiveram-se 814 jogado-
res (com registos de minutos efetivos e valores de mercado atualizados em 2023/24), que cons-
tituem a base para toda a exploragdo subsequente.

Este recorte tem varias vantagens analiticas. Em primeiro lugar, garante uma amostra sufi-
cientemente extensa para permitir comparagdes entre ligas e perfis de jogadores, mantendo ao
mesmo tempo foco num segmento especifico (avancados) de relevancia direta para a valoriza-
¢do no mercado de transferéncias. Em segundo lugar, a estrutura longitudinal dos dados, parti-
cularmente através do player valuations.csv, possibilita o estudo da evolugao historica do valor
de mercado, complementada por indicadores de performance desportiva (golos, assisténcias,
minutos jogados). O enquadramento relacional entre jogadores, clubes € competigdes assegura
a replicabilidade do estudo, uma vez que cada passo de integracdo pode ser reproduzido por
terceiros, partindo dos mesmos ficheiros brutos.

Importa destacar que os valores de mercado registados no Transfermarkt ndo correspondem
a valores contratuais oficiais, mas antes a estimativas baseadas em critérios publicos e consen-
suais dentro da comunidade. Este carater subjetivo, embora reconhecido na literatura, ndo di-
minui a utilidade do dataset: pelo contrario, constitui uma métrica amplamente utilizada em
trabalhos académicos e aplicada em estudos de scouting e prospe¢ao desportiva. Assim, a amos-
tra final — avancados das Big-5 em 2023/24 — representa um ponto de equilibrio entre ampli-
tude e especificidade, permitindo explorar tanto a diversidade dos jogadores disponiveis como

os fatores determinantes do seu valor de mercado.

4.2.1 Distribuicao etaria e utilizacio

O padrao etario segue o esperado nas grandes ligas europeias: os guarda-redes apresentam
uma mediana mais elevada (30 anos), enquanto defesas, médios e avangados se concentram em
torno dos 25-26 anos. Isto confirma que o auge competitivo dos jogadores de campo se situa
nos 20s médios, ao passo que a baliza permite carreiras mais longas (este grafico usa todas as
posicdes apenas como enquadramento, todo o restante foco analitico desta dissertacdo incide
nos avangados das ligas Big-5 em 2023/24).

Entre os avangados observa-se uma curva tipica de desenvolvimento: minutos/jogo ainda
reduzidos até aos 20 anos, crescimento claro entre os 21-24, estabilizagdo em torno dos 50
minutos/jogo até aos 27, e um ligeiro declinio apds os 30 anos. A Figura 4.2 traduz este processo

de integracao, consolidacao e posterior gestao de utilizacdo ao longo da carreira ofensiva.
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Idade por Posi¢do Média de Minutos/Jogo por Idade (Avancados)
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Meédia de Minutos/Jogo
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Posicéo Idade

Figura 4.2. Relagdo entre idade, posi¢ao e utilizacdo dos jogadores.

4.2.2 Nacionalidades e composi¢cao da amostra

Entre os avangados das cinco principais ligas europeias em 2023/24, destacam-se sobretudo
jogadores oriundos de paises da propria Europa. Espanha lidera o contingente (cerca de 13%
dos avangados), seguida por Franca (9%) e Alemanha (8%). Estes trés paises concentram, em
conjunto, mais de um quarto da amostra.

Fora do eixo das ligas “Big-5”, merecem destaque Brasil e Argentina, que sdo os paises extra-
comunitarios mais representados, confirmando a relevancia historica da América do Sul como
fonte de talento ofensivo para o futebol europeu.

Estes padroes de distribuicdo podem ser observados na Figura 4.3, que apresenta as dez

nacionalidades mais representadas na amostra.
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Nacionalidades mais representadas (Top 10) — amostra Big-5 (FW, 2023/24)
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Figura 4.3. Nacionalidades mais representadas entre os avangados das cinco principais ligas
europeias (época 2023/24).

4.2.3 Mercado: nivel e evolucao

Olhando para a hierarquia atual do mercado entre os avancados das cinco principais ligas,
destacam-se trés jogadores num patamar acima dos restantes: Kylian Mbappé (La Liga), Vini-
cius Junior (La Liga) e Erling Haaland (Premier League), todos avaliados em cerca de €180M.
Logo a seguir surgem jovens referéncias como Phil Foden (€150M) e Bukayo Saka (€140M),
que consolidaram a sua valorizagdo através de desempenhos consistentes nas ultimas épocas.
Entre os dez mais caros encontram-se ainda nomes estabelecidos como Harry Kane (€100M),
ja em fase mais madura da carreira, e talentos emergentes como Julian Alvarez (€90M). Esta
lista confirma a predominancia de atletas da Premier League e da La Liga na elite do mercado
ofensivo europeu.

Esta concentragdo de valores de topo encontra-se ilustrada na Figura 4.4, onde se apresen-

tam os dez avangados mais valiosos da época 2023/24.
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Top 10 jogadores mais caros — avangados Big-5 (2023/24)

Vinicius Junior €180M

Kylian Mbappé €180M

Jude Bellingham €180M

Erling Haaland €180M

Phil Foden €150M

Bukayo Saka €140M

Florian Wirtz €130M

Rodri €120M

Federico Valverde €120M

Declan Rice €120M

€50M £100M £€150M €200M
Valor de mercado (€)

8

Figura 4.4. Top 10 avancados mais valiosos das cinco principais ligas europeias (época
2023/2024).

A andlise da evolug@o nos ultimos cinco anos destes cinco jogadores evidencia trajetorias
contrastantes. Erling Haaland (+€188M; +1567%), Bukayo Saka (+€143M; +2043%) e Phil
Foden (+€100M; +333%) apresentam crescimentos muito expressivos, alicer¢ados na consoli-
dagdo como titulares indiscutiveis e no impacto direto nas respetivas equipas. Vinicius Junior
também se valorizou de forma acentuada (+€150M; +300%), confirmando a transi¢do de pro-
messa para referéncia mundial. Em contraste, Kylian Mbappé surge como exce¢ao neste grupo,
registando uma depreciacdo moderada (-€30M; -15%) relativamente a 2019, sinal de maturi-
dade competitiva e de aproximacgao ao pico da sua trajetéria de mercado.

Mais do que uma analise estatica, a evolugdo historica dos valores de mercado ajuda a
compreender dindmicas de valorizacdo. A Figura 4.5, mostra a trajetoria dos cinco avangados
mais valiosos, evidenciando que a valorizagdo segue ritmos distintos consoante a idade, o

desempenho e o contexto competitivo.
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Figura 4.5. Evolucao do valor de mercado dos cinco avancados mais valiosos das ligas Big-5
(2020-2025).

4.2.4 Desempenho Individual Ofensivo

Para além do enquadramento do mercado, ¢ fundamental analisar a produgdo ofensiva di-
reta dos avancados nas cinco principais ligas europeias em 2023/24. O ranking dos melhores
marcadores confirma a hegemonia de figuras estabelecidas, com Harry Kane (44 golos), Erling
Haaland (38) e Kylian Mbappé (36) no podio, seguidos de Serhou Guirassy (30) e Pierre-Eme-
rick Aubameyang (29).

No dominio das assisténcias, destacam-se sobretudo jovens talentos da La Liga: Nico Wil-
liams (19) e Alex Baena (18) lideram o ranking, enquanto Mohamed Salah, Marcus Thuram e
Niklas Beste completam o Top 5, todos com 14 passes decisivos.

A comparagao entre os dois rankings evidencia perfis distintos: de um lado, avangados emi-
nentemente finalizadores, como Kane ou Guirassy; de outro, jogadores cuja relevancia resulta
da capacidade de criar oportunidades para os colegas, como Williams e Baena. Esta diversidade
confirma que o contributo ofensivo dos avan¢ados ndo se limita aos golos, mas deve integrar
igualmente o papel criativo no ataque coletivo.

Como mostra a Figura 4.6, Harry Kane liderou destacado na lista de marcadores (44 golos),
enquanto Nico Williams foi o jogador com mais assisténcias (19), evidenciando diferentes per-

fis de contribui¢ao ofensiva.
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Melhores marcadores (2023/24) Lideres em Assisténcias (2023/24)

Harry rane _“ Hico Wiliams _‘19

Kylian Mbappé 36 Niklas Beste 14
Serhou Guirassy _30 Mohamed Salah _14
Aubameyang 29 Marcus Thuram 14
0 10 20 30 40 50 0 5 10 15 20
Golos Assisténcias

Figura 4.6. Top 5 de avangados com mais golos e assisténcias na época 2023/2024 nas cinco
principais ligas europeias.

4.2.5 Relacao entre desempenho e valor de mercado

A andlise das relacdes entre utilizagdo, desempenho ofensivo e valor de mercado evidencia
padrdes claros no conjunto dos avangados analisados. A Figura 4.7 ilustra estas associagoes,
mostrando de forma visual como tanto os golos como os minutos jogados se relacionam com o
valor de mercado.

O primeiro scatterplot mostra uma correlacao positiva elevada entre golos marcados e valor de
mercado (r = 0.66). De acordo com a regressao linear simples, cada golo adicional na época
associa-se, em média, a um acréscimo de cerca de €2,3 milhdes no valor do jogador.

O segundo grafico confirma também o peso da utilizacdo competitiva: o nimero total de minu-
tos jogados apresenta correlagcdo positiva com o valor (r= 0,58). Esta relacdo, embora relevante,
¢ mais moderada do que a observada para os golos e mostra maior dispersao dos dados, refle-
tindo que a valorizacdo associada ao tempo de jogo ndo ¢ uniforme entre todos os jogadores.
Ainda assim, a tendéncia sugere que a regularidade em campo funciona como sinal de confianga
competitiva e reduz incerteza para potenciais investidores.

Para além disso, contudo, que os testes de Breusch—Pagan realizados sobre os modelos
lineares indicaram a presenga de heterocedasticidade (p < 0,001), ou seja, a variancia dos resi-

duos ndo era constante e tendia a aumentar para valores de mercado mais elevados.
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Para garantir a validade estatistica, os coeficientes foram reavaliados com erros-padrao ro-
bustos (HC1), mantendo-se significativos os efeitos dos golos e dos minutos jogados. Assim,
os resultados apresentados refletem padrdes robustos, ainda que a regressao linear simples, por
si s6, nao capture toda a complexidade do fenomeno.

Estes resultados sublinham que tanto a eficacia ofensiva como a consisténcia de utilizacdo
sdo determinantes fundamentais do valor de mercado dos avangados, refor¢ando a ideia de que
o mercado valoriza ndo apenas o talento de finalizagdo, mas também a capacidade de estar

disponivel e ativo ao longo da época.
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Figura 4.7. Associacao entre métricas de desempenho (golos e minutos) e valor de mercado
na época 2023/2024.

4.2.6 Correlacoes entre variaveis

A Figura 4.8 sintetiza os principais padrdes de correlagdo entre caracteristicas e desempe-

nho dos avangados. O valor de mercado apresenta a associagdo mais forte com os minutos
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jogados (r = 0.58), confirmando que a utiliza¢do consistente em contexto competitivo constitui
um dos fatores mais valorizados pelo mercado.

A relagdo com os golos por 90 minutos € positiva, mas mais moderada (r = 0.22), sugerindo
que a capacidade de finalizagdo, embora importante, ndo explica isoladamente a valorizag¢ao de
mercado — sendo necessario considerar um conjunto mais amplo de atributos, como idade,
regularidade e potencial.

Por outro lado, variaveis como assisténcias/90 (r =—0.01) ndo mostram qualquer associa¢ao
estatisticamente relevante, indicando que este contributo ofensivo ndo constitui, por si s6, um
fator determinante para a valorizagdo. Ja a idade apresenta uma correlagdo praticamente nula (r
= —0.07) nesta andlise restrita a uma época. No entanto, como sugerem estudos longitudinais,
jogadores mais jovens tendem a valorizar de forma consistente ao longo do tempo, ainda que

essa relacdo se dilua quando se observa apenas um unico periodo competitivo.

Matriz de correlagdo — variaveis principais

Valar (€)

Minutos

|dade

Golos/90

Assist/90

’héi é‘:?' \b"t'-t}a < \:?__Q:ﬂ @
"
?sa%" G&c B R

Figura 4.8. Matriz de correlagdo.
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4.3 Data Preparation

A preparacao dos dados assume um papel central, pois transforma a informacgao recolhida
em bruto num conjunto estruturado, limpo e coerente, pronto para analises rigorosas. Nesta fase
definem-se os critérios de inclusdao de observagoes, resolvem-se inconsisténcias nos registos e
constroem-se variaveis derivadas relevantes para o estudo. Ao garantir a comparabilidade entre
jogadores, ligas e épocas, este processo assegura que a analise estatistica e os modelos prediti-
vos assentam numa base solida e fidedigna.

No presente estudo, o ponto de partida foi o conjunto de ficheiros transferidos do Kaggle
(com origem no Transfermarkt), abrangendo multiplas dimensdes — biografica (players.csv),
registos de utilizagdo em jogo (appearances.csv), historico de valores de mercado
(player valuations.csv), clubes (clubs.csv) e competi¢des (competitions.csv). A informagao foi
posteriormente validada através de consulta a fontes oficiais e reconhecidas no dominio do fu-
tebol profissional, de forma a reforgar a sua fiabilidade. A estrutura dos dados assenta em iden-
tificadores comuns (player id, club _id, competition_id), o que permite o cruzamento consis-
tente entre tabelas e a construgdo de uma base integrada para analise.

A preparacdo decorreu em trés passos principais:

(i) Selecao da amostra
A andlise incide sobre a época 2023/24, restringindo as observagdes as cinco principais ligas
europeias (Premier League, La Liga, Serie A, Bundesliga e Ligue 1). Foram selecionados ape-
nas os jogadores classificados como avancados (posi¢ao “FW?”), alinhando a amostra com o

foco central da dissertacao.

(ii) Normalizacio biografica e posicional
As posi¢des originais foram simplificadas para quatro categorias normalizadas (GK, DF, MF e
FW), ainda que nesta investigacao apenas a ultima tenha sido mantida. As datas de nascimento
foram convertidas em idades ao final da época de referéncia (30/06/2024), assegurando unifor-

midade no célculo e evitando discrepancias associadas a diferentes momentos de recolha.

(iii) Construcao de métricas de utilizacdo e desempenho ofensivo
Com base nos registos de jogo, foram construidos indicadores de utilizacao e desempenho ofen-

sivo, incluindo o numero de jogos disputados, os minutos totais, a média de minutos por partida
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e métricas normalizadas por 90 minutos (golos/90 e assisténcias/90). Em complemento, o fi-
cheiro player valuations.csv forneceu o valor de mercado mais recente de cada atleta na época
2023/24, que foi integrado no dataset final, garantindo uma ligagdo direta entre desempenho

em campo e valoriza¢do de mercado.

O resultado deste processo € um painel consolidado ao nivel jogador—¢poca, com variaveis
biograficas (idade, liga), contextuais (competigdo, clube), de utilizagao (jogos e minutos) e de
desempenho ofensivo (golos e assisténcias), complementadas pelo valor de mercado. Este da-

taset constitui a base para os testes de modelagao subsequentes.

4.3.1 Tratamento de valores omissos

Antes de avancar para a modelagao, foi necessario lidar com valores em falta que apareciam
em diferentes variaveis. A abordagem seguida foi pragmatica: em vez de imputar valores arbi-
trarios, optou-se por solugdes simples que mantém a coeréncia dos dados e evitam enviesamen-
tos.

A altura, variavel pouco relevante para os objetivos do estudo, apresentou alguns registos
em falta; nesses casos foi atribuido o valor zero, funcionando apenas como marcador de ausén-
cia.

A variadvel pé preferencial (direito, esquerdo, ambos) ndo estava completa para todos os
atletas. Em vez de substituir de forma artificial, foi criada a categoria explicita “SemPé”. De
igual forma, na identificagdo da liga dominante, jogadores sem registos claros foram classifi-
cados em “SemLiga”. Quanto a posicdo, foram criadas quatro categorias normalizadas (GK,
DF, MF, FW); nos raros casos em que nao havia posi¢ao definida, registou-se “SemPosi¢do”,
mas, dado que o estudo se foca apenas em avangados (FW), estes acabaram por ndo entrar na
amostra final.

Nas varidveis contextuais também houve lacunas. A taxa de transferéncia mais recente
(transfer fee), ausente em muitos casos, foi preenchida com zero, de forma a preservar a con-
sisténcia numérica. O mesmo se verificou no valor total do clube, que foi calculado a partir de
duas fontes: os valores agregados em clubs.csv € a soma das valuations dos jogadores no plantel.

Quando ambas as opgdes falhavam, o valor foi assumido como zero. Ja o pico pré-época (valor
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maximo de mercado registado até ao inicio da temporada) foi igualmente fixado em zero para
jogadores sem historico anterior.

Em resumo, os valores omissos foram sempre tratados de modo a ndo quebrar a estrutura
dos dados, sem recorrer a imputacdes artificiais que pudessem distorcer resultados. Sempre que
possivel, a auséncia foi registada como categoria propria; quando isso ndo era viavel, recorreu-
se ao preenchimento com zero, garantindo que todos os jogadores da amostra pudessem ser
incluidos nas analises. Importa ainda sublinhar que varias destas variaveis correspondem a no-
vos indicadores derivados (como o pico pré-época ou o valor agregado do clube), cuja constru-

¢do serd detalhada no ponto seguinte.

4.3.2 Criacao de novas variaveis

No seguimento da preparacao dos dados, foi necessario criar novos indicadores que permi-
tissem enriquecer a analise e aumentar a capacidade explicativa e a estabilidade dos modelos.
A logica foi sempre a mesma: transformar a informagao bruta em métricas comparaveis e rele-
vantes para compreender o valor de mercado dos jogadores.

Uma das primeiras transformacgdes foi a normalizagdo das estatisticas ofensivas. Criaram-
se os indicadores de golos e assisténcias por 90 minutos, o que permite comparar diretamente
jogadores que jogaram tempos muito diferentes. Sem esta normaliza¢do, um avancado suplente
com apenas 500 minutos jogados ficaria automaticamente em desvantagem em relagdo a um
titular com 3000 minutos, mesmo que tivesse uma eficacia semelhante.

Foram ainda acrescentadas variaveis de contexto, essenciais para captar fatores externos
que influenciam o mercado. A mais relevante ¢ o valor total do plantel do clube, calculado a
partir da soma dos valores de mercado de todos os jogadores no inicio da época. Esta variavel
da uma no¢ao clara da for¢a do clube e do ambiente competitivo em que cada jogador se insere.
Atuar num clube de topo aumenta a visibilidade, o acesso a competi¢cdes internacionais e, ine-
vitavelmente, potencia a valorizacao individual.

Outra varidvel criada foi o pico pré-época de cada jogador, isto €, o valor maximo de mer-
cado atingido até a véspera da temporada em analise. Este indicador ¢ particularmente impor-
tante porque capta a trajetoria historica do atleta. Jogadores que ja atingiram picos muito altos
mantém uma espécie de “ancora de mercado”: mesmo que atravessem fases de menor rendi-

mento, dificilmente perdem toda a valorizacdo acumulada. Pelo contrario, atletas que nunca
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tiveram uma valorizacao significativa encontram mais barreiras para subir de patamar, mesmo
que tenham boas €pocas.

A Figura 4.9 abaixo ilustra bem esta logica, comparando dois casos distintos: Harry Kane,
cujo pico pré-época ja tinha sido muito elevado, € que mesmo com uma ligeira descida continua
a apresentar um valor de mercado alto; e Bukayo Saka, que na época em andlise ultrapassou
claramente o seu pico anterior, sinalizando uma forte valorizagdo em ascensao. Assim, quando
o valor atual supera o pico pré-época, podemos interpretar que o jogador estd a viver um periodo

de grande afirmagao e crescimento.

Pico Pré-Epoca vs Valor Atual (2023/2024)

€150M (mai 2018)
€150M

€120M (jun 2023)

€100M

€100M
Tipo

Pico Pré-Epoca
B vaior Atual (2023/2024)

Valor (€ Milhdes)

€50M

€0M
Bukayo Saka Harry Kane

Figura 4.9. Comparagdo entre valor atual e pico pré-época para Harry Kane e Bukayo Saka.

Por fim, foi introduzida também a varidvel idade ao quadrado (idade?) para capturar rela-
¢oes nao lineares entre idade e valor de mercado. Na pratica, ajuda a representar o padrao tipico
de valorizagdo dos jogadores: crescimento acelerado até um certo ponto, estabilizagdo no pico
da carreira e eventual decréscimo na fase final.

Estas novas variaveis complementam as informagdes biograficas e estatisticas originais,

permitindo uma andalise mais rica e realista da valorizagdo dos jogadores. Servem também de
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ponte para os modelos preditivos, ao integrarem tanto a componente de desempenho individual
como o enquadramento coletivo e historico.

Importa ainda sublinhar que os valores de mercado utilizados provém do Transfermarkt,
uma das bases mais reconhecidas neste dominio. No entanto, tal como acontece com outras
plataformas especializadas (ex.: CIES Football Observatory, Football Benchmark), estes nume-
ros devem ser entendidos como estimativas aproximadas, € ndo como valores contratuais ofici-
ais. Diferentes metodologias podem levar a resultados distintos, mas, pela sua abrangéncia e
consisténcia historica, o Transfermarkt constitui uma referéncia adequada para analises compa-

rativas.

4.3.3. Transformacdes finais para modelacio

Antes de avancar para a fase de modelagado, foi necessario aplicar um conjunto de transfor-
macdes adicionais ao dataset, com o objetivo de melhorar a qualidade estatistica das varidveis
e adequé-las aos algoritmos de Machine Learning utilizados. Estas transformacdes visaram,
sobretudo, estabilizar distribuigdes assimétricas, captar relacdes nao lineares e reduzir o im-
pacto de valores extremos.

Uma das primeiras transformacdes aplicadas aos dados foi sobre a varidvel-alvo — o valor
de mercado dos jogadores. Na sua forma original, a distribuigdo apresenta uma forte assimetria
a direita: a maioria dos avangados nas ligas Big-5 em 2023/24 tem valores que variam entre
alguns milhdes e poucas dezenas de milhdes de euros, mas existe um pequeno grupo de joga-
dores avaliados em cifras extraordinariamente elevadas (casos como Mbappé ou Haaland,
acima dos €150M). Esta diferenca cria uma “cauda longa” na distribui¢ao, visivel no gréafico da
esquerda, que pode distorcer a aprendizagem dos modelos, tornando-os excessivamente sensi-
veis a um numero muito reduzido de observagoes.

A Figura 4.10, evidencia o impacto da transformagdo logaritmica (log(1 + €)) sobre esta
varidvel: a distribuicdo torna-se muito mais simétrica e préxima de uma forma aproximada-
mente normal, reduzindo o peso relativo dos valores extremos. Assim, diferengas que antes
eram desproporcionais passam a ser interpretadas de forma mais equilibrada. Por exemplo, a
distancia entre €5M e €15M (trés vezes mais) €, na pratica, mais relevante do que a diferenca
entre €100M e €110M, mesmo que em termos absolutos sejam ambos €10M — algo que o

logaritmo ajuda a refletir.
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Figura 4.10. Efeito da transformagao logaritmica nos valores de mercado.

Esta transformacao normaliza a escala da variavel-alvo, melhora a estabilidade dos mode-
los de Machine Learning e torna a interpretagdo dos resultados mais intuitiva, ao expressar as
variagoes de mercado em termos proporcionais e nao apenas absolutos.

Outro ajuste importante foi a introducao da variavel idade ao quadrado (idade?). A relacao
entre idade e valor de mercado ndo ¢ linear: os jogadores tendem a valorizar rapidamente na
transi¢do dos 18 para os 23 anos, atingem o pico entre os 24 e 28, e depois comecam a desva-
lorizar de forma progressiva. Ao acrescentar idade?, o modelo ganha flexibilidade para capturar
esse formato em curva, algo que uma varidvel linear simples ndo conseguiria representar.

Relativamente ao desempenho ofensivo, aplicou-se a winsorizagao das métricas de go-
10s/90 e assisténcias/90 no percentil 99. Isto permitiu reduzir distor¢des causadas por jogadores
com poucos minutos, mas racios desproporcionalmente altos. Sem este passo, casos pouco re-
presentativos poderiam dominar as estatisticas. Com a winsoriza¢ao, mantém-se a informacgao,
mas os valores mais extremos sao ajustados para um nivel maximo plausivel, assegurando
maior robustez analitica.

Variaveis contextuais como o valor total do plantel do clube e o pico pré-época também

foram convertidas em escala logaritmica, pelo mesmo motivo: reduzir a assimetria e evitar que
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clubes de orcamentos bilionarios ou jogadores com valorizac¢do historica excecional enviesem
os resultados.

Por ultimo, realizou-se uma verificagdo de variaveis com variancia quase nula, utilizando
a fungdo nearZeroVar do pacote caret. Este procedimento foi aplicado apenas ao conjunto re-
duzido de variaveis preparado para o modelo — idade, idade?, altura, minutos, golos/90’, assis-
téncias/90’, valor total do clube (log) e pico pré-época (log). O objetivo foi identificar potenci-
ais preditores com falta de variabilidade, isto ¢, varidveis em que quase todos os jogadores
apresentam o mesmo valor, tornando-as pouco informativas para o modelo. No entanto, todas
as variaveis apresentaram niveis adequados de variabilidade, pelo que nenhuma foi removida
nesta fase. E importante sublinhar que variaveis como a liga de origem ou o pé preferido ja
tinham sido excluidas previamente, por decisdo metodoldgica, e, portanto, ndo foram objeto
desta analise.

No conjunto, estas transformagdes finais permitiram chegar a um dataset otimizado, com
variaveis comparaveis, escalas estabilizadas e relagdes ndo lineares representadas, criando as
condigdes necessarias para que os modelos de previsao pudessem captar de forma mais precisa

a complexidade do valor de mercado dos avancados nas cinco principais ligas europeias.

4.3.4. Construcio dos conjuntos de treino e teste

Com o dataset final preparado — composto por 814 avancados das cinco principais ligas
europeias na época 2023/24, ja com variaveis normalizadas e enriquecidas — o passo seguinte
consistiu em separar os dados em dois subconjuntos: treino (80%) e teste (20%).

Esta divisdo ¢ fundamental na constru¢do de modelos de Machine Learning, pois permite:

e Treinar os algoritmos num subconjunto amplo de dados, onde sdo ajustados os parame-
tros e identificados padroes;
e Avaliar a capacidade de generalizagdo em dados nunca antes vistos (teste), garantindo

que o modelo ndo estd apenas a reproduzir o conjunto de treino (problema de overfitting).

Para manter a robustez estatistica, foi usada uma particao estratificada, assegurando que a
distribuicdo da varidvel-alvo (valor de mercado em log) ¢ semelhante nos dois subconjuntos.
Assim, tanto jogadores de elevado valor (e.g., Mbappé, Haaland, Saka) como atletas de menor
valorizacdo estdo representados de forma proporcional, evitando que o teste fique enviesado

apenas para um perfil.
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Este procedimento resultou em 651 jogadores no treino e 163 no teste. O conjunto de treino
foi ainda sujeito a validagdo cruzada (cross-validation 5-fold repetida), de forma a obter métri-
cas estaveis durante a afinacao dos modelos. O conjunto de teste foi mantido intocado até a fase
final, funcionando como referéncia independente para avaliar a performance real de cada algo-
ritmo.

Esta abordagem assegura que as métricas reportadas refletem nao apenas a capacidade de
ajuste dos modelos, mas sobretudo a sua capacidade de previsao em novos contextos, simulando
a aplicagdo pratica de estimar o valor de mercado de jogadores ndo incluidos no treino.

Para garantir a reprodutibilidade e comparacdes justas entre modelos, foi definido
set.seed(300) e foram exportados dois ficheiros para reutilizacdo nas experiéncias (Exp. 1 e
Exp. 2): tabela_model.csv (com player id, o alvo em log y log = loglp(valor_mercado) e as
variaveis numéricas finais: idade, idade?, altura cm, minutos, golos90, ast90, club mv_log,
peak pre log) e test ids.csv (lista dos player id do mesmo conjunto de teste). Desta forma,
garante-se a independéncia entre as fases de treino e teste e assegura-se uma avaliagcdo consis-

tente ao longo das diferentes execucdes.

4.4 Modelacao

Para a previsao do valor de mercado foram testados véarios algoritmos, organizados de
forma progressiva desde modelos lineares mais simples até métodos de aprendizagem automa-
tica mais sofisticados. O objetivo ndo foi apenas comparar desempenhos, mas também compre-
ender de que modo diferentes abordagens conseguem lidar com a complexidade inerente ao
problema.

A regressao linear constituiu o ponto de partida. Trata-se de um modelo cléssico, de inter-
pretacdo direta, que permite identificar sinais e ordens de grandeza das variaveis. Apesar das
suas limitagdes na captacdo de relagdes nao lineares, serviu como referéncia inicial. Para au-
mentar a flexibilidade, foi ainda testada uma versao com splines e uma interacao entre minutos
e golos por 90 minutos, de modo a captar padrdes curvilineos caracteristicos, como a valoriza-
¢do em idades intermédias.

Seguidamente aplicou-se o Elastic Net, uma regressdo penalizada que combina as proprie-
dades do Lasso e do Ridge. Este modelo ¢ particularmente util perante variaveis correlaciona-
das, uma vez que estabiliza os coeficientes e reduz o risco de sobreajuste, mantendo simultane-

amente alguma capacidade de selegdo de variaveis.
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Para captar relacdes mais complexas, recorreu-se as arvores de decisdo, que segmentam os
dados através de regras simples (por exemplo: jogadores com elevado tempo de utilizacdo e
pico pré-época valorizado tendem a ter maior mercado). Embora intuitivas, as arvores isoladas
sao suscetiveis a instabilidade, pelo que se recorreu também a métodos de ensemble.

Nesse sentido, foi utilizada a Random Forest, que combina centenas de arvores, reduzindo
a variancia e aumentando a robustez preditiva. Este modelo mostrou boa capacidade para cap-
turar interagdes entre variaveis, ainda que com menor transparéncia na interpretacao.

Por fim, testou-se 0 XGBoost, um algoritmo de gradient boosting que tem demonstrado
elevada eficacia em dados tabulares. A sua capacidade de identificar padrdes nao lineares e
interagdes subtis revelou-se particularmente adequada ao contexto da valorizagao de jogadores.
Foram ainda implementadas versdes ponderadas pelos minutos jogados, assegurando que ob-
servacgdes pouco fiaveis (jogadores com tempo residual em campo) ndo distorcessem os resul-
tados.

Uma questdo central na modelagdo ¢ que ndo existe um unico algoritmo que garanta o me-
lhor desempenho em todos os contextos. Como referem Breiman (2001) e James et al. (2021),
diferentes métodos exploram estruturas distintas nos dados: modelos lineares procuram rela-
¢des proporcionais e transparentes; arvores € ensembles captam padrdes nao lineares; métodos
de regularizagdo controlam a multicolinearidade; e algoritmos de boosting potenciam ganhos
incrementais de performance através de iteragcdes sucessivas. Neste enquadramento, a opcao
metodoldgica desta dissertacdo foi comparar abordagens complementares, de complexidade
crescente, conciliando rigor preditivo com capacidade interpretativa.

A implementacao pratica estruturou-se em trés blocos principais de codigo. O pipeline cen-
tral correspondeu ao guido base, responsavel pela preparacao dos dados, constru¢ao de varia-
veis derivadas e treino dos diferentes algoritmos (Regressao Linear, Elastic Net, Random Forest
e XGBoost). Paralelamente, foram desenvolvidos dois scripts experimentais: no primeiro, ava-
liou-se o impacto de diferentes formas de ponderacao consoante os minutos jogados, de modo
a testar a robustez dos modelos perante atletas com reduzida utilizacdo; no segundo, explora-
ram-se configuragdes alternativas de tuning, verificando até que ponto ajustes em hiperparame-
tros poderiam influenciar o desempenho preditivo.

A Figura 4.11 resume de forma esquematica o pipeline metodoldgico seguido neste estudo,
desde a recolha e filtragem inicial dos dados até a defini¢do do target, particionamento em treino

e teste, e aplica¢do dos diferentes modelos de aprendizagem automatica.
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Dados Filtragem Features Target Split Modelos

Figura 4.11. Pipeline metodoldgico da investigacao.

4.5 Evaluation

A fase de avaliacao correspondeu a um momento de pausa e reflexao sobre o caminho per-
corrido. Mais do que olhar apenas para nimeros ou métricas, procurou-se perceber se 0s mo-
delos e os procedimentos adotados estavam, de facto, a responder as questoes de partida e a
fazer sentido no contexto do estudo.

Nesta etapa foi essencial rever as escolhas feitas em fases anteriores, questionar a sua ade-
quagao e identificar pontos onde ainda havia margem para melhorar. A avaliacdo serviu, assim,
nao como um fecho definitivo, mas como uma oportunidade de validar decisdes, reconhecer
limitagdes e orientar 0s proximos passos.

O carater iterativo do CRISP-DM ficou aqui bem visivel: sempre que se identificaram as-
petos a refinar, houve abertura para regressar a preparagdo dos dados ou a modelagao, garan-
tindo maior consisténcia ao trabalho. No fundo, esta fase funcionou como um momento de
sintese e alinhamento, que permitiu consolidar o estudo antes de avancar para a apresentacao

dos resultados.
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V. Resultados e Discussao

5.1 Analise Global dos Resultados

Neste capitulo sdo apresentados os resultados do trabalho desenvolvido. Para além de mos-
trar como os diferentes modelos se comportaram, procura-se também refletir sobre o que estes
resultados significam no contexto do estudo. A ideia ndo ¢ apenas listar nimeros ou métricas,
mas interpretar tendéncias, perceber o que correu melhor € o que pode ser melhorado.

Nesta sec¢ao apresento os resultados em trés etapas: (i) comego pela comparagao dos mo-
delos do pipeline principal; (i1) avanco para as experiéncias adicionais (ajustes e testes de ro-
bustez); e (iii) termino com a andlise dos fatores que mais influenciam a previsao do valor de
mercado. Como ja referido, todas as compara¢des usam o mesmo conjunto de dados € 0 mesmo
teste fixo definidos no pipeline (tabela model.csv e test _ids.csv), garantindo consisténcia e

comparabilidade entre as experiéncias (Experiéncia. 1 e Experiéncia. 2).

5.1.1 Desempenho Global dos Modelos

O primeiro passo da analise consistiu em avaliar de forma comparativa os diferentes algo-
ritmos de previsdo do valor de mercado. O objetivo foi perceber ndo apenas quais modelos se
ajustavam melhor aos dados, mas também até que ponto eram capazes de produzir estimativas
consistentes e proximas dos valores reais. A Tabela 5.1 apresenta os resultados dessa compara-
¢do, sintetizando os principais indicadores de desempenho (RMSE, MAE, RMSLE e R?) para

cada algoritmo testado.
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RMSE MAE RMSLE R*

Decision Tree 13,33M € B,97TM € 1.244 0.573
Elastic Net 10,88M € 4,94M € 0.738 0.716
Random Ferest 10,23M € 4,38M € “ 0.748
Linear Regression 9,7T9M € 4,38M € 0.830 0.770
LM (splines+int) 9,65M € 4,2TM € 0.815 0.781

Tabela 5.1. Desempenho dos modelos preditivos.

A regressdo linear multipla constituiu o ponto de partida, servindo como modelo de refe-
réncia (baseline) para a avaliacdo comparativa. Consideraram-se como variaveis independentes
a idade (e idade?), altura, minutos jogados, golos por 90 minutos, assisténcias por 90 minutos,
valor agregado do clube (club_mv_log) e pico de valorizagdo pré-época (peak pre log). O mo-
delo apresentou um coeficiente de determinagdo (R?) de aproximadamente 0,77, o que indica
que conseguiu explicar uma parte substancial da variacao observada no valor de mercado dos
jogadores. No entanto, mostrou limitacdes na captura de relagdes nao lineares, refletidas tam-
bém nos erros: 0 RMSE foi de cerca de 9,8M e o MAE rondou os 4,4M, valores que evidenciam
discrepancias médias significativas entre previsoes e valores reais.

Com a introducao de splines e da interacao entre minutos jogados e golos por 90 minutos,
observaram-se ganhos modestos. O modelo atingiu um R? de 0,78, com redu¢ao do RMSE para
9,5M e do MAE para 4,3M. Ainda que a melhoria seja pequena, evidencia que a incorporagao
de relagdes ndo lineares permite captar de forma mais realista alguns padrdes de valorizagao,
mas continua insuficiente para lidar com toda a complexidade do problema.

Adicionalmente, verificou-se a presenga de heterocedasticidade nos residuos destes mode-
los lineares (teste de Breusch—Pagan, p <0,001), indicando que a variancia dos erros aumentava
para valores de mercado mais elevados. Para lidar com este problema, optou-se por utilizar
erros-padrao robustos (HC1), assegurando que os testes de significancia dos coeficientes per-

maneciam validos. Com esta corre¢do, confirmaram-se como significativos os efeitos da idade
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(ndo linear), minutos jogados, golos/90’, assisténcias/90’, valor do clube e pico pré-época, en-
quanto a interagao minutosxgolos/90 ndo apresentou relevancia estatistica.

Estes resultados evidenciam que os modelos de ensemble, como o Random Forest € o
XGBoost, sao mais eficazes na previsao do valor de mercado. Esta constatagdo vai ao encontro
do que se pretendia avaliar relativamente a capacidade dos algoritmos em captar a complexi-
dade do fendmeno (QI1) e confirma a hipdtese de que métodos nao lineares apresentariam me-
lhor desempenho face a abordagens lineares tradicionais.

O Elastic Net, por sua vez, revelou utilidade na estabilizagdo dos coeficientes, sobretudo
em cenarios com forte colinearidade entre variaveis. No entanto, o desempenho preditivo ficou
aquém: R? de apenas 0,72, RMSE de 10,9M ¢ MAE proximo de 4,9M. Isto demonstra que,
embora traga ganhos de estabilidade relativamente a modelos lineares tradicionais, ndo conse-
guiu traduzir essa robustez em maior capacidade preditiva.

As arvores de decisdo simples foram as que registaram pior desempenho. Com um R? de
apenas 0,57 e um RMSE superior a 13,3M, acompanharam ainda um MAE de cerca de 7M.
Estes resultados confirmam que modelos isolados e altamente segmentados sdo frageis para
lidar com fendmenos multifatoriais e ricos em interagdes subtis.

A Random Forest melhorou este quadro, ao combinar diversas arvores e reduzir a variancia
das previsoes individuais. O modelo obteve um R? de 0,75, com RMSE de 10,2M e MAE de
4,4AM. Embora mais estavel e adequado a relagdes ndo lineares, o desempenho permaneceu
aquém do necessario para uma previsao fiavel de valores de mercado.

A diferenca mais expressiva surgiu com o XGBoost, que superou de forma clara todas as
alternativas. Este modelo alcangou um R? de 0,85, explicando mais de 85% da variabilidade
dos valores de mercado. No que toca ao erro médio, destacou-se com um RMSE de 7,8M e um
MAE de 3,9M, consideravelmente inferiores aos registados pelos outros modelos. Também no
RMSLE (0,58) evidenciou robustez, revelando maior equilibrio ao lidar com jogadores em di-
ferentes escalas de valorizacao.

Importa referir que o valor de mercado foi transformado logaritmicamente para efeitos de
modelacdo, mas os erros apresentados (RMSE = 9,.8M e MAE = 4,4M) foram calculados apos
a inversao dessa transformac¢do, de modo a refletirem discrepancias médias na escala original
dos valores de mercado.

Os resultados confirmam que, embora os modelos lineares e arvores simples funcionem
como referéncias iniciais, sdo os métodos de ensemble e, sobretudo, de boosting que conseguem

capturar de forma mais eficaz a complexidade do fenomeno estudado. O XGBoost destacou-se
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claramente como a abordagem mais solida, conjugando elevada capacidade explicativa com
erros substancialmente reduzidos, justificando a sua ado¢do como modelo central na analise

subsequente.

5.1.2 Experiéncia 1 — Exploracao incremental de variantes

Na primeira experiéncia foram testadas quatro variantes do processo de modelagdo, orga-
nizadas de forma incremental. O objetivo foi perceber em que medida, diferentes escolhas de
features, ponderagdes e configuragdes de tuning afetavam o desempenho preditivo do modelo,
em particular quando se utilizava o0 XGBoost como algoritmo central.

Na versdo A (baseline), o modelo foi treinado apenas com as features originais, sem qual-
quer engenharia adicional. Serviu como ponto de partida para avaliar o impacto de melhorias
posteriores. Apesar de j& superar os modelos lineares e baseados em arvores simples, 0 XGBo-
ost obteve aqui um R? de 0,80, com um RMSE de 9,1 M € e um MAE de 4,0 M €. Estes valores
mostraram um ganho claro relativamente as abordagens anteriores, mas também espago para
otimizacao.

Na versdo B, acrescentaram-se novas variaveis derivadas, como o involvement90 (golos +
assisténcias por 90°), a raiz quadrada dos minutos e o logaritmo dos minutos. Estas transforma-
¢oes foram pensadas para capturar dinamicas de envolvimento ofensivo e reduzir a influéncia
de assimetrias extremas. O resultado foi uma melhoria modesta: o R? subiu para 0,81 e o RMSE
caiu para 8,9 M €, revelando que a engenharia de varidveis acrescenta valor, ainda que de forma
incremental.

A versao C introduziu pesos proporcionais a raiz quadrada dos minutos jogados, penali-
zando a influéncia de jogadores com poucos dados fiaveis. Este ajuste mostrou-se eficaz: o R?
aumentou para 0,85 e o RMSE desceu para 7,8 M €, com um MAE de 3,7 M €. Em termos
praticos, o modelo tornou-se mais estdvel e menos vulneravel a outliers associados a atletas
com reduzida utilizagao.

Finalmente, a versao D correspondeu a um tuning agressivo do XGBoost, com exploragao
mais extensa de hiperparametros (profundidade maxima, taxa de aprendizagem, regularizacdes,
etc.). Nesta fase, além da versdo apenas afinada, testou-se também a combinag¢do com os pesos

por minutos (D_w). Os ganhos foram claros: a versao D atingiu um R? de 0,84 ¢ RMSE de 8,1
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M €, mas foi o modelo D_w (tuned + pesos) que se destacou como o melhor de toda a experi-
éncia, alcangando um R? de 0,89, com RMSE de 6,7 M € e MAE de 3,4 M €.

Os resultados detalhados destas quatro variantes encontram-se resumidos na Tabela 5.2,
que apresenta as métricas de desempenho (RMSE, MAE, RMSLE e R?) para cada configuragao
do XGBoost.

RMSE MAE RMSLE R®
XGBoost (A) 9,12M € 3,99M £ 0.548 0.80
XGBoost (B) 8,96M € 3.89M € “ 0.81
XGBoost (C, weights) 7,78M € 3,72M £ 0.564 0.85
XGBoost (D, tuned+) 811M € 3,73M € 0.564 0.84

Tabela 5.2. Métricas de desempenho do XGBoost.

A andlise grafica reforcou estas conclusdes. A relacdo entre valores reais € previstos mos-
trou menor dispersdo e maior aderéncia a linha ideal no modelo ponderado, enquanto as métri-
cas confirmaram a redugdo de erros graves em jogadores de maior valor. As varidveis mais
importantes incluiram valor do clube (log), minutos jogados e pico pré-época (log), que emer-
giram tanto na anélise de importancia do XGBoost como nos contributos SHAP. Ablations adi-
cionais confirmaram a relevancia destas variaveis: a remog¢do de qualquer uma delas levou a
perdas substanciais de desempenho.

Para além de confirmar a superioridade do XGBoost em termos preditivos, estas experién-
cias evidenciam também a importancia de estratégias complementares — como a engenharia
de varidveis, a ponderagdo por utilizagdo e o tuning extensivo — no aumento da qualidade das
previsdes. No conjunto, a Experiéncia 1 permitiu ndo s6 identificar o modelo mais robusto
(D_w), mas também compreender quais abordagens metodologicas acrescentam valor ao pro-
cesso de modelagdo. Esta base solida abre caminho para a andlise subsequente, onde se testara
a capacidade de generalizacdo do modelo em diferentes cendrios.

A Figura 5.1, sintetiza esta trajetoria de forma clara, permitindo perceber como cada passo

contribuiu para o ganho final.
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Figura 5.1. Avaliacdo do XGBoost: variaveis, previsdes e desempenho.

5.1.3 Experiéncia 2 — Robustez e ablacoes do modelo final

Nesta experiéncia, procurou-se avaliar a robustez do modelo final através de analises de
ablacdo (ablation studies). Este procedimento consiste em remover de forma controlada deter-
minadas varidveis do modelo, de modo a medir até que ponto cada uma contribui para o de-
sempenho preditivo. Ao comparar os resultados com e sem certas varidveis, ¢ possivel identifi-
car aquelas que sdo mais determinantes para a previsao do valor de mercado e avaliar a sensi-
bilidade global do modelo face a sua auséncia.

Depois de identificarmos, na Experiéncia 1, o XGBoost com pesos por minutos e tuning
agressivo (D_w) como o modelo mais eficaz, o passo seguinte passou por avaliar a sua robustez,
compreender a importancia das varidveis-chave e testar a qualidade pratica das previsdes. Esta
analise foi organizada em trés eixos: testes multi-seed, ablagdes e analise de calibragao/seg-
mentos de valor.

No primeiro eixo, de robustez, treindmos trés variantes — A (baseline XGBoost), C
(XGBoost com pesos por minutos) ¢ D w (tuned + pesos) — repetindo o treino cinco vezes
com diferentes seeds. Os resultados mostraram uma evolugao clara: a versao A manteve-se con-
sistente, mas limitada (R? médio de 0,80 e RMSE em torno de 9,2 M€), a versao C ja evidenciou

melhorias (R? de 0,84; RMSE de 8,1 M€), e a versdo D_w confirmou-se como a mais robusta
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(R? médio de 0,86; RMSE de 7,6 M€), com menor variabilidade entre execugdes. Ou seja, para
além do ganho de desempenho, o modelo final revelou-se também mais estavel.

Os resultados desta experiéncia permitem responder a QI3, que procurava avaliar até que
ponto os modelos sdo robustos a diferentes configuragdes e variagdes nos dados. As repeti¢des
multi-seed mostraram que, independentemente da configuragao inicial, os modelos mantiveram
niveis consistentes de desempenho, com destaque para o XGBoost D w, que apresentou menor
variabilidade entre execugdes (R* médio de 0,86; RMSE = 7,6 ME€). Esta estabilidade demonstra
que a performance nao depende de forma critica de escolhas arbitrarias de parametrizagao, re-
forcando a robustez e generalizagdo do modelo.

A Figura 5.2 resume estes resultados, evidenciando a evolu¢do de desempenho e a maior

estabilidade do modelo D_w face as alternativas.

Robustez — R2 médio (5 seeds) Robustez — RMSE médio (5 seeds)
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Figura 5.2. Robustez dos modelos: R? e RMSE médio.

A andlise confirma o efeito nao linear da idade, com valorizagao em idades intermédias e
depreciagdo posterior. Este resultado valida a hipdtese de que o ciclo da carreira influencia o
valor de mercado (H1) e fornece uma resposta consistente a questdo da influéncia de fatores
individuais na valorizagao (QI2).

No segundo eixo, dedicado as ablagdes, cujo objetivo foi medir o impacto de variaveis
especificas no desempenho do modelo final. A remogdo de club_mv log e de minutos (man-
tendo ainda assim os pesos) degradou moderadamente o desempenho (R? = 0.80), enquanto a

exclusdo de peak pre log revelou-se muito mais penalizadora, reduzindo o R? para apenas
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0.72. Estes resultados confirmam que, embora varias variaveis contribuam, o pico de valoriza-
¢do pré-época e a forca do clube sdo determinantes no processo de estimagao.
A Figura 5.3 ilustra estes resultados, evidenciando o impacto mais acentuado da remogao

do pico pré-época no desempenho do modelo.

Ablations — impacto no desempenho (XGB D_w)

Linha tracejada indica o modelo completo Modelo completo: R? = 0.67

sem log(Valor Clube) ] RMSE: €5,2M

Sem Minutos (feature) R® = 0.79 Rk €953M
sem log(Pico Pré-Epoca) L ] RMSE: €10.8M :
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Figura 5.3. Resultados das ablations no modelo XGBoost (D_w).

Esta experiéncia também fornece evidéncia clara relativamente a QI4. As analises de im-
portancia e dependéncia SHAP revelaram que as métricas de performance desportiva, como
minutos jogados e golos por 90 minutos, tém um impacto direto na valorizag@o, mas o seu efeito
¢ potenciado quando considerado em conjunto com fatores contextuais, nomeadamente o valor
agregado do clube e o pico de valorizacao pré-época. As ablacdes confirmaram esta articulacao:
a remogao de variaveis contextuais levou a perdas substanciais de desempenho, em especial no
caso do pico pré-época, cujo impacto revelou ser decisivo (R? = 0,72). Estes resultados demons-
tram que o valor de mercado resulta de uma interagao entre desempenho individual e contexto
coletivo, sendo necessario considerar ambas as dimensodes para uma previsao adequada.

Deste modo, confirma-se a hipdtese H4, que antecipava a importancia do contexto coletivo
e da dimensdo econdmica do clube como fator explicativo do valor de mercado individual.

No terceiro eixo avaliou a qualidade pratica das previsdes. A analise de calibragdo mostrou
um alinhamento global bastante satisfatorio entre valores reais e previstos, ainda que com uma
tendéncia de subestimacao dos jogadores mais valorizados (inclinagao da reta ajustada = 1,11).
Ao estratificar o erro por segmentos de valor, observou-se que a precisdo ¢ bastante elevada
para atletas de menor valor (<1M, RMSE = 0,5 M€), mas que o erro absoluto aumenta de forma
significativa nos jogadores de topo (>15M, RMSE = 13,9 M€). Tal comportamento ¢ natural
devido a amplitude da escala, mas reforga o desafio particular de prever corretamente os valores

de mercado mais elevados.
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Complementdmos a analise com curvas de dependéncia SHAP, que ajudam a interpretar o
funcionamento interno do modelo. A anélise mostra que mais minutos em campo estao associ-
ados a um maior valor de mercado, mas com ganhos marginais decrescentes. O peak pre log
revelou-se decisivo a partir de certos limiares, refor¢ando a importancia do histdrico maximo
jé& alcang¢ado na valorizagdo atual. J4 a club mv_log apresentou uma relacdo positiva quase
linear, confirmando que o contexto competitivo do clube onde o jogador atua tem impacto direto
no seu valor.

Entre as variaveis analisadas, destacam-se os minutos jogados e os golos por 90 minutos
como determinantes fundamentais, enquanto as assisténcias apresentaram um contributo redu-
zido. As curvas de dependéncia SHAP (Figura 5.4) tornam visivel esse efeito, evidenciando
padrdes nao lineares e confirmando parcialmente a hipdtese H2, bem como a resposta a questao

sobre os fatores mais influentes na explicagdo do valor de mercado (QI2).

Dependéncia SHAP — principais variaveis do modelo XGB (D_w)
SHAP dependence — Minutos SHAP dependence — Pico pré-época (log) SHAP dependence — Forga do clube (log)
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Figura 5.4. Curvas de dependéncia SHAP para as principais varidveis do modelo XGBoost
(D_w).

No que diz respeito a H3, que antecipava melhorias de desempenho com a inclusdo de
variaveis contextuais, os resultados confirmaram plenamente essa expectativa. O valor do clube
e o pico de valorizagdo pré-€poca emergiram como determinantes fundamentais do modelo,
estando entre as varidveis com maior contributo explicativo. A sua presenca revelou-se decisiva,
como demonstrado nas analises de ablacdo, em que a sua remogao provocou perdas substanciais
de desempenho. Ainda assim, os maiores ganhos em termos de métricas foram alcancados
quando a inclusdo destas variaveis foi combinada com estratégias adicionais, como o tuning
extensivo. Assim, a H3 ¢ suportada, sublinhando a relevancia das varidveis contextuais, espe-

cialmente quando articuladas com outras abordagens de modelagao.
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Demonstrou-se que o modelo final ndo s6 ¢ consistente e robusto em diferentes execugdes,
como também depende de varidveis com forte significado desportivo e econémico. A integragao
equilibrada de utilizagdo em campo, historico individual e contexto coletivo explica a sua ca-
pacidade de previsdo. Além disso, os resultados destacam que, embora o modelo funcione bem
em toda a distribui¢do, os maiores desafios residem na previsdo dos atletas de elite, onde os
valores e os fatores externos tendem a ser mais volateis. Esta analise ndo apenas valida a qua-
lidade do modelo final, como também reforga a sua interpretabilidade, um aspeto crucial para
aplicagdes praticas.

A evidéncia encontrada suporta a hipdtese HS, segundo a qual o historico de valorizacao,
expresso pelo pico pré-época, atua como um fator de ancoragem relevante na determinacao do

valor de mercado atual.
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VI. Conclusoes

O presente estudo teve como objetivo compreender e prever o valor de mercado dos joga-
dores avancados que atuaram nas cinco principais ligas europeias na época 2023/2024, através
da aplicagao de diferentes algoritmos de aprendizagem automatica e da analise dos fatores que
mais contribuem para essa valorizagdo. A escolha desta posi¢ao especifica deveu-se a centrali-
dade dos avancados no jogo ¢ a forte associagcdo do seu desempenho ofensivo ao processo de
valorizacdo. Ao longo do trabalho foram definidos objetivos e hipdteses que orientaram toda a
investigacdo, procurando dar resposta a questdes que permanecem atuais na analise econdmica
do futebol: até que ponto o valor de mercado se explica pelo desempenho em campo, em que
medida o contexto coletivo e historico do jogador influencia a sua cotacdo e que modelos sao
mais adequados para captar a complexidade destes fenomenos.

A andlise comparativa entre algoritmos revelou de forma clara que métodos baseados em
arvores de decisdao, como o Random Forest € 0 XGBoost, apresentaram um desempenho supe-
rior face a modelos lineares classicos. Enquanto a regressao linear simples serviu de linha de
base, mas mostrou limitacdes na captura de relagdes ndo lineares e de interacdes, os ensembles
evidenciaram maior capacidade preditiva e maior robustez perante a heterogeneidade dos da-
dos. Esta conclusdo reforca a ideia, ja presente na literatura, de que o mercado de transferéncias
se rege por dinamicas complexas, ndo redutiveis a relagdes simples. O facto de os ensembles
terem mantido uma performance estdvel mesmo em cendrios de maior variabilidade mostra que
sao ferramentas adequadas para lidar com a natureza incerta e multifatorial do valor de mer-
cado.

No que respeita as variaveis, os resultados evidenciam a importancia de fatores tanto de
desempenho individual como de contexto. Entre as métricas de performance desportiva, desta-
caram-se os minutos jogados e os golos por 90 minutos como determinantes fundamentais do
valor de mercado. A regularidade e a confianga do treinador, traduzidas em tempo de jogo,
surgiram como sinais claros de valorizagdo. Os golos, por seu lado, continuam a ser o principal
indicador de eficicia para avangados e confirmaram-se como varidvel de grande peso nos mo-
delos. Curiosamente, as assisténcias por 90 minutos tiveram um impacto reduzido, contrariando
parcialmente as expectativas iniciais e sugerindo que o mercado valoriza mais a finalizagao
direta do que a contribui¢do indireta.

A idade confirmou o padrao nao linear previsto, exercendo uma influéncia que varia em

sentidos opostos: por um lado, a juventude traduz potencial de crescimento e investimento
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futuro; por outro, idades mais avangadas remetem para declinio fisico e menor perspetiva de
retorno. Esta curva de valorizacdo ao longo da carreira, com pico em idades intermédias, esta
em linha com estudos anteriores e refor¢a a ideia de que o mercado de transferéncias integra,
de forma técita, um horizonte temporal de rendimento esperado. A analise reforcou também a
influéncia da idade, confirmando o padrdo ndo linear de valorizagdo com pico em idades inter-
médias e depreciagdo posterior, em linha com a hipotese formulada. Do mesmo modo, a con-
sisténcia competitiva, medida pelos minutos jogados, mostrou-se um dos fatores mais robustos
e estaveis em todos os modelos, funcionando como sinal claro de confianga e valorizacao no
mercado.

Para além do desempenho em campo, os fatores contextuais assumiram relevo significa-
tivo. O valor agregado do clube revelou-se um dos determinantes mais consistentes, confir-
mando que jogar num clube de maior dimensdo e prestigio potencia a valorizagdo individual,
independentemente do desempenho estrito do jogador. Do mesmo modo, o pico de valorizagao
pré-época assumiu-se como um marco determinante no processo de valorizagdo: jogadores que
jé4 atingiram valores elevados em momentos anteriores tendem a manter parte dessa valorizacao,
mesmo que o rendimento atual ndo corresponda na totalidade. Este efeito de histoérico confirma
o peso da reputacao e da percecao de mercado na formacao do preco, em linha com a literatura
sobre mecanismos de ancoragem.

Outro contributo relevante deste trabalho foi a analise da robustez dos modelos. A introdu-
¢do de procedimentos como a winsoriza¢do de racios ofensivos ou a ponderagdo por minutos
jogados mostrou que os resultados se mantiveram estaveis, reduzindo a influéncia de outliers e
confirmando que as conclusdes extraidas ndo dependem de configuragdes arbitrarias, mas re-
fletem padrdes estruturais consistentes. Esta estabilidade ¢ fundamental para dar confianga as
aplicagdes praticas do estudo, assegurando que as previsdes ndo sdo excessivamente sensiveis
a variagdes marginais nos dados.

Esta dissertagdo apresenta contributos em diferentes planos. No académico, enriquece o
debate em torno do valor de mercado em futebol, mostrando como abordagens de ciéncia de
dados permitem analisar este fendémeno de forma mais robusta e fundamentada. Demonstra
ainda que o cruzamento entre métricas desportivas, fatores contextuais e histéricos € essencial
para compreender a valorizagdo, confirmando algumas ideias da literatura. A nivel pratico, este
estudo oferece pistas relevantes para clubes, agentes e investidores: refor¢a a importancia de
avaliar ndo apenas o desempenho atual, mas também o contexto competitivo e a trajetoria his-

torica; ajuda a identificar variaveis-chave que podem antecipar a valoriza¢do de um jogador; e
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mostra que os algoritmos de ensemble sdo ferramentas promissoras para apoiar decisdes num
mercado altamente incerto.

Relativamente as limitagdes, o foco exclusivo em avangados, embora justificado, restringe
a generalizagdo das conclusdes a outras posi¢des em campo. A analise centrou-se ainda apenas
numa época, o que limita a observacdo de dindmicas temporais mais longas. A auséncia de
variaveis contratuais e de dados sobre lesdes ou fatores extra-desportivos constitui outra limi-
tacdo relevante, ja que estes elementos sdo conhecidos por influenciar fortemente o valor de
mercado. Além disso, os valores utilizados baseiam-se em estimativas do Transfermarkt, que
embora amplamente usados em investigacao, podem divergir das negociagdes reais.

Para investigacdes futuras, sera pertinente ampliar o horizonte de andlise a outras posi¢des
e épocas, de forma a verificar se os padrdes aqui identificados se mantém. A integracdo de
variaveis contratuais, dados de lesdes e métricas avangadas de performance (como xG — expec-
ted goals, que estima a probabilidade de cada remate resultar em golo, ou métricas defensivas
detalhadas) podera enriquecer a explicacdo do valor de mercado. Outra via promissora sera a
inclusdo de variaveis de impacto mediatico e percecao publica, como indicadores de redes so-
ciais ou andlises de sentimento, capazes de captar dimensdes mais intangiveis da valorizacao.
Por fim, a exploragdo de modelos mais recentes, como arquiteturas de deep learning aplicadas
a dados tabulares ou combinagdes hibridas que juntem previsibilidade e explicabilidade, podera
trazer avangos metodologicos significativos.

Este estudo mostra que o valor de mercado de um jogador resulta de uma articulagdo entre
desempenho desportivo, contexto coletivo e historico de valorizagdo, e que os modelos de ma-
chine learning oferecem uma via solida para compreender e antecipar estas dindmicas. Ao apli-
car metodologias de ciéncia de dados a um tema de grande relevancia no futebol profissional,
a investigagdo contribui para uma compreensao mais rigorosa, mas também mais pratica, das
for¢as que moldam o mercado de transferéncias. Deste modo, a investigacdo nao se limita ao
plano académico, mas acrescenta também uma reflexao pratica sobre as dindmicas que moldam
a valorizagdo dos jogadores.

A investigacdo conseguiu dar resposta as questdes que estavam na origem do trabalho,
mostrando a vantagem dos algoritmos de ensemble em relagdao a métodos lineares, bem como
o papel central de variaveis individuais e contextuais na explicagdo do valor de mercado. Os
resultados revelaram-se consistentes mesmo perante diferentes configuracdes, o que reforca a

confianga nas conclusdes alcangadas. No fim, cumpriram-se os objetivos definidos e foi
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possivel testar de forma clara as hipoteses propostas, deixando um contributo s6lido para com-

preender melhor como se constréi a valorizacao dos avangados nas principais ligas europeias.
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ANEXOS

Anexo A — Pipeline principal

A.1 Ficheiros de origem e periodo da amostra
Periodo: 2023-07-01 a 2024-06-30.

Tabela A.1. Ficheiros utilizados

current_chib_domestic_competition_id,
highest market value in eur

Ficheiro (CSY) Colunas usadas (principais) Utilizacio
laver_id, . date_of birth, height i . position,
PIEYEr_Ic, name. a. c_of_birth, height_in_cm, position, Identificagdo ¢ atributos do jogador:
foot, current club_id, i L i :
players_csv clube/competigdo; calculo da idade; valor

maximo historico

plaver_valuations.csv

plaver_id, date, market value_in_eur

Valor de mercado (alvo na época) e pico pré-
época

appearances.csv

playver_id. date, minutes_played, goals, assists

Agregacio por jogadot: minutos, golos,
assisténcias; taxas por 90'

games. C5v

game_id. competition_id, date

Ligar aparices a competico e restringir as
Top-5

game events.csv

game_id

Suporte ao mapeamento jogo—competicio
(sem featires diretas)

competitions csv

competition_id

Selecionar as Top-3 ligas (GB1, ES1, IT1,
FR1,L1)

clubs.csv

club_id, total market wvalue

Proxy da “forga do clube™ (valor de plantel)

transfers. csv

plaver id, transfer date, transfer fee

Extracio da ultima taxa de transferéncia
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A.2 Variaveis e construcio

Tabela A.2. Variaveis e construgao.

Variavel

Regra curta (fonte + transformacao)

valor _mercado

player_wvaluations: tltimo registo na época 2023/24
(alvo em €).

vy log loglp{valor mercado) — alvo usado no treino.

dade Diferenca entre players$date of birth e data do
valuation (anos inteiros).

idade2 idade”2 (captar ndo-linearidade).

altura_cm players$height in_em (sem transformacéo).

minutos appearances: soma de minutes_played na época.

golos appearances: soma de goals na época.

assistencias appearances: soma de assists na época.

golos90 90 * golos / minutos — wingor no 99° pet.

asto0 00 * assistencias / minutos — winsor no 99° pct.

club total mv eur

Forca do clube: clubs$total market value ou soma
de valuations pré-época do plantel (fallback).

club mv log

loglp{club total mv eur).

peak pre epoca

Maximo de market value in eur antes de 2023-074
01 (historico do jogador).

peak pre log

loglp{peak pre epoca).

Tabela A.3. Contagem da amostra por liga (FW, 2023/2024).

Liga N.” jogadores | Percentagem
La Liga 184 22.60%
Premier League 175 21.50%
Ligue 1 158 19.40%
Serie A 157 19.30%
Bundesliga 140 17.20%
Total 814 100%
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Tabela A.4. Critérios de inclusdo/exclusdo e regras da amostra.

Bloco Critério / Regra Como foi verificado (ficheiro/campo)
Ambito Epoca: 2023-07-01 a 2024-06-30 Definido no pipeline (varidveis data_inicio, data fim)
P L - players.csv — current_club_domestic_competition_id
Ambito Competigdes: Top-5 (GB1, ES1, IT1, FR1, L1) -
(pertence a Top-3)
Ambito Posigio alve: Avangados (FW) players.csv — position = "Attack"
Inclusdo Tem aparicées na epoca (=1) appearances.csv — date no intervalo; contagem por player id
Inclusio Tem vaiuation na época (=1) pla}jer_j‘aluations.cgv — date no intervalo; existéneia por
player_id
Inclusa Clube de Ton-5 plavers.csv — current_club_domestic competition id €
cusae uoe ce top- {GB1.ES1.IT1 FRI L1}
Agregacio/Chaves Unidade: 1 linha por jogador-época Chave estavel player id (apos agregagdes)
Dominante pelas aparigdes (contagem por compefition id em
Agregacio/Chaves Liga do jogador games/appearances); fallback =
current_club_domestic_competition_id de plavers.csv
. ; o ) Somatorios: minutos, golos, assists (de appearances_csv);
Agregagio/Chaves Metricas de epoca taxas golos90/ast90 = 90x(contagem/minutos)
Exclusdo Posigdes nio FW (GE/DF/MF) players.csv — position
Exclusdo Sem aparigdes na época Zero ocorréncias em appearances.csv no periodo
Exclusio Sem waluation na época Zero ocorréncias em player_valuations csv no periodo
Fxchusio Fora Top-5 igas cmmt_club_domeadc_cumpetil:iun_id nio pertence ao
conjunto
Exclusio Duplicados Deduplicacio apds agregacio (chave plaver_id)
. . e . . plaver_wvaluations_csv (mais recente por player_id no
Notas técnicas Alvo (v) = ultimo market_value in_eur daépoca |. ~ ~ -
- - - mtervalo)
Idade calculada na data do valuation usad;
Notas técnicas alvoE calctraca na Gaia €o vauahon nsaco 1o plavers.csv (date_of birth) + data do valuation
Notas técnicas Winsorizacio de extremos golo=90 e ast90 winsorizados ao p29
Notas técnicas Sem leakage Forg:g 40_ clube & pico pré-época usam registos anteriores a
data inicio
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Anexo B — Exploracio adicional

Matriz de correlagdo — métricas de performance
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Assisténcias
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Figura B.1. Matriz de correlagdo — métricas de performance.
Distribuicdo da idade por liga (2023/24)
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Figura B.2. Distribuicao da idade por liga.



Top 50 ofensivos (golos + assisténcias) — 2023/24
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Figura B.3. Top 50 ofensivos — Golos + Assisténcias.

Valor de mercado por posi¢do (2023/24)
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Figura B.4. Valor de mercado por posic¢ao.
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Minutos jogados vs. Valor de mercado
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Anexo C — Experiéncia 2 (robustez & ablations)

C.1 Robustez multi-seed (5 seeds)

Tabela C.1.Robustez por variante (média + desvio-padrao, 5 seeds)

Variante RMSE (M€) | SD RMSE (Mé€) | MAE (M€) |SD MAE (M€)| RMSLE | SDRMSLE | R? | SDR?
D w (XGB tuned + pesos) 7.57 045 3.68 0.13 0.574 0.008 0.862 | 0016
C (XGB com pesos) 8.09 1.08 3.85 0.25 0.563 0.006 0.841 | 0043
A (XGB base) 9.16 0.11 4.00 0.05 0.543 0.006 0.798 | 0.003

Robustez (R?) por experiéncia — 5 seeds

088

R?

0.80

Figura C.1. Boxplot de R? por variante.
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Robustez (RMSE) por experiéncia — 5 seeds
10

-

*

RMSE (ME€)
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Figura C.2. Boxplot de RMSE (em M€) por variante.

Melhor modelo por experiéncia (média de 5 seeds)
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R?# = 0.841
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Figura C.3. Melhor variante (barras com R? médio).
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C.2 Estudos de ablation (variaveis)

Tabela C.2. Ablations (R?, RMSE, MAE).

Ablation R? RMSE (M€) MAE (M€)
a) sem club_mv log 0.797 018 439
b)) sem minutos (feature) 0.790 933 433
c) sem peak_pre log 0.720 1080 482

Ablations — impacto no desempenho (XGB D_w)
Linha tracejada indica o modelo completo Modelo completo” R® = 0 87

Sem log(Valor Clube) R*=0.80 RMSE-E@,ZM

Sem Minutos (feature) R*=0.79 35S €9 M

Sem log(Pico Pre'-l’!pcca] e ] RMSE: €1D.GME

0.0 0.1 02 0.3 0.4 05 06 07 08 09

Figura C.4. Ablations: impacto em 2.
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C.3 Calibracio e erro por segmentos

Calibragdo — XGB (D_w)

€150,0M

€100,0M

Previsto (€
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Figura C.5. Calibragao (Real vs Previsto).

RMSE por segmento de valor (XGB D_w)
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Figura C.6. RMSE por segmento de valor.
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C.4 Interpretabilidade (SHAP)

Dependéncia SHAP — principais variaveis do modelo XGB (D_w)

SHAP dependence — Minutos

0.0

SHAP value

SHAP value

0 1000 2000 3000 4000 0 5 10 15
minutos peak_pre_log

Figura C.7. Dependéncia SHAP das principais variaveis.

Anexo D — Configurac¢ao dos modelos e validacao

Tabela D.1. Varidveis usadas no modelo final (XGB D_w).

Variavel no

Descricdo Transformacio
modelo
. Idade do jogador na data do
idade . = . —
ultimo valuation da época
idade2 Termo quadratico para nio ldade?

linearidade

altlura_cm  |Altura (cm) —

minutos Minutos jogados em 2023/24 —

golos90 Golos por 90" em 2023/24 Winsor 99° petl

Assisténcias por 907 em .
asto0 P Winsor 99° petl

2023/24

Forca do clube (valor de

lub mv |
club mv log plantel)

log(1+valor_clube)

Pico de valuation do jogador

ak pre |
peak_pre_log pré-época

log(1+pico_pré)

Target Valor de mercado
ylog=log(1+valor)
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Tabela D.2. Hiperparametros do XGBoost “D_w” (tuned + pesos)

Parimetro Valor Nota
objective reg:squarederror  |Regressio em v_log
eval metric rmse Meétrica de treino
eta 0.03 learning rate
max_depth 4 profundidade da arvore
min_child_weig 10 robustez a rmido
ht
gamma 1 penalizacdo de splits
subsample 0.70 amostragem de linhas
Zolsample_byhe 0.90 amostragem de colunas
reg_lambda 5 12
reg_alpha 1 L1
tree_method hist mais rapido
nrounds 620 iteracdes finais

sample weight

V(minutos), min=1

mais peso a quem joga mais

Tabela D.3. Esquema de validacao e robustez.

Item

Definicio

Validacdo paraA e C

5-fold CV, early stopping rounds = 40,
nrounds max 1500 (CV com seed=300)

Mini-grid (A/C)

eta € {0.05, 0.03}; max_depth € {4. 6};
min_child weight € {1, 5}

Pesos (CeD_w)

w_fr_sqrt = pmax(1, Vminutos)

Robustez multi-seed

variante)

Seeds: 300, 101, 202, 303, 404 (5 repeticdes por

Conj. treino/teste

test ids.csv)

Idéntico ao do Exp 2 (IDs fornecidos em

Tabela D.4 — Breusch—Pagan no LM (nivel vs. log)

Modelo OLS Estatistica BP al p-valne Conclusio
matket_value_en ~ miftutos + 400.79 3 <2216 |Rejeita Ho SE robustos (HC1
E - H e —* 1= 3 =3
golos = idade . 22 geita usar SE robustos (HC1)
loglp(market_value eur) ~ e " . . o
inutos + golos + idade 14974 3 <2 2e-16 Rejeita Ho — usar SE robustos (HC1)
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Robustez por experiéncia — R? Robustez por experiéncia — RMSE (M€)
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076
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Figura D.1. Robustez por experiéncia.

Anexo E - Figuras complementares

Importancia (Permutation) - Random Forest

log(Pico Pré-Epoca)
Minutos Jogados
log{Valor Total do Clube)
Idade®

Idade

Golos por 90°

Assisténcias por 900

Altura (cm)

25 50 75 100
Importancia

0

Figura E.1. Importancia de varidveis.
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Importéncia (Gain) - XGBoost

log(Valor Total do Clube)
Minutos Jogados
log(Pico Pré-Epoca)
Idade

Idade®

Golos por 90
MAgsisténcias por 90"

Altura (cm)

0.0 0.1 0.2
Gain

Figura E.2. Importancia de varidveis — XGBoost.

Comparacé&o de modelos — R?
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Figura E.3. Comparacao global de modelos — R2.
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XGBoost-

Randaom Forest -

LM {splines+int) - L
(=P ) Métrica

B e
I ruse

MW odelo

Linear Regression -

Elastic Net -

Decision Tree -

Oe+00 Se+06 1e+07
Valor

Figura E.4. Comparacao de erros — RMSE & MAE.

Painel de residuos — RF | XGB | LM (splines)

Residuos vs Previsto — Random Forest Residuos vs Previsto — XGBoost Residuos vs Previsto — LM (splines + interacéo)
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Figura E.5 Painel de residuos (RF | XGB | LM-splines).
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SHAP (mean |contrib|) - XGBoost

log(Pico Pré-Epoca)

Minutos Jogados

log{Valor Total do Clube)

Idade

Golos por 907

Idade®

Assisténoias por 90

Altura (cm)

| I
=
i
O
i

=]

SHAP médio abs.

Figura E.6. SHAP — contributo médio absoluto (Top variaveis).

Comparacédo de modelos por métrica

MAE RMSE
pecision Tree [N
Elastic Net [ -
random Forest [N I
Linear Regression (. I
Lm spines+int) [ |
xceoost [N |
% Oe+00 2e+06 4e+06 6e+06 Oe+00 5e+06 1e+07
g RMSLE R2
Decision Tree [N
Elastic Net [N I
Random Forest (NN |
Linear Regression [N I
Lm spiines+int) [ I
xcsoost [N I
0.0 04 0.8 1.2 0.0 0.2 0.4 0.6 0.8
Valor

Figura E.7. Comparaciao de modelos por métrica (MAE, RMSE, RMSLE e R?).
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