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Resumo

O presente estudo, enquadrado na area da andlise preditiva, teve como objetivo desenvolver
modelos de previsdo de vendas para apoiar a decisdo numa farmacia da rede REDE CLARO. A
previsdo de vendas ¢ particularmente relevante no setor farmacéutico, marcado por elevada
variabilidade da procura e pela necessidade de garantir disponibilidade continua de medicamentos.
Atualmente, o planeamento baseia-se num modelo deterministico simplificado, limitado na

antecipacao de padrdes irregulares.

Com base na metodologia CRISP-DM, foram desenvolvidos cinco modelos: dois de séries
temporais (ETS e Prophet) e trés de machine learning e deep learning (Random Forest, XGBoost
e CNN-LSTM), aplicados as vendas dos cinco produtos mais vendidos entre Janeiro de 2023 e
Julho de 2025. As previsdes foram avaliadas pelas métricas MAE, RMSE e MAPE,

complementadas por uma analise do impacto econdmico.

Os resultados indicam que o desempenho dos modelos varia consoante o padrao de consumo.
O Prophet destacou-se em séries sazonais, o ETS em produtos de consumo continuo ¢ o Random
Forest em padrdes irregulares. A agregagdao mensal reduziu substancialmente os erros face a

granularidade diaria, refor¢ando a adequagado destas abordagens ao planeamento de encomendas.

A conversao dos erros em termos monetarios revelou impactos diarios entre 3 € e 10 € por
produto, traduzindo ganhos econdmicos relevantes. O estudo evidencia, assim, o potencial da
analise preditiva na gestdo farmacéutica, promovendo decisdes mais informadas e eficientes. Para
a REDE CLARO, os resultados confirmam a viabilidade de integrar ferramentas analiticas no apoio

as encomendas, contribuindo para a modernizagado e digitalizacdo da rede de farmécias.

Palavras-chave: previsdo de vendas; séries temporais; machine learning; farmacia comunitaria;

CRISP-DM

JEL Classification System: C53; L81



Abstract

This study, situated within the field of predictive analytics, aimed to develop sales forecasting
models to support decision-making in a pharmacy belonging to the REDE CLARO network. Sales
forecasting is particularly relevant in the community pharmacy sector, characterised by high
demand variability and the need to ensure continuous medicine availability. Currently, planning
relies on a simplified deterministic model with limited capacity to anticipate irregular consumption

patterns.

Following the CRISP-DM methodology, five predictive models were developed: two time
series models (ETS and Prophet) and three based on machine learning and deep learning techniques
(Random Forest, XGBoost, and CNN-LSTM). These models were applied to sales data for the five
best-selling products between January 2023 and July 2025. Forecast accuracy was assessed using
MAE, RMSE, and MAPE metrics, complemented by an analysis of the associated economic

impact.

The results showed that model performance varied according to product consumption patterns.
Prophet performed best for seasonal series, ETS for continuous-demand products, and Random
Forest for irregular and episodic patterns. Monthly aggregation significantly reduced errors

compared to daily forecasts, reinforcing the suitability of these approaches for order planning.

Converting prediction errors into monetary values revealed daily impacts ranging from €3 to
€10 per product, representing meaningful economic benefits. Overall, the study demonstrates the
potential of predictive analytics in pharmaceutical management, enabling more informed and
efficient decision-making. For REDE CLARO, the findings confirm the feasibility of integrating
analytical tools into order management processes, contributing to the network’s modernisation and

digital transformation.

Keywords: sales forecasting; time series; machine learning; community pharmacy; CRISP-DM

JEL Classification System: C53; L81
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1. Introducao

1.1 Contextualizacao e Motivacao

A previsdo de vendas desempenha um papel estratégico no apoio a decisdo, permitindo otimizar
processos de planeamento, gestdo de stocks e definicdo de politicas comerciais. No setor
farmac€utico comunitario, caracterizado por elevada variabilidade da procura, sazonalidade
acentuada e elevada exigéncia de disponibilidade de medicamentos, a adog¢dao de modelos

preditivos revela-se particularmente relevante.

Em Portugal, a REDE CLARO assume-se como uma entidade de integracdo e suporte
estratégico para farmdcias comunitarias, oferecendo solugdes de natureza logistica, formativa e
tecnolodgica. Contudo, apesar dos avangos registados, o processo de previsao de vendas permanece
assente em modelos deterministicos simplificados, baseados em vendas homoélogas e em regras de

negocio pré-estabelecidas.

Embora esta abordagem assegure consisténcia nas recomendagdes, apresenta limitacdes na
antecipacao de padrdes irregulares de procura, originando ruturas de stock ou excesso de
encomendas. Este cendrio traduz-se em perdas econdémicas, devido ao capital imobilizado em
inventario, ¢ compromete o nivel de servico ao cliente sempre que um medicamento nao se

encontra disponivel quando ¢ necessario, afetando a fiabilidade da farmacia perante o consumidor.

Neste contexto, a ciéncia de dados e a analise preditiva surgem como oportunidades para
transformar o processo de decisdo, permitindo uma atuagdo mais proativa e fundamentada. Ao
integrar estas abordagens, espera-se reduzir a ocorréncia de ruturas e excessos de stock, otimizar
os volumes de encomenda e melhorar a precisao das previsoes, resultando em maior eficiéncia

operacional e melhor qualidade de servico ao cliente.

O presente estudo centra-se numa farmécia, pertencente a rede de parceiros da REDE CLARO,
escolhida por reunir relevancia operacional e historico consistente de dados. Embora o foco recaia
numa tnica farmadcia, o objetivo principal ¢ demonstrar a viabilidade de aplicagdo das metodologias

desenvolvidas a outras unidades da rede, contribuindo para uma gestdo farmacéutica mais eficiente.



1.2 Objetivos e Questoes de Investigacao

O objetivo principal deste trabalho consiste em desenvolver e avaliar modelos de previsao de
vendas para os cinco produtos mais vendidos de uma tinica farmacia. De forma mais especifica, os

objetivos passam por:
e implementar dois modelos de séries temporais (ETS e Prophet);

e implementar trés modelos de machine learning e deep learning (Random Forest, XGBoost

e CNN-LSTM);
o avaliar os resultados através de métricas adequadas (MAE, RMSE e MAPE);

e quantificar o impacto econdmico associado aos erros de previsao, de modo a aferir a

relevancia pratica dos modelos.
Estas orientagdes dao origem as seguintes questoes de investigacao:

1. Quais os modelos de previsao que apresentam maior capacidade preditiva para os diferentes
padrdes de consumo da farmacia comunitaria?

2. De que forma a aplicagdo de algoritmos de machine learning e deep learning pode
contribuir para reduzir ruturas de stock e melhorar o planeamento de encomendas, gerando
ganhos operacionais € economicos?

3. E possivel conceber uma solugio analitica escalavel a outras farmacias da rede, garantindo

e relevancia organizacional?

1.3 Contributos do Estudo

O presente estudo pretende contribuir em trés planos distintos.

Ao nivel pratico, disponibiliza a REDE CLARO de um prot6tipo de sistema preditivo aplicavel
ao planeamento real de encomendas, promovendo uma gestdo mais eficiente e orientada para a
procura. Enquanto o contributo estratégico traduz-se na demonstra¢do da viabilidade de integrar
ferramentas analiticas na sua rede de farmdcias parceiras, refor¢ando o seu papel como entidade de

suporte e inovacao no setor.



Por fim, o contributo académico resulta da comparacao sistematica entre modelos estatisticos,
de machine learning e de deep learning, aplicada a dados reais de farmdcia comunitaria. Esta
abordagem combina a avaliagdo estatistica dos modelos com a andlise econdomica dos erros,

cimentando a tomada de decisdo com base em evidéncia quantitativa e impacto de gestao.

1.4 Estrutura do projeto
A tese encontra-se organizada em seis capitulos.

O Capitulo 1 — Introdugdo apresenta a contextualizagdo do estudo, os seus objetivos, questdes

de investigagdo e contributos, bem como a estrutura do documento.
O Capitulo 2 — Revisdo da Literatura divide-se em duas componentes:

1. Estado da Arte, que aborda a importancia estratégica da previsdo, os desafios associados,
as aplicacdes de machine learning e a integracdo de regras de negocio nos modelos
preditivos;

ii.  Enquadramento Teorico, que sistematiza os conceitos fundamentais de previsao de vendas,

séries temporais € machine learning.

O Capitulo 3 — Dados e Procedimentos Metodologicos descreve o enquadramento
organizacional e operacional da REDE CLARO, as fontes e a preparacao dos dados, bem como a

metodologia de modelagao adotada, estruturada segundo a abordagem CRISP-DM.

O Capitulo 4 — Modelos e Resultados documenta a implementacdo dos diferentes modelos de
previsdo, apresentando o respetivo desempenho individual e a analise preliminar dos resultados

obtidos..

O Capitulo 5 — Comparagdo e Discussdo de Resultados integra a avaliagdo comparativa dos
modelos, a discussdo critica dos resultados, a andlise do impacto econdémico e as recomendagdes

para a REDE CLARO

Finalmente, o Capitulo 6 — Conclusoes e Trabalho Futuro sintetiza os contributos do estudo,

destaca as conclusdes mais relevantes e propde linhas de investigagdo e desenvolvimento futuro.



2. Revisao da Literatura

2.1 Estado da arte

2.1.1 A Importancia Estratégica da Previsao

A previsdo assume um papel central na gestdo moderna das organizacdes, constituindo uma
ferramenta estratégica que sustenta a tomada de decisdo, a eficiéncia operacional e a
competitividade organizacional. A capacidade de estimar valores futuros com base em dados
historicos ¢ fundamental para o planeamento, o controlo e a formulagao de estratégias empresariais

e politicas (Casolaro et al., 2023; Gongalves et al., 2021).

No setor da saude, a previsdo da procura ¢ determinante para otimizar o reabastecimento, €
garantir a disponibilidade de recursos criticos, contribuindo para a reducao de custos (Alessa et al.,
2021). De forma semelhante, Burinskiene (2022) evidencia o seu papel estratégico no fornecimento

farmaceéutico, permitindo minimizar ruturas de stock e melhorar a resposta a dinamica do mercado.

No retalho, as previsdes precisas sao indispensaveis a gestdo de inventario e a mitigacao de
riscos operacionais. Falatouri (2022) sublinha que previsdes fiaveis reduzem o desperdicio e o

reforcam a sustentabilidade econémica ¢ ambiental.

De uma perspetiva mais ampla, Nguyen (2023) e Riad et al. (2024) salientam que a integragao
da previsao com Inteligéncia Artificial e Machine Learning tornou-se estrutural na gestao
estratégica, promovendo decisoes baseadas em dados, maior resiliéncia e eficiéncia nas cadeias de
abastecimento. Rubio et al. (2021) e Wang et al. (2023) acrescentam que, no dominio publico e

macroecondémico, apoia a formulagao de politicas e a gestdo de riscos financeiros.

Por outro lado, Kazancoglu et al. (2022) e Haque et al. (2023) reforcam que previsdes rigorosas
potenciam o desempenho financeiro e competitivo, ao reduzir custos, melhorar a satisfagdao do
cliente e impulsionar a inovagao, sobretudo quando suportadas por técnicas de ML. No mesmo
sentido, Martins et al. (2025) demonstram a relevancia da previsdo na estimativa de custos de

transporte, evidenciando o seu contributo para otimizar a eficiéncia operacional.

Em sintese, a literatura evidencia que a previsao transcende o seu papel técnico e assume uma

funcdo estratégica transversal, com impacto direto na competitividade, sustentabilidade e



resiliéncia das organizagdes. A sua integracao em sistemas de apoio a decisdo (SAD) por dados ¢

fundamental para a cria¢do de valor em contextos empresariais e cada vez mais complexos.

Apesar da importancia, persistem obstaculos significativos que comprometem a sua fiabilidade

e aplicagdo pratica das previsdes, sobretudo em contextos de elevada variabilidade da procura.

2.1.2 Desafios Associados a Previsao

A previsdo ¢ uma atividade critica na gestao organizacional e logistica, mas a sua implementacao
eficaz enfrenta desafios metodologicos, organizacionais e contextuais. Apesar dos avangos
tecnologicos e do uso crescente de técnicas de /4 e Machine Learning, subsistem obstaculos

significativos que comprometem a precisao € a robustez das previsoes.

Um dos principais desafios reside na incerteza e volatilidade da procura, influenciada por
comportamentos de consumo variaveis, prazos de entrega e fatores externos como clima, redes
sociais ou crises globais, que afetam diretamente o desempenho das cadeias de abastecimento

(Subramanian et al., 2025; Wang et al., 2023; Nguyen, 2023; Martins et al., 2025).

Os algoritmos classicos, como ARIMA e ETS, apresentam limitagdes em ambiente nao lineares
e volateis, sendo sensiveis a valores em falta, outliers e a variagdes estruturais (Haque et al., 2023;
Rubio et al., 2021). A sua rigidez e dependéncia de séries temporais longas e estacionarias reduzem

a adaptagdo a ambientes dinamicos (Riad et al., 2024).

As abordagens baseadas em ML e DL introduzem novos desafios, nomeadamente na
interpretabilidade e na necessidade de grandes volumes de dados de elevada qualidade, o que limita
a sua adocdo em pequenas e médias empresas (Nguyen, 2023; Riad et al., 2024). Além disso, a
existéncia da “caixa negra” em muitos destes modelos levanta preocupacdes quanto a transparéncia

e auditabilidade dos resultados, aspetos criticos em contextos empresariais e regulados.

Outro aspeto central prende-se com a qualidade e disponibilidade dos dados, que continuam a
ser fatores determinantes. Purnamasari et al. (2023) e Martins et al. (2025) evidenciam que bases
de dados incompletas, ndo padronizadas ou curtas comprometem a robustez dos modelos e exigem
um pré-processamento rigoroso. Quando negligenciados, resultam em previsdes enviesadas e de

utilidade limitada.



Do ponto de vista organizacional e humano, persistem barreiras como a falta de partilha de
informagdo, que pode gerar o efeito chicote, amplificando distor¢des na procura (Subramanian et
al., 2025; Rubio et al., 2021). A resisténcia a mudanca, a escassez de competéncias em /4 ¢ a
auséncia de formacao adequada dificultam a adogdo tecnologica. Assim, a integracdo equilibrada

entre a analise automatizada e o juizo humano ¢ essencial.

Por fim, deve reconhecer-se que nao existe um modelo € universal, isto ¢, cada contexto requer
metodologias adaptadas as suas especificidades (Nguyen, 2023; Purnamasari et al., 2023). No setor
farmaceéutico, estas dificuldades intensificam-se pela complexidade regulatéria e pela influéncia de
fatores exogenos, como politicas de comparticipacdo, variagdes epidemiologicas e introducao de
genéricos. A sensibilidade dos dados clinicos impde restri¢cdes legais e éticas, exigindo solucdes

robustas, transparentes e seguras (Riad et al., 2024; Subramanian et al., 2025).

Em sintese, os desafios da previsao decorrem da combinagao de fatores externos imprevisiveis,
limitagdes metodoldgicas, insuficiéncia de dados e constrangimentos organizacionais. A literatura
evidencia que o progresso na area dependera de abordagens hibridas e adaptativas que unam a
robustez dos métodos estatisticos a flexibilidade do ML, sustentadas por dados de qualidade e por

uma cultura organizacional orientada para a decisdo baseada em evidéncia.

Para ultrapassar estas limitagdes, tem-se destacado abordagens baseadas em ML, capazes de

lidar com padrdes nao lineares e elevada volatilidade da procura.

2.1.3 Estudos com aplicacdo de Machine learning

A aplicacdo de algoritmos de ML e DL a previsdo de séries temporais tem ganho destaque pela
capacidade de modelar padroes complexos e nao lineares que os métodos classicos, como ARIMA
ou ETS, dificilmente captam. A literatura recente mostra que estas abordagens aumentam a precisao
preditiva, e geram ganhos operacionais significativos em setores como energia, retalho, financas,

industria e saude.

Os estudos analisados evidenciam uma ampla diversidade de algoritmos e contextos de
aplicagdo. As abordagens de ML, como Random Forest, XGBoost, SVR ¢ MLP, destacam-se em
cendrios empresariais e industriais, enquanto as de DL, como LSTM, CNN, Transformer e modelos

hibridos (BJ-DNN, BO-CNN-LSTM), sao mais eficazes em contextos complexos e multivariados.
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A sintese da literatura revela forte incidéncia de aplicagdes nos dominios da energia, retalho e
gestdo da cadeia de abastecimento, refletindo a importancia econdmica da previsdo da procura,
consumo e custos logisticos. De forma consistente, os modelos baseados em ML e DL superam as

metodologias tradicionais, especialmente em ambientes com elevada variabilidade estrutural.

Modelos como Random Forest, XGBoost e LightGBM demonstram elevada robustez e baixos
erros médios (MAE e RMSE), enquanto arquiteturas de DL, como CNN-LSTM e Transformer,
obtém melhor desempenho em previsdes de longo prazo. As abordagens hibridas, que combinam
métodos estatisticos e redes neuronais, conciliam interpretabilidade e flexibilidade, alcangando

resultados superiores.

Os resultados quantitativos confirmam ganhos expressivos: reducoes de erro (MAPE) até 54%
(Falatouri, 2022), precisdo superior a 98% (Liu & Vakharia, 2024) e melhorias operacionais
tangiveis, como menores custos de inventario (Gongalves et al., 2021), reducao de ruturas de stock
(Riad et al., 2024) e aumento de eficiéncia logistica (Martins et al., 2025). Em geral, as abordagens
hibridas e de ensemble apresentam melhor desempenho, comprovando o seu potencial em sistemas

empresariais complexos.

Em sintese, a literatura confirma que os modelos baseados em ML e DL superam as abordagens
classicas, sobretudo em contextos dindmicos e multivariados. As melhorias observadas nas
métricas de erro traduzem-se em ganhos operacionais concretos, consolidando estas técnicas como
pilares dos sistemas preditivos modernos e ferramentas estratégicas para a competitividade

organizacional.

Contudo, mesmo com modelos preditivos de elevado desempenho, ¢ necessario assegurar a
coeréncia operacional das decisdes, o que justifica a integracdo de regras de negdcio como

elemento complementar a previsao.

2.1.4 Integracao de Regras de Negocio nos Modelos Preditivos

A integracao de regras de negdcio nos modelos preditivos tem ganho destaque nas tltimas décadas,
refletindo a necessidade de alinhar a andlise preditiva com as logicas operacionais e estratégicas

das organizagdes.



As regras de negocio ndo devem ser entendidas com modelos preditivos autonomos, mas sim
como mecanismos complementares que traduzem restrigdes e critérios operacionais, garantindo
que as previsdes analiticas permanecem coerentes com a realidade da gestdo. Desta forma, as
previsdes deixam de reproduzir padrdes historicos e passam a incorporar conhecimento de dominio

e condigdes de decisdo, tornando-se mais realistas e Uteis para o apoio a gestao.

Burinskiene (2022) demonstra que, mesmo quando nao integradas diretamente nas equagoes
dos modelos, as regras de negocio sao aplicadas em etapas criticas da previsdo, como o tratamento
de dados escassos, a corre¢dao de outliers e o planeamento hierarquico da procura. Estas praticas
asseguram coeréncia entre previsoes e politicas de gestdo de stocks, refor¢ando a fiabilidade dos

resultados.

De modo semelhante, Falatouri (2022) evidencia a relevancia das regras de negocio ao integrar
fatores externos controlaveis no modelo SARIMAX. Haque et al. (2023) reforcam que a inclusao
de varidveis exdgenas, como preco, promogoes ¢ indicadores macroeconémicos, constitui a logica
empresarial em termos técnicos, transformando a previsao numa ferramenta de gestao que otimizar

decisdes e desempenho financeiro.

Kazancoglu et al. (2022) ampliam esta visdo ao integrar decisdes de marketing, como o
investimento em publicidade, em modelos de ML. Os resultados indicam que o desempenho
preditivo melhora quando as variaveis refletem escolhas estratégicas. Nguyen (2023) interpreta
esta integracdo sob a oOtica da /4, entendendo-a como a codificagdo de heuristicas e raciocinios

humanos em software.

Riad et al. (2024) destacam o carécter estratégico desta integracdo, mostrando como sistemas
de /4 e andlise preditiva convertem previsdes em planos de agdo, permitindo ajustar regras de stock,
otimizar rotas e antecipar perturbacdes na cadeia de abastecimento. De forma semelhante, Martins
et al. (2025) demonstram que, os SAD aplicados a previsao logistica, a definicdo de pardmetros e
variaveis externas traduz politicas empresariais no proprio modelo preditivo, reforcando o seu

papel estratégico na execugao organizacional.

Em sintese, a literatura mostra que a integrag¢do de regras de negocio nos modelos preditivos
ocorre de multiplas formas: pela introducdo de varidveis exdgenas que representam decisdes

controlaveis, pela codificagdo de heuristicas e logicas de decisdo em algoritmos de /4, ou pela



aplicagdo de regras operacionais nos processos de preparacdo, planeamento e ajustamento das
previsdes. Esta convergéncia entre conhecimento de negocio e modelagdo analitica potencia a
criacdo de sistemas mais robustos, interpretaveis e alinhados com os objetivos estratégicos,

consolidando a previsao como instrumento essencial de apoio a decisao.

2.2 Enquadramento tedrico

2.2.1 Nogoes gerais de séries temporais

Uma série temporal ¢ a uma sequéncia ordenada de observacdes de uma variavel ao longo do
tempo, representando a evolucdo de um fendomeno sujeito a influéncia de fatores temporais
(Casolaro et al., 2023; Martins et al., 2025). Pode ser discreta, quando as observagdes ocorrem em

intervalos regulares, ou continua, quando o registo ¢ permanente (Martins et al., 2025).

De acordo com Casolaro et al. (2023), as séries temporais podem ser univariadas, quando
descrevem uma Unica variavel ao longo do tempo, ou multivariadas quando integram varias
variaveis observadas simultaneamente, permitindo capturar relagdes dinamicas entre varidveis

endogenas e exogenas (Haque et al., 2023; Gongalves et al., 2021).

Outro aspeto essencial ¢ a estacionariedade, que indica se as propriedades estatisticas (média,
variancia e covariancia) se mantém constantes ao longo do tempo (Burinskiene, 2022; laousse et
al., 2023). Uma série estacionaria apresenta comportamento previsivel e estavel, sendo adequada a
modelos lineares como ARIMA, enquanto uma série ndo estacionaria exibe tendéncia ou variancia

variavel, exigindo transformagdes para estabilizar o processo (Rubio et al., 2021).

Matematicamente, o valor atual resulta da combinagao de valores passados e de um termo de

erro aleatorio:

Ye = Vi1, Ye-2) - Vi—qg) T & (D

onde q representa o numero de observagdes anteriores consideradas na modelacdo (Casolaro

et al., 2023).



As séries temporais podem ser analisadas segundo o horizonte temporal distinguindo-se em
curto prazo, focadas em poucos periodos, e longo prazo, associadas a periodos mais extensos e

maior incerteza (Burinskiene, 2022).

r

A decomposi¢do das séries temporais em componentes estruturais ¢ essencial para a
modelacdo. De acordo com Martins et al. (2025) e Burinskiene (2022), uma série pode ser

decomposta em:

e Tendéncia — representa a dire¢do de longo prazo da série, podendo ser crescente,

decrescente ou estavel, e assumir forma linear ou ndo linear

e Sazonalidade — corresponde a variagdes periddicas regulares, que ocorrem em intervalos

fiXOS, como s€manas, meses ou anos

e Ciclicidade — descreve flutuagcdes de médio prazo sem periodicidade fixa, normalmente

associadas a ciclos econémicos ou de mercado
o Aleatoriedade — representa as variagdes imprevisiveis

Esta decomposi¢ao pode assumir forma aditiva, quando as amplitudes sazonais sdo constantes,

ou multiplicativa, quando as variagdes sazonais aumentam proporcionalmente ao nivel da série.

Do ponto de vista estatistico, a autocorrelagdo e o /ag sdo conceitos centrais, uma vez que os
valores atuais dependem fortemente de observacdes passadas. O conceito de lag size, amplamente
utilizado em modelos ARIMA e LSTM, define o nimero de periodos anteriores considerados como
preditores (Kazancoglu et al., 2022; Haque et al., 2023). Além disso, as séries podem sofrer quebras
estruturais que alteram a sua dindmica, exigendo técnicas especificas de detecdo e ajuste (Martins

et al., 2025).

Em sintese, a caracterizacdo e decomposicdo das séries temporais fornecem a base tedrica para
a modelac¢do e previsdo, permitindo identificar padrdes deterministicos e aleatorios, avaliar a

estacionariedade e compreender as dependéncias temporais que sustentam os métodos preditivos.

10



2.2.2 Fundamentos teoricos — ETS

O modelo ETS constitui uma formulacdo unificadora dos métodos de alisamento exponencial no
contexto de state-space framework. Destaca-se pela capacidade de representar, de forma
sistematica, as variagdes de nivel, tendéncia e sazonalidade de uma série temporal, permitindo a
estimacdo automatica dos parametros e a derivacao direta de previsdes e intervalos de confianga

(Hyndman et al., 2002).

Os autores definem uma taxonomia de 12 métodos ETS, resultantes da combinacao dos tipos
de de tendéncia — nenhuma (N), aditiva (A), multiplicativa (M) e amortecida (D) — e sazonalidade
— nenhuma (N), aditiva (A) ou multiplicativa (M). Cada combinacdo define um modelo ETS

especifico, adequado a diferentes padrdes de comportamento temporal.

O modelo ¢ descrito por equagdes de alisamento e de previsao, que atualizam recursivamente
os componentes fundamentais da série: nivel, tendéncia e sazonalidade. Estas podem ser expressas
de modo direto ou em forma de correcao de erro, onde o valor previsto ¢ ajustado com base no erro

de previsdo de um passo a frente.

Hyndman et al. (2002) demonstram que cada método de suavizagao exponencial ¢ equivalente
a um modelo de espaco de estados com uma tunica fonte de erro, distinguindo dois tipos de

especificagao:
Erro aditivo: y; = Pyp—1 + & (2)
Erro multiplicativo: ¥, = Pe—1 - (1 + &) 3)

Embora as previsdes pontuais sejam idénticas, as verossimilhancas e intervalos de previsao
diferem, refletindo distintos comportamentos. Esta formulagdo confere ao modelo ETS uma base

probabilistica s6lida e garante consisténcia estatistica na estimacao e avaliacdo dos parametros.

Os principais pardmetros do modelo (o, B, v, @), estimados por otimizagdo da fungdo de
verossimilhanga ou do erro quadratico médio (MSE), mantém-se constantes ao longo do tempo
para garantir o melhor ajustamento do modelo aos dados historicos. Para assegurar a estabilidade

numérica, recomenda-se que 0,1 <a, B, y < 0,9 (Hyndman et al., 2002).

Em sintese, o ETS define até 24 variagdes possiveis, resultantes da combinagdo das estruturas

de tendéncia e sazonalidade com dois tipos de erro (aditivo e multiplicativo). Esta generalizacao
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confere ao modelo abrangéncia, robustez e flexibilidade, tornando-o adequado a modelacao de

séries temporais com diferentes padrdes de comportamento.

2.2.3 Fundamentos teoricos — Prophet

O Prophet ¢ um modelo de previsdo de séries temporais concebido para lidar com desafios comuns
em contextos empresariais, como sazonalidades multiplas, mudancas abruptas de tendéncia e a
outliers (Taylor & Letham, 2018). Diferencia-se dos modelos classicos, como o ARIMA, ao
conceptualizar a previsdo como um ajuste de curvas (curve-fitting), baseado numa decomposi¢ao
aditiva composta por trés elementos fundamentais (tendéncia, sazonalidade e efeitos de feriados)

combinados com um termo de erro:

ye = g(t) +s(t) +h(t) + € (4)

Esta formulagdo, proxima de um Modelo Aditivo Generalizado, permite incorporar novos

componentes e estimar pardmetros de forma eficiente.

O Prophet disponibiliza dois modelos principais de tendéncia: crescimento logistico por partes
e tendéncia linear por partes. O modelo logistico, adequado a fendmenos com crescimento limitado,
¢ definido por:

C(t) (5)
1+ e~ k-m)

Em ambos os casos, os pontos de mudanca (changepoints) ajustam localmente a taxa de

g =

crescimento, podendo ser definidos manualmente ou detetados automaticamente através de um

prior de Laplace, que permite ao modelo adaptar-se a variagdes estruturais

A componente sazonal ¢ representada por uma expansao de Fourier, que descreve padroes

periodicos de forma continua e flexivel:

z 2nnt . 2mnt (©)
s(t) = [a,cos ( 2 ) + bysin ( 2 )]

n=1
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A aplicagdo de priors de suavizagdo assegura a regularidade e evita o overfitting. Os efeitos de
feriados e eventos irregulares sdo introduzidos, através de uma matriz de regressores Z(t),

associada a um vetor de parametros k:
h(t) =Z(t)k (7)

Podem ainda ser consideradas janelas de influéncia que diferenciam o impacto dos dias

adjacentes aos eventos, garantindo maior realismo e estabilidade na estimagao.

Em sintese, o Prophet constitui uma abordagem robusta e flexivel para previsdo de séries
temporais, combinando rigor estatistico com acessibilidade pratica. A decomposic¢ao aditiva, o uso
de fungdes de base Fourier e a integracao explicita de feriados conferem-lhe elevada capacidade

de generalizacao e adaptabilidade em contextos empresariais complexos (7aylor & Letham, 2018).

2.2.4 Fundamentos tedricos — Random Forest

O algoritmo Random Forest, desenvolvido por Breiman (2001), ¢ um dos marcos do ensemble
learning, distinguindo-se pela combinagdo de multiplas arvores de decisao independentes para

reduzir a variancia e aumentar a capacidade de generalizacao do modelo.

Formalmente, a floresta consiste num conjunto de classificadores em estrutura de arvore
h(X,0;), em que cada arvore ¢ construida a partir de um vetor aleatério 0, gerado de forma
independente. A predicao final ¢ obtida por votagdo maioritaria entre todas as arvores, atribuindo

a cada uma um voto unitario para a classe mais frequente associada ao vetor de entrada X.

A robustez tedrica do método foi estabelecida por Breiman, ao demonstrar que o erro de
generalizagdo converge para um valor limite a medida que o nimero de arvores aumenta,
garantindo a estabilidade assintética e resisténcia ao overfitting. Este teorema, fundamentado na
Lei Forte dos Grandes Numero, estabelece que o erro de generalizagdo (PE™) converge quase

certamente para:
Py (Po(h(X,0) = ¥) = max Po(h(X,0) = ) < 0) ®)

Em termos praticos, este teorema demonstra que, mesmo com a adi¢do continua de arvores, o
erro ndo aumenta indefinidamente, mas estabeliza num valor limite, explicando empiricamente a

robutez do algortimo.
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Outro contributo essencial de Breiman prende-se com a relagdo entre a forca das arvores
individuais e a correlagdo média entre elas, determinantes da precisdo global da floresta.
A forca (s) € definida como a expectativa da fungdo de margem mr(X,Y), que mede a diferenca
entre a probabilidade de a classe correta ser votada e a probabilidade da classe incorreta mais votada

O SCr.

Breiman demonstrou que o erro de generalizacao possui um limite superior dependente de dois

fatores:

= 2
pp- < 205D ©)
s
O resultado evidencia a importancia do equilibrio entre diversidade e precisao, assim, florestas
compostas por classificadores fortes, mas altamente correlacionados tendem a ter desempenho
inferior, enquanto uma reducdo controlada da correlagdo melhora substancialmente a capacidade

preditiva.

A formulagao teodrica de Breiman estende-se igualmente ao dominio da regressao, onde se
demonstra que o comportamento assintdtico do erro médio quadratico segue principios analogos
aos da classificagao. De acordo com o Teorema 10, o erro médio quadratico de generalizacao

converge, quase certamente, para:
Exy(Y — Eoh(X,0))? (10)

Complementarmente, o Teorema 11 estabelece um limite superior para o erro de generalizagao
da floresta, relacionando-o com a correlacdo entre os residuos e o erro médio das arvores

individuais. Sob a premissa de que EY = Exh(X,®) para todo o 0, verifica-se que:
PE*(forest) < p PE*(tree) (11)

Este resultado confirma que a diminuicdo da correlacdo interarvores constitui 0 mecanismo

central de melhoria da precisdo preditiva.

Em sintese, o0 Random Forest assenta num enquadramento tedrico sélido que explica a sua
estabilidade e desempenho. Os teoremas apresentados demonstram matematicamente que o
algoritmo converge para um erro limite, tanto em classificagdo como regressao, consolidando-se

como uma abordagem eficaz e versatil da aprendizagem supervisionada (Breiman, 2001).
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2.2.5 Fundamentos teoricos — XGBoost

O XGBoost ¢ uma evolugdo do método de GBM, caracterizando-se por ser um sistema escalavel e
otimizado de boosting baseado em arvores de decisdo. O principio fundamental assenta na
combinagdo aditiva de multiplas arvores de regressao f; (x), cuja soma define o valor predito para
cada instancia (Chen & Guestrin, 2016):

x (12)
5i= ) fx) fi€F
k=1

O processo de aprendizagem ¢ orientado pela minimizacdo de uma funcdo objetivo

regularizada, que integra a fung@o de perda e um termo de penalizagdo da complexidade do modelo:

L) = Y 10D + ) 0k (13)
i k

em que

1 14
Q) =yT +5 41w I? (19)
A regularizacao suavizar os pesos e controla a complexidade, reduzindo o risco de overfitting.

A otimizagao ¢ realizada de forma aditiva, adicionando uma nova arvore a cada iteragao t para
minimizar a funcao de perda. Para acelerar o processo, 0 XGBoost recorre a uma aproximagao de
Taylor de segunda ordem da funcdo de perda, baseada nas derivadas de primeira (g;) e segunda
ordem (h;) relativamente a previsao anterior:

i} 1 (15)
LO ~ Z[gift(xi) + Ehiftz (x)] + Q(f)
i

Esta abordagem de segunda ordem permite uma convergéncia mais rapida e melhor
generalizagdo do que o boosting tradicional baseado apenas em gradientes de primeira ordem
(Chen & Guestrin, 2016). Para uma estrutura de arvore fixa q(x), o peso 6timo de cada folha ¢é

obtido por:

. Ziezj 9i (16)
YT T S bt A
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O valor 6timo da fung¢do objetivo correspondente € por:

r 17
o B 1 (Zielj 9i)* T (17
D==3) FSarhi+a Y

j=1
Esta formulacdo constitui a base para a avaliagdo de divisdes (splits), uma vez que a reducao

de perda pode ser obtida diretamente pela diferenca entre os valores de L* antes e ap6s a divisao.

Em sintese, 0 XGBoost conjuga uma base teodrica, assente na minimizagao regularizada de uma
funcdo de perda via gradiente de segunda ordem, com uma implementacdo computacional

altamente eficiente, o que explica a sua ampla adogdo em problemas de previsdo e classificagao.

2.2.6 Fundamentos teoricos — CNN-LSTM

O modelo CNN-LSTM constitui uma arquitetura hibrida que combina as capacidades das Redes
Neuronais Convolucionais (CNN) e das Redes Neuronais Recorrentes do tipo Long Short-Term
Memory (LSTM), explorando a complementaridade entre a extracdo de padrdes espaciais € a
modelagdo de dependéncias temporais de longo prazo. Esta abordagem tem sido amplamente
utilizada em contextos de previsdo de séries temporais e¢ analise sequencial de dados, onde

coexistem relagdes locais complexas e dindmicas temporais prolongadas (Liu & Vakharia, 2024).

A CNN ¢ responsavel pela extragdao de caracteristicas espago-temporais a partir dos dados de
entrada, através de camadas convolucionais e de pooling, que aplicam filtros (kernels) aprendiveis

sobre segmentos locais da sequéncia. A operacao convolucional é expressa por:
y=f(W=x*x+b) (18)

Esta formulagdo descreve o processo pelo qual a rede aprende representagdes locais e globais
relevantes, reduzindo a dimensionalidade dos dados e realgando as estruturas subjacentes (Liu &
Vakharia, 2024). Assim, as sequéncias de caracteristicas extraidas pela CNN sdo usadas como

entradas para o médulo LSTM, permitindo captar padrdes temporais complexos.

A LSTM, por sua vez, ¢ projetada para gerir dependéncias de longo prazo e mitigar os

problemas de gradiente evanescente caracteristicos das redes recorrentes classicas. Esta arquitetura
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recorre a um conjunto de mecanismos de controlo denominados gates — forget gate (f;), input gate

(i) e output gate (0;) — que regulam o fluxo de informagao entre os estados internos.

Em termos operacionais, a CNN atua como um mecanismo de perce¢do, extraindo padrdes
locais e hierarquicos, enquanto a LSTM integra essas caracteristicas, aprendendo a sua evolucao
sequencial. O processo pode ser conceptualizado como a constru¢do de uma “memoria
hierarquica”: a CNN fornece os blocos fundamentais (caracteristicas locais) e a LSTM organiza-

0s numa sequéncia coerente, capaz de representar a dinamica global do fendmeno.

Esta integragdo sinérgica permite ao modelo captar relagdes espaciais e temporais complexas,
sendo especialmente adequado para previsao da procura, otimizagdo de inventarios ou modelacao
de séries temporais ndo estacionarias. De forma geral, o CNN-LSTM revela-se, assim, uma
arquitetura robusta e interpretavel, que alia a capacidade de generalizacdo das CNN ao poder
sequencial das LSTM, constituindo uma das solucdes mais eficazes no dominio da previsao

multivariada e temporal (Liu & Vakharia, 2024).

2.2.7 Avaliac¢ao do erro

A avaliagao do erro ¢ uma etapa essencial no processo de previsao, pois quantificar a discrepancia
entre os valores observados e estimados, permitindo aferir a precisao e fiabilidade dos resultados e

selecionar o modelo mais adequado aos dados (Burinskiene, 2022; Kazancoglu et al., 2022).

Em termos gerais, o erro de previsdo corresponde a diferenca entre o valor real e o valor

previsto:

& =Y — It (19)

A partir desta relagao elementar, diferentes métricas podem ser calculadas para avaliar o
desempenho global do modelo, consoante o enfoque pretendido. Entre as mais recorrentes

destacam-se o MAE, o RMSE e o MAPE.

O MAE mede o desvio médio absoluto entre os valores observados e os valores previstos,

refletindo a magnitude média do erro sem considerar o seu sinal.

Yi=alye — Vel (20)
S

MAE =
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E uma métrica simples e intuitiva, amplamente usada pela sua interpretabilidade direta e
estabilidade perante valores discrepantes. No entanto, ¢ dependente da escala dos dados, o que

limita a comparagdo entre séries com diferentes unidades de medida.

O RMSE corresponde a raiz quadrada do erro quadratico médio, sendo obtido pela média dos

quadrados das diferengas entre valores previstos e observados.

21)
RMSE =

Z§=1(Yt - yt)z
S

Esta métrica € sensivel a outliers e frequentemente utilizada como critério de comparagao e
selecdo de modelos, uma vez que valores mais baixos de RMSE indicam maior precisao preditiva.
A sua relagdo direta com o MSE faz com que seja frequentemente usado em conjunto com o MAE

para avaliar a consisténcia das previsoes.

O MAPE expressa o erro médio em termos percentuais, permitindo comparar previsoes entre

séries com diferentes unidades de medida.

Ve — It (22)

Ve

N
t=1

MAPE = x 100

Apresenta a vantagem de ser de fécil interpretacdo, ou seja, um MAPE de 10% indica que o
modelo se desvia, em média, 10% do valor real. Contudo, pode gerar distor¢des quando os valores

observados se aproximam de zero.

Em conjunto, o0 MAE fornece uma medida direta da magnitude média dos erros, o RMSE

enfatiza os desvios mais acentuados e 0 MAPE permite uma leitura percentual da precisao.

A escolha da métrica deve adequar-se ao objetivo do estudo. Assim, enquanto o MAE e o
RMSE sdo preferiveis para analise em unidades absolutas, 0 MAPE ¢ mais indicado quando se
pretende comunicar a precisdo em termos relativos. Diversos autores sugerem, por isso, a utiliza¢ao
combinada destas métricas para uma avaliagdo mais robusta do desempenho preditivo

(Burinskiene, 2022; Kazancoglu et al., 2022).
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3. Dados e Procedimentos Metodologicos

3.1 Enquadramento organizacional

A REDE CLARO ¢ uma organizagao portuguesa que atua como plataforma de integracao e suporte
estratégico para farmacias comunitarias. Fundada em 2011, tem como missdo valorizar do setor
farmacéutico independente, através da partilha de conhecimento, a centralizacdo de processos

operacionais € a otimizacao da relacdo com laboratdrios e fornecedores.

Para além do seu papel como intermediaria comercial, a REDE CLARO disponibiliza solucdes
tecnologicas, formativas e analiticas, fomentando uma abordagem integrada a gestdo farmacéutica.
Entre os servigos disponibilizados, destacam-se o apoio logistico e administrativo, o
desenvolvimento de campanhas promocionais conjuntas, agdes formativas continuas e a
manutenc¢ao de plataformas digitais, como a aplicagao Clapp, que refor¢a a comunicagao € 0 acesso

a informacao por parte dos profissionais do setor.

Apesar de dispor de modelos estatisticos simples de apoio a decisdes, como o planeamento
anual de encomendas, o uso sistematico de técnicas preditivas e de data science ainda ndo ¢ pratica
corrente. Tal lacuna justifica a realiza¢ao deste estudo, que procura demonstrar o valor da previsao

quantitativa como instrumento de apoio a decisao.

Para o efeito, foram utilizados dados reais de uma farmacia comunitaria pertencente a rede,
selecionada pela REDE CLARO pelo interesse do seu proprietario e pela adequacao técnica dos
seus registos. Trata-se de uma farmécia urbana de média dimensdo, com volume de vendas

representativo e historico consistente, o que permite a aplicagao de técnicas de previsao.

A escolha desta farmacia resulta da combinacao entre relevancia operacional, disponibilidade
de dados e viabilidade técnica. Apesar da andlise incidir sobre uma Unica farmécia, o objetivo €
demonstrar a aplicabilidade e escalabilidade das solugdes desenvolvidas a outras farmdacias da rede,
contribuindo para uma visdo mais estratégica e baseada em dados no setor farmacéutico

comunitario.

Neste contexto, a capacidade de prever quantitativamente a procura constitui um elemento
essencial para otimizar a gestdo de stocks, reduzir ruturas e apoiar decisdes mais informadas e

sustentadas em evidéncia.
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3.2 Objetivos do projeto

A previsdo de vendas representa, para a REDE CLARO, uma ferramenta de apoio a decisdo com
elevado potencial estratégico. Atualmente, o modelo estatistico existente ¢ utilizado unicamente e
exclusivamente para sugerir uma encomenda anual por parte da farmécia, a qual € posteriormente

desdobrada mensalmente com base na sazonalidade observada nas vendas historicas.

Contudo, reconhece-se que a adocao de abordagens preditivas mais avancadas, baseadas em
técnicas de data science, podera permitir uma atuagdo mais proativa e precisa, acrescentado valor

aos processos de gestdo da cadeia de abastecimento.

Neste contexto, o projeto visa demonstrar o contributo da anélise preditiva para o planeamento
e a operacdo farmacéutica, promovendo uma gestao eficiente dos stocks e uma adaptagdo das
encomendas as necessidades reais. Entre os principais beneficios esperados destacam-se a reducao
de ruturas, o apoio a decisdes baseadas em dados e a criagdo de uma base analitica escalavel

aplicavel a outras farmacias da rede.

Embora os modelos desenvolvidos incidam sobre uma tnica farmécia, a sua implementacao
poderé ser replicada noutras unidades, configurando-se como um protoétipo de solugdo preditiva
para toda a rede. Essa possibilidade representa um dos objetivos estratégicos do projeto, permitindo
a REDE CLARO avaliar o impacto e a viabilidade de integrar previsoes analiticas na sua oferta de

Servigos.

Importa detalhar o funcionamento atual do processo de planeamento de encomendas, que se
inicia com a analise do histdrico de vendas, a partir da qual é gerada uma recomendacao inicial de
quantidades. Segue-se a consideracdo de restricdes comerciais e a verificagdo de encomendas
existentes, assegurando a coeréncia com o stock e os compromissos ja assumidos. Posteriormente,
aplicam-se os critérios de elegibilidade definidos pela REDE CLARO, culminando na finalizagdo
da recomendagdo. Por fim, a proposta ¢ validada pela farmacia, que confirma ou ajusta as

quantidades sugeridas antes da sua execugao.
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A secdo seguinte aprofunda o funcionamento deste sistema no contexto operacional,
descrevendo os mecanismos de decis@o aplicados pela REDE CLARO e a forma como sustentam

a definicdo das encomendas mensais para cada farmécia parceira.

3.3 Contexto operacional

No contexto operacional e comercial, a REDE CLARO implementa um sistema de recomendagdo
de encomendas que apoia a decisdo das farmacias parceiras. Esta 16gica ndo constitui um modelo
preditivo em sentido estatistico, mas combina estimativas baseadas no histérico de vendas com um
mecanismo deterministico de selecao de produtos, sustentado por regras de negdcio codificadas

em SQL.

O processo ¢ executado mensalmente e identifica os produtos a incluir em cada encomenda,

considerando critérios como:

as restri¢des minimas de encomenda definida previamente por produto;

e averificagdo de encomendas pendentes, de forma a evitar duplicagdes;

e averificagdo de minimos agregados ao nivel da marca/segmento;

o aclegibilidade a campanhas comerciais ativas;

e aaplicacdao de parametros opcionais e condigdes comerciais definidos no plano comercial.

O sistema percorre todas as combinagdes produto-farmécia do periodo em analise, parte de
uma sugestdo inicial derivada do historico e aplica, de forma sequencial, estas regras. Apenas sao
recomendados os produtos que respeitam os filtros de elegibilidade definidos, apresentam
quantidade minima positiva, ndo foram completamente encomendados e integram o universo de

produtos definidos no plano comercial.

Embora integre uma logica de negocio complexa, o sistema possui uma capacidade preditiva
limitada, baseada em historicos simples e sem recurso a modelos estatisticos avangados ou
algoritmos de ML. Na pratica, atua como um filtro automatizado de recomendacao, assegurando a

coeréncia com as politicas comerciais € os objetivos estratégicos da rede. O processo encontra-se
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sintetizado no fluxograma da Figura 3.1, que ilustra as etapas desde a analise do histérico de vendas

até a valida¢ao final da recomendacdo pela farméacia.

Analise do Aplicacdo dos Validagdo da
histérico de Considera¢io de critérios de recomendacio
vendas restrigdes elegibilidade pela Farmacia

= = e @
b 8 §

W

Geragdo da Verificacdo de Finalizag@o da
recomendacio encomendas recomendacio
inicial existentes

Figura 3.1 - Fluxo do processo de recomendagdo de encomendas na REDE CLARO

Compreendido o funcionamento operacional do sistema atual, a se¢do seguinte aprofunda a
estrutura, origem e qualidade da base de dados utilizada, que servira de suporte a construcao e

avaliacao dos modelos preditivos desenvolvidos neste estudo.

3.4 Selecao dos produtos

No ambito deste projeto, foram selecionados cinco produtos farmacéuticos com o objetivo de
desenvolver e avaliar modelos de previsao de vendas no contexto da farmacia. A escolha baseou-
se nos dados reais de vendas disponibilizados pela REDE CLARO, correspondentes ao horizonte

temporal entre Janeiro de 2023 e Junho de 2025.

O critério de sele¢do assentou no volume total de vendas da farmacia, tendo sido identificados
os cinco produtos mais comercializados durante o periodo em analise. Para garantir a consisténcia
dos dados e a validade preditiva, foram excluidos os produtos associados a COVID-19,
nomeadamente vacinas e testes rapidos, por apresentarem padrdes de procura excecionalmente

atipicos e fortemente influenciados por eventos externos nao recorrentes.
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Quantidade vendida

Produto

Figura 3.2 - Volume total de vendas dos cinco produtos mais comercializados na farmacia

(2023-2025)

Os produtos foram escolhidos de modo a abranger diferentes padrdes de consumo (continuo,
sazonal, episodico ou misto), permitindo testar a adaptabilidade dos modelos preditivos a distintos
comportamentos de procura. Esta diversidade refor¢a a comparabilidade entre abordagens
preditivas e a utilizagdo pratica dos resultados. A Tabela 3.1 resume as principais caracteristicas

dos produtos selecionados:

Tabela 3.1 - Caracteristicas dos produtos selecionados para o estudo preditivo de vendas

Nome Dosagem Forma farmacéutica Padrdo de consumo
Ben-u-ron 1000 mg Comprimidos Frequente
Brufen 400 mg Comprimidos revestidos Moderadamente sazonal
Griponal 4 mg + 50 mg Comprimidos efervescentes Sazonal
Tromalyt 150 mg Cépsulas LM Continuo
Voltaren 25 mg Cépsulas moles Episodico

Esta selecdo constitui a base para o desenvolvimento e comparacdo dos modelos preditivos,
representando os principais desafios da previsdo de vendas em contexto real de uma farmacia

comunitaria.

23



3.5 Qualidade dos dados

A qualidade dos dados constitui uma etapa essencial na metodologia CRISP-DM, dado que a
fiabilidade dos modelos preditivos depende da integridade, consisténcia e completude dos dados
utilizados. Procedeu-se a avaliacdo inicial da qualidade dos dados extraidos da base da REDE

CLARO, considerando especificamente as vendas associadas a farmacia em estudo.

Devido ao volume elevado de registos, optou-se pela utilizacdo da framework PySpark para o
carregamento e tratamento inicial, por oferecer melhor desempenho face a bibliotecas como pandas

em contextos de big data.

Inicialmente, analisou-se o schema da tabela de vendas e aplicaram-se filtros para restringir a
amostra as vendas da farmacia escolhida, e aos cinco produtos em andlise, entre 1 de Janeiro de
2023 e 30 de Junho de 2025. Selecionaram-se apenas as colunas data, produto e quantidade,
agregando as vendas por produto e dia. O resultado foi uma base de dados composta por 912

registos, posteriormente migrada para o ambiente pandas para continuidade do trabalho.

Numa fase posterior, verificou-se a existéncia de valores nulos e duplicados, confirmando a
integridade estrutural da amostra, embora tenha sido necessario ajustar os tipos de dados das

colunas.

Em suma, os procedimentos efetuados asseguraram um dataset limpo, coerente e ajustado aos
objetivos do projeto, criando uma base solida para o desenvolvimento dos modelos preditivos e

assegurando a robustez das fases seguintes de preparagdao e modelagao.

3.6 Analise Exploratoria dos Dados

Esta seccdo apresenta a andlise dos padrdes temporais das séries de vendas dos produtos
selecionados, abordando sequencialmente a tendéncia, a sazonalidade e a detengdo de outliers. Esta
estrutura facilita a distin¢do entre padrdes estruturais e variagdes pontuais, assegurando uma base

consistente para as fases seguintes de preparacdo e modelagao.
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3.6.1 Tendéncia

Com o objetivo de identificar a direcao geral das vendas e o comportamento historico, procedeu-
se a analise da tendéncia para cada um dos cinco produtos selecionados. Para tal, foram utilizou-se
a série temporal corrigida, assegurando registos continuos, incluindo dias com vendas nulas (zero),

0 que permitiu uma leitura mais precisa dos padrdes temporais € comparavel entre produtos.
Para cada série temporal, foram criados graficos com trés elementos principais:

e a série temporal original com a quantidade diaria vendida;
e amédia movel semanal (7 dias) para suavizar flutuacdes didrias e evidenciar padrdes;

e e uma linha de regressdo linear, que indica a tendéncia ao longo do periodo analisado.

A escolha da média modvel semanal justifica-se pelo padrdo operacional da farmadcia,
permitindo captar ciclos regulares de procura. Esta abordagem evidencia se a procura € crescente,

decrescente ou estavel, fornecendo uma primeira base explicativa para a variagdo das vendas.

A Figura 3.3 ilustra o exemplo do Ben-u-ron, cuja tendéncia mantém-se praticamente estavel,
com ligeira inclinagdo negativa. A média moével revela oscilagdes frequentes e previsivelis,

confirmadas pela linha de regressao.

Tendéncia do Produto: Ben-u-ron

Original
Média Movel (7)
—— Regressdo Linear

Quantidade

2.5

0.0 1

T T T T T T T T T T T
2023-01 2023-04 2023-07 2023-10 2024-01 2024-04 2024-07 2024-10 2025-01 2025-04 2025-07
Data

Figura 3.3 - Tendéncia do produto Ben-u-ron (2023-2025) com média mével e regressao linear

Relativamente aos restantes produtos, a analise identificou padrdes distintos, apresentados em

detalhe no anexo A:

e Voltaren e Brufen apresentam tendéncia decrescente;
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e Griponal revelou picos sazonais acentuados nos meses frios;

e Tromalyt mostrou um declinio suave e regular

Em sintese, as tendéncias mostram comportamentos diferenciados entre os produtos, desde
estabilidade relativa (Ben-u-ron) até descida consistente (Voltaren e Brufen), influenciadas por
fatores sazonais no caso do Griponal. Estes resultados oferecem uma base preliminar para a etapa

de modelacao.

3.6.2 Sazonalidade

Apos a identificacao da tendéncia geral, procedeu-se a analise da sazonalidade das séries de vendas
dos cinco produtos. Para este efeito, aplicou-se uma decomposicao aditiva com frequéncia de 30
dias (ciclo mensal), permitindo separar a série original em trés componentes: tendéncia,

sazonalidade e residuos.

Embora a tendéncia ja tenha sido analisada, esta representacdo complementa e valida os
resultados anteriormente observados. Por sua vez, a componente residual evidencia variagdes nao

explicadas pelos padroes sistematicos da série, cuja andlise sera desenvolvida na sec¢do seguinte.

A componente sazonal assume particular relevancia por identificar ciclos recorrentes de
consumo, fundamentais para a constru¢do de modelos preditivos mais robustos. A Figura 3.4
exemplifica a decomposi¢ao da série do Voltaren, evidenciando uma sazonalidade bem definida,
com oscilacdes regulares que sugerem um padrao de consumo perioddico, possivelmente associado

a gestdo de sintomas cronicos ou a reposi¢ao sistematica por parte dos utentes.
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Figura 3.4 - Decomposic¢ao sazonal do produto Voltaren (2023-2025)

De forma geral, a andlise sazonal confirmou os padrdes identificados na caracterizagao inicial

dos produtos na sec¢ao 3.4.

Assim, o Griponal apresenta sazonalidade marcada em periodos especificos do ano, enquanto
o Ben-u-ron revela um consumo mais estavel e previsivel. O Brufen demonstra sazonalidade de
menor amplitude, e o Tromalyt confirma um padrao de utilizagdao continua com baixa variabilidade

sazonal. Os graficos completos encontram-se no anexo B.

3.6.3 Outliers

A identificagdo e o tratamento de outliers constituem uma etapa essencial na analise exploratdria
de séries temporais, dado o impacto na performance dos modelos preditivos. A analise de outliers
foi realizada apos a remocgao da tendéncia e da sazonalidade, de forma a evitar a confusao entre

padrdes ciclicos normais e valores efetivamente andmalos.

Foram considerados outliers os valores cujo Z-score superior a 2, correspondendo a
observagoes que se desviam mais de duas vezes o desvio padrao da média dos residuos. A Figura
3.5 exemplifica a detecdo de outliers na série do Griponal, onde se observa pontos anomalos face

ao padrdo regular da procura. Os graficos completos encontram-se no anexo C.
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Figura 3.5 - Qutliers na série temporal do produto Griponal (2023-2025)

A metodologia permitiu identificar varios pontos andmalos, os quais podem refletir fenomenos
reais, como surtos sazonais ou ruturas de stock, ou erros de registo. Para garantir maior robustez

dos modelos, os valores outliers foram corrigidos através de interpolagdo linear, substituindo cada

valor anomalo pela média dos pontos imediatamente anterior e posterior.

A Figura 3.6 demonstra o processo de correcao aplicado a série do Griponal, contrastando os

valores originais e corrigidos. A informacdo consolidada sobre o numero de outliers e a técnica

adotada em cada produto encontra-se disponivel no anexo D.

Tratamento de Outliers - Griponal

—— Corrigida
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Figura 3.6 - Tratamento de outliers do produto Griponal (2023—-2025) por interpolagao linear
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Desta forma, as séries temporais utilizadas na modelacdo encontram-se livres de distor¢des

pontuais, preservando os padrdes reais de comportamento.
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3.7 Variaveis exogenas

A criagdo de variaveis adicionais constitui uma etapa essencial na preparag¢ao de dados, sobretudo

quando se pretende comparar modelos de machine learning com modelos de séries temporais.

Os algoritmos de séries temporais (ETS e Prophet) foram ajustados apenas com base nos
registos historicos de vendas, sendo que, no caso do Prophet, a incorporagdo de feriados ¢
assegurada pelo proprio algoritmo. Enquanto os modelos de ML e DL (Random Forest, XGBoost
e CNN-LSTM) beneficiaram da introducdo de varidveis exdgenas, criadas com o intuito de
enriquecer a capacidade preditiva e refletir padrdoes operacionais e sazonais do contexto

farmacéutico.

Por um lado, sabe-se que, em regra, as farmacias comunitarias nao registam vendas em feriados
ou fins de semana. Por outro lado, determinadas estacdes do ano estdo associadas a maior
incidéncia de sintomas ou doengas que influenciam diretamente o consumo de medicamentos

especificos. Assim, foram construidas as seguintes variaveis:

o Estagdes do ano: variaveis binarias que indicam se a observagdo pertence a determinada

estagdo (por exemplo, season_inverno = 1),
e Fim de semana: variavel bindria que identifica sdbados e domingos (FimSemana = 1);
o Feriados: variavel binaria que assinala a ocorréncia de feriados nacionais (feriado = 1);

o Lags: varidveis que incorporam o historico recente das vendas, nomeadamente lag7 e lag30,

permitindo aos modelos captar padrdes de curto e médio prazo.

Todas as varidveis foram implementadas no notebook desenvolvido em Microsoft Fabric,
integradas no dataframe final de machine learning (df ml) para treino dos algoritmos

supervisionados.

3.8 Limpeza e Tratamento dos dados

A preparagdo dos dados teve como objetivo principal a construg¢do de séries temporais continuas,

uniformes e livres de distor¢des que pudessem comprometer a modelagao.

Para esse efeito, assegurou-se que todos os produtos apresentassem exatamente 912

observagoes correspondentes ao periodo de Janeiro de 2023 e Junho de 2025. Nos dias sem vendas,
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foram introduzidos registos com valor zero, garantindo a consisténcia temporal e permitindo aos

algoritmos captarem corretamente a auséncia de procura.

Os valores atipicos detetados na componente residual foram corrigidos por interpolagao linear,
na sec¢do 3.6, técnica que substitui valores extremos pela média dos pontos adjacentes, preservando

os padrdes de tendéncia e sazonalidade sem introduzir distor¢des artificiais.

ApOs estas operagoes, confirmou-se a inexisténcia de duplicacdes e incoeréncias nos registos,

assegurando que a base de dados final apresenta integridade estrutural e fiabilidade analitica.

3.9 Reestruturacao Temporal

A base de dados foi estruturada em frequéncia diaria, preservando a granularidade original e

permitindo capturar oscilagdes de curto prazo e padroes de sazonalidade semanais ou mensais.

Importa destacar que nao foram incorporadas varidveis externas adicionais para além das
derivadas na se¢do 3.7, assegurando a consisténcia experimental e evitando fatores nao disponiveis

de forma regular no contexto operacional da farmacia.

No que respeita a divisao temporal dos dados, foram seguidas estratégias diferenciadas

consoante a natureza dos algoritmos.

Para os modelos de séries temporais, (ETS e Prophet), adotou-se a separagao classica em treino
e teste, aplicando o horizonte de previsao diretamente sobre observagdes nao usadas na estimacao.
Dada a capacidade destes modelos de estimar automaticamente a tendéncia, sazonalidade e ruido,

nao se introduziu um periodo de validagdo intermédio.

Nos modelos de ML e DL definiram-se trés subconjuntos: treino, validagao e teste. O treino
iniciou-se em Fevereiro de 2023, dado que a construcdo das varidveis lag7 e lag30 exige a
existéncia de observacdes anteriores. O més de Junho de 2025 foi usado como conjunto de
valida¢do, permitindo a afina¢do de hiperparametros e a mitigagdo do risco de overfitting.
Enquanto, o més de Julho de 2025 foi considerado como conjunto de teste, avaliando o desempenho

dos modelos em condi¢des de previsdo realista.
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Apbs a estimacao de cada modelo, os resultados obtidos foram avaliados individualmente com
base em métricas estatisticas e comparados com os valores reais de Julho de 2025, numa validac¢ao

out-of-sample que reforca a fiabilidade preditiva.

Em sintese, o processo de reestruturacdo temporal resultou em séries diarias completas,
consistentes e devidamente segmentadas para treino, validagdo e teste, assegurando condig¢des
adequadas para a aplicacdo das diferentes técnicas de previsdo. Esta base constitui o ponto de
partida para a fase seguinte do projeto, dedicada ao desenvolvimento de abordagens estatisticas e

algoritmos de ML.

3.10 Metodologia de Modelacao
A selecdo dos modelos de previsao foi orientada por trés critérios principais:

1.  evidéncias da literatura;
il.  caracteristicas intrinsecas do conjunto de dados em estudo;

iii.  objetivos estratégicos definidos pela REDE CLARO.

Do ponto de vista académico, a revisao da literatura (Capitulo 2) evidencia que os modelos
classicos, como os métodos de suavizacdo exponencial ou ARIMA, permanecem uteis em
contextos estaveis e de baixo custo computacional, mas apresentam limitacdes em ambientes

marcados por elevada variabilidade, sazonalidade ndo linear e ocorréncia frequente de outliers.

Por sua vez, algoritmos de machine learning e deep learning demonstraram superioridade na
captura de padrdes complexos e na integragdo de varidveis exdgenas, embora a um custo acrescido

em termos de recursos computacionais e interpretabilidade.

Relativamente ao conjunto de dados, identificaram-se fortes componentes sazonais, presenca
de outliers e diferengas significativas de variabilidade entre os cinco produtos mais vendidos. Estas
caracteristicas reforcam a necessidade de recorrer a modelos adaptativos e flexiveis, capazes de
lidar com padrdes irregulares sem dependéncia de pressupostos estatisticos rigidos, como
estacionariedade ou normalidade. A proxima sec¢ao apresenta em detalhe os modelos selecionados

e a respetiva implementacao.
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4. Modelos e Resultados

4.1 Selecao dos algoritmos

Em alinhamento com o objetivo do projeto, foram selecionados modelos de diferentes niveis de

complexidade, de modo a evidenciar o valor acrescido da aplicagdo de técnicas mais sofisticadas:
e ETS - modelo estatistico classico, simples e interpretavel

e Prophet - abordagem intermédia, desenhada para contextos de negdcio, capaz de incorporar

sazonalidades multiplas.

e Random Forest e XGBoost - algoritmos de machine learning baseados em darvores,

adequados para capturar relacdes nao lineares e integrar variaveis exogenas.

e (CNN-LSTM - algoritmos de deep learning, representando uma abordagem mais complexa

e avancgada, com potencial para captar padroes locais e dependéncias de longo prazo.

4.2 Modelos de Séries Temporais

Tal como referido no Capitulo 3, as séries temporais foram previamente tratadas para garantir
consisténcia estrutural, através da insercao de valores zero nos dias sem vendas, da interpolacao
linear dos outliers e da uniformizacdo da granularidade. Estas operacdes asseguraram dados

consistentes e aptos a captar corretamente as dindmicas de tendéncia e sazonalidade.

Para ambas os modelos estatisticos (ETS e Prophet) definiu-se uma divisdo dos dados em dois
subconjuntos: treino, abrangendo o periodo de Janeiro de 2023 a Junho de 2025, e teste,

correspondente ao més de Julho de 2025.

Importa salientar que o0 MAPE tende apresentar valores mais elevados em previsdes diarias,
dado que pequenas variagoes absolutas em dias de baixa procura geram desvios percentuais
acentuados. Em contrapartida, quando a andlise ¢ agregada a uma granularidade mensal, estes
desvios compensam-se, resultando em métricas mais estaveis e representativas do desempenho real

do modelo.
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4.2.1 ETS

O modelo Exponential Smoothing (ETS) ¢ uma técnica cléssica de previsdo de séries temporais
amplamente utilizada no contexto empresarial pela sua simplicidade e capacidade de captar padrdes
regulares. Este modelo decompde a série temporal em trés componentes (nivel, tendéncia e

sazonalidade), que, no presente estudo, foram considerados em versdo aditiva.

O ETS foi aplicado aos cinco produtos mais vendidos, considerando dois ciclos sazonais: 7
dias (semanal) e 30 dias (mensal). A escolha baseou-se na analise da secdo 3.6, que evidenciou
padrdes semanais, associados a oscilagdes de procura de curto prazo, e padroes mensais, alinhados

com a gestdo de encomendas da REDE CLARO.

O critério de selecao da periodicidade foi baseado no menor RMSE obtido em cada série
historica. A Tabela 4.1 apresenta a comparagao entre as duas periodicidades, bem com a escolha

final da por produto.

Tabela 4.1 - RMSE do ETS com sazonalidade semanal vs mensal (por produto)

Produto RMSE semanal RMSE mensal Escolha

Ben-u-ron 2,33 2,35 Semanal
Brufen 1,21 1,19 Mensal
Griponal 0,96 0,95 Mensal
Tromalyt 1,43 1,43 Mensal
Voltaren 0,99 0,97 Mensal

Posteriormente, o desempenho do ETS foi avaliado com base nas métricas MAE, RMSE e

MAPE, resumidas na Tabela 4.2.

Tabela 4.2 - Desempenho do ETS em termos de MAE, RMSE e MAPE

Produto MAE RMSE MAPE
Ben-u-ron 1,655 2,290 50,329
Brufen 0,963 1,313 40,600
Griponal 0,546 0,739 76,190
Tromalyt 1,081 1,253 42,080
Voltaren 1,052 1,301 48,099
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A Figura 4.1 ilustra a previsdo do produto Griponal, onde ETS apresentou o melhor
desempenho global (MAE=0,546; RMSE=0,739. As previsdes completas dos restantes produtos

encontram-se no anexo E.
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Figura 4.1 - Previsdo do ETS para o produto Griponal

De forma global, o ETS revelou-se um modelo estatistico robusto e de facil interpretagao,
contudo, apresenta limitagcdes em séries com elevada variabilidade e picos abruptos, como o
Griponal (MAPE = 76%). Nestes casos, o modelo tende a suavizar excessivamente as flutuacdes,
o que justifica a exploracdo de abordagens mais flexiveis, como o Prophet, capazes de lidar com

multiplas sazonalidades e irregularidades mais marcadas.

4.2.2 Prophet

O Prophet ¢ um modelo de séries temporais concebido para contextos de negdcio, cuja principal
vantagem reside na capacidade de modelar tendéncias ndo lineares com multiplos componentes

sazonais e de incorporar facilmente varidveis exodgenas, como feriados ou eventos especificos.

No presente estudo, o Prophet foi parametrizado com crescimento linear, sazonalidade aditiva
semanal e mensal, e a inclusdo dos feriados nacionais portugueses como variaveis adicionais
(Anexo G). Esta configuragdo permitiu avaliar de que forma a combinagdo de diferentes
periodicidades e eventos exdgenos poderia melhorar a capacidade preditiva das séries analisadas.

A Tabela 4.3 apresenta os resultados do Prophet para os cinco produtos em estudo.
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Tabela 4.3 - Desempenho do Prophet em termos de MAE, RMSE e MAPE

Produto MAE RMSE MAPE
Ben-u-ron 1,585 2,216 49,728
Brufen 1,005 1,267 42,782
Griponal 0,617 0,750 54,446
Tromalyt 1,119 1,273 60,786
Voltaren 1,054 1,300 46,621

Os resultados evidenciam um desempenho heterogéneo entre os produtos. Em termos de MAE

e RMSE, o Prophet mostrou-se competitivo, face ao ETS. No entanto, 0o MAPE revelou diferencas

significativas:

e Brufen (= 43%) e Voltaren (= 47%) apresentaram previsoes fiéis, com desvios percentuais
moderados;

e Ben-u-ron (= 50%) registou um erro intermédio, evidenciando boa adequagdo global, mas
ainda com limitagdes na captura de flutuacdes pontuais;

e QGriponal (= 54%) e Tromalyt (= 61%) demonstraram maior dificuldade de previsdo,

refletindo a variabilidade irregular observada na analise exploratoria.

Estes resultados confirmam que o Prophet ¢ mais robusto em séries estaveis, mas menos eficaz

em séries irregulares, onde os picos de procura ndo sao explicados por sazonalidade simples.

A Figura 4.2 ilustra a previsao do Prophet para o produto Brufen, que registou um dos

desempenhos mais consistentes. As restantes previsoes encontram-se disponiveis no anexo F.
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Figura 4.2 - Previsao do Prophet para o produto Brufen

De forma global, o Prophet demonstrou flexibilidade e robutez, particularmente em séries com
padrdes regulares. No entanto, revelou limitagcdes em séries com elevada irregularidade, onde os

picos de procura nao sao facilmente explicados por sazonalidade ou feriados.

4.3 Modelos de Machine Learning e Deep Learning

Ao contrario dos modelos de séries temporais classicos (ETS e Prophet), os algoritmos de ML
foram aplicados sobre um conjunto de dados enriquecido com variaveis adicionais, detalhadas na
secdo 3.7. Estas incluem indicadores temporais (como fim de semana e estacao do ano) e variaveis
de defasagem (lag features) com janelas de 7 e 30 dias, permitindo captar padroes complexos de

procura que nao seriam detetaveis apenas a partir da série historica.

A amostra foi dividida em trés subconjuntos: treino (Fevereiro de 2023 a Maio de 2025),
validacao (Junho de 2025) e teste (Julho de 2025), conforme detalhado na se¢ao 3.9. Esta estrutura
permitiu um ajuste rigoroso dos hiperparametros na fase de validacdo antes da avaliagdo final em

dados de teste.

No conjunto de teste, as varidveis de defasagem foram geradas com base nas proprias previsdes
dos modelos, o que pode originar propagacdo e acumulacdo de erro ao longo do horizonte de
previsdo. Embora constitua uma limitagado, esta abordagem reflete as condigdes reais de utilizagao,

em que previsoes anteriores servem de input para estimar periodos subsequentes.
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Os modelos analisados incluem dois algoritmos baseados em arvores de decisdo (Random

Forest ¢ XGBoost) ¢ um algoritmo de deep learning (CNN-LSTM), descritos nas subsecdes

seguintes.

4.3.1 Random Forest

O Random Forest ¢ um algoritmo de ensemble learning baseado em multiplas arvores de decisao,

que combina previsdes de diferentes modelos para reduzir variancia e aumentar a robustez. A sua

aplicacdo em previsao de séries temporais enriquecidas com varidveis exdogenas tem-se mostrado

eficaz, sobretudo em contextos com relagdes ndo lineares entre varidveis e presenga de ruido nos

dados.

No presente estudo, o Random Forest foi desenvolvido com os seguintes parametros:

e n_estimators =200
e max depth=10
e random_state =42

e n jobs=-1

Tabela 4.4 - Desempenho do Random Forest em termos de MAE, RMSE ¢ MAPE

Produto MAE RMSE MAPE
Ben-u-ron 1,841 2,323 72,520
Brufen 1,079 1,292 54,262
Griponal 0,687 0,835 63,480
Tromalyt 1,141 1,370 48,752
Voltaren 1,037 1,235 43,872

Os resultados revelam um desempenho heterogéneo entre os diferentes medicamentos. Em

termos de erro percentual absoluto (MAPE), destacaram-se:

e Voltaren (= 44%) e Tromalyt (= 49%), que registaram os melhores desempenhos,

evidenciando previsdes relativamente consistentes;
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e Brufen (= 54%) e Griponal (= 63%), que apresentaram niveis intermédios de erro, refletindo

maior variabilidade da procura;

e Ben-u-ron (= 73%), que registou o pior desempenho, confirmando as dificuldades ja
identificadas na analise exploratdria (Cap. 4.3), associadas a oscilagdes mais acentuadas e

menos previsiveis.

A Figura 4.3 apresenta a previsao para o produto Voltaren, que registou o menor erro percentual

entre os cinco avaliados. As restantes previsdes encontram-se no anexo H.
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Figura 4.3 - Previsao do Random Forest para o produto Voltaren

De forma geral, o Random Forest demonstrou boa capacidade para modelar padrdes complexos
e nao lineares, captando parte da sazonalidade implicita nas variaveis exdgenas. No entanto, a sua
performance foi condicionada em produtos com maior irregularidade, como o Ben-u-ron, onde a

acumulagdo de erro em /ags sucessivos reduziu a precisdo das previsoes.

4.3.2 XGBoost

O XGBoost ¢ um algoritmo baseado em arvores de decisdo que utiliza a técnica de boosting para
melhorar o desempenho preditivo. O seu principio assenta no treino sequencial de multiplas arvores
de decisdo, em que cada nova arvore procura corrigir os erros cometidos pelas anteriores. Esta
abordagem permite reduzir enviesamento e varidncia, originando modelos mais robustos e

precisos, particularmente eficazes em contextos com padrdes complexos e dados ruidosos.
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No presente estudo, 0 XGBoost foi parametrizado com os seguintes valores:

e 1n_estimators = 300

e learning rate = 0,05

e max depth=06

e subsample = 0,8

e colsample bytree = 0,8
e random_state =42

e n jobs=-1

Tabela 4.5 - Desempenho do XGBoost em termos de MAE, RMSE ¢ MAPE

Produto MAE RMSE MAPE
Ben-u-ron 1,795 2,309 69,759
Brufen 1,154 1,416 58,143
Griponal 0,666 0,815 65,025
Tromalyt 1,173 1,418 52,867
Voltaren 1,054 1,251 44,342

Os resultados demonstram que o XGBoost apresentou um desempenho competitivo, ainda que

também com diferencas assinalaveis entre os produtos. Em termos de erro percentual (MAPE):

e Voltaren (= 44%) e Tromalyt (= 53%) registaram os melhores resultados, mostrando

previsdes consistentes;

e Brufen (= 58%) e Griponal (= 65%) situaram-se num patamar intermédio, refletindo maior

dificuldade em capturar a variabilidade diaria;

e Ben-u-ron (= 70%) manteve-se como o mais desafiante, com previsdes menos precisas, em

linha com o verificado noutros modelos.

A Figura 4.4 apresenta a previsdo do XGBoost para o produto Voltaren, que obteve o melhor

desempenho entre os cinco medicamentos. As restantes previsdes encontram-se no anexo I.
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XGBoost - Voltaren
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Figura 4.4 - Previsao do XGBoost para o produto Voltaren

De forma geral, o XGBoost demonstrou maior capacidade de ajuste em comparagdao com o
Random Forest, beneficiando da natureza iterativa do boosting. Ainda assim, verificou-se a mesma
limitagdo estrutural associada a utilizacdo de lags sucessivos no conjunto de teste, que pode

conduzir a propagacao de erros.

4.3.3 CNN-LSTM

O CNN-LSTM combina duas arquiteturas de deep learning amplamente utilizadas: redes
convolucionais (CNN) e redes de memoria de longo prazo (LSTM). As CNNs sdo eficazes na
extracao automatica de padroes locais em sequéncias temporais, enquanto as LSTM sdo adequadas
para captar dependéncias de longo prazo em séries com forte componente temporal. A combinagao
das duas abordagens permite conjugar a identificacdo de padrdes locais com a memoria contextual

de maior alcance, sendo particularmente relevante em séries temporais com elevada variabilidade.

No presente estudo, foi definida uma arquitetura CNN-LSTM com uma janela temporal de 30
dias como input. A rede foi estruturada com uma camada convolucional de 64 filtros (ConviD,
kernel _size =3, activation = ReLU), seguida de uma camada de max pooling (pool_size = 2) para
redu¢do dimensional. Seguiu-se uma camada LSTM com 64 unidades, configurada para nao
devolver sequéncias, e uma camada de Dropout (0,2) para mitiga¢do de overfitting. A saida foi
gerada através de uma camada densa com um nico neurdnio. O modelo foi treinado com 50 épocas
(epochs = 50), tamanho de batch = 16, otimizador Adam e fun¢do de perda MSE (mean squared

error).
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Tabela 4.6 - Desempenho do CNN-LSTM em termos de MAE, RMSE ¢ MAPE

Produto MAE RMSE MAPE
Ben-u-ron 1,972 2,514 72,097
Brufen 1,086 1,465 58,249
Griponal 0,615 0,862 87,487
Tromalyt 1,273 1,512 72,230
Voltaren 1,206 1,532 65,425

Os resultados do CNN-LSTM evidenciam uma maior instabilidade em comparacdo com os

algoritmos baseados em darvores. Apesar de o modelo captar relagdes temporais complexas,

verificaram-se erros percentuais elevados em quase todos os produtos:

e QGriponal (= 87%), Tromalyt (= 72%) e Voltaren (= 65%) registaram desempenhos

insatisfatorios, revelando limitagdes na captura de padrdes irregulares;

e Ben-u-ron (= 72%) apresentou igualmente dificuldades, confirmando a sua maior

variabilidade;

e Brufen (= 58%) destacou-se como o melhor resultado dentro do conjunto, embora ainda

com valores de erro superiores aos obtidos por outros modelos.

A Figura 4.5 ilustra a previsdao para o produto Brufen, que apresentou o desempenho mais

consistente dentro do CNN-LSTM. As restantes previsoes encontram-se no anexo J.
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De forma geral, o CNN-LSTM demonstrou potencial tedrico elevado, mas com resultados
praticos limitados no presente contexto. A sua menor eficicia pode estar relacionada com a curta
dimensao do histdrico de treino e com a elevada variabilidade diaria, que dificulta a aprendizagem
de padrdes consistentes. Apesar das limitagdes, este modelo acrescenta valor ao estudo ao

evidenciar as restricdes de arquiteturas mais complexas em cenarios de dados reais e restritos.

4.4 Resultados e Discussao Preliminar

A analise individual dos modelos permitiu identificar padrdoes comuns, pontos fortes e limitagdes

antes da comparagao sistematica que sera apresentada no Capitulo 5.

Nos modelos estatisticos, o ETS destacou-se pela simplicidade e facil interpretacao, captando
a tendéncia geral das séries, mas suavizando picos de procura e perdendo precisdo em momentos
criticos. O Prophet revelou maior flexibilidade na incorporagdo de sazonalidades, apresentando
melhor desempenho em séries estaveis. Contudo, ambos registaram valores de MAPE elevados,

consequéncia da granularidade didria, que amplifica erros percentuais em dias de baixa procura.

Nos modelos de ML, o Random Forest captou bem relagdes nao lineares, embora tenha sido
penalizado pela acumulagao de erros nas varidveis de defasagem. O XGBoost, beneficiando do
boosting, apresentou resultados mais consistentes, confirmando maior capacidade de ajuste.

Ambos dependeram fortemente das varidveis temporais e de /lag features na explicagao da procura.

O CNN-LSTM, apesar de mais complexo, teve desempenho inferior e instdvel. A curta
extensdo das séries e a elevada variabilidade didria limitaram a aprendizagem de padrdes

consistentes. Acresce a reduzida interpretabilidade, que compromete a sua aplicabilidade pratica.

De forma transversal, observou-se desempenho heterogéneo entre produtos: Griponal e Ben-
u-ron mostraram maior dificuldade de previsdo devido a irregularidade da procura, enquanto

Brufen, Voltaren e Tromalyt apresentaram resultados mais consistentes.

Em sintese, os resultados indicam que maior complexidade do modelo ndo implica melhor
desempenho. A adequagdo depende da estabilidade e previsibilidade da série em analise. No

capitulo seguinte procede-se a comparacao e discussdo integradas dos resultados obtidos.
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5. Comparacao e Discussao de Resultados

5.1 Avaliacao e comparac¢ao de modelos

A fase de avaliagdo teve como objetivo comparar o desempenho dos cinco modelos desenvolvidos,
de modo a identificar aquele que melhor se adequa as caracteristicas das séries de vendas

analisadas.

A comparacao baseou-se em trés métricas de erro (MAE, RMSE e MAPE), assegurando a
consisténcia entre medidas absolutas e relativas. Para a selecao do modelo mais eficaz considerou-
se principalmente o MAPE, pela sua capacidade de comparacdo entre produtos com diferentes
escalas de vendas, complementada pela andlise do MAE e do RMSE sempre que se registaram
diferencgas marginais. A Tabela 5.1 sintetiza os algoritmos que obtiveram o melhor desempenho em

cada produto.

Tabela 5.1 - Algoritmos com melhor desempenho por produto e métrica

Produto Melhor MAE ~ Melhor RMSE ~ Melhor MAPE
Ben-u-ron Prophet Prophet Prophet
Brufen ETS Prophet ETS
Griponal CNN-LSTM ETS Prophet
Tromalyt ETS ETS ETS
Voltaren Random Forest Random Forest = Random Forest

A andlise confirma que nao existe um modelo universalmente superior. O Prophet destacou-se
em produtos de maior sazonalidade, como o Ben-u-ron e o Griponal. O ETS revelou maior robustez
em séries mais estaveis, como o Brufen e o Tromalyt. Enquanto o Random Forest apresentou
melhor desempenho no Voltaren, evidenciando o potencial dos algoritmos de ML quando ¢ possivel

explorar varidveis adicionais.

Apesar de ndo terem obtido o melhor desempenho global, o XGBoost e a CNN-LSTM
apresentaram resultados competitivos, sendo provavel que a maior complexidade da CNN-LSTM

tenha conduzindo a fenémenos de overfitting em séries mais regulares.

Os resultados detalhados dos valores absolutos de MAE, RMSE e MAPE por produto e

algoritmo encontram-se no anexo K.
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5.2 Comparac¢ao com valores reais agregados

Complementarmente a analise didria, procedeu-se a comparagdo entre as vendas reais de Julho de

2025 e as previsdes mensais agregadas de cada modelo.

Esta avaliacao permite verificar que os erros didrios, frequentemente amplificados no MAPE
devido a variacdes em dias de baixa procura, se atenuam quando considerados em termos mensais.

A Tabela 5.2 apresenta as vendas reais e as previsoes agregadas por produto e algoritmo.

Tabela 5.2 - Vendas reais vs. previsoes mensais (Julho de 2025)

Vendas Random CNN-

Produto Reais ETS  Prophet Forest XGBoost LSTM
Ben-u-ron 107 115 115 126 122 113
Brufen 33 36 30 40 38 45
Griponal 14 14 7 20 19 13
Tromalyt 47 40 35 41 42 30
Voltaren 35 29 28 35 36 49

Os resultados demonstram que, apesar dos desvios percentuais diarios, as diferengas mensais

entre previsoes e valores reais ¢ bastante mais reduzida.

O Ben-u-ron apresentou previsdes muito proximas do valor real nos modelos ETS, Prophet e
CNN-LSTM. No Griponal, apenas o ETS coincidiu com o valor real, enquanto o Prophet
subestimou a procura e os modelos de ML tendencialmente sobrestimaram a procura. O Random

Forest destacou-se no Voltaren, ao passo que o CNN-LSTM registou sobrestimagao.

Para o Brufen e o Tromalyt, observaram-se discrepancias mais significativas: o Prophet

aproximou-se mais do valor real do Brufen, e todos os modelos subestimaram o Tromalyt,
sobretudo o CNN-LSTM.

Em sintese, a analise mensal atenua a percecdo do erro inflacionada pelo MAPE diario,
proporcionado uma leitura mais realista do desempenho dos modelos e maior utilidade pratica para

a gestdo de stock e planeamento de encomendas.
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5.3 Analise do impacto econémico

Para além da avaliagdo estatistica, ¢ essencial quantificar o impacto econdomico dos erros de
previsao, convertendo o erro médio absoluto (MAE) em valor monetario. Os precos de venda ao
publico (PVP) utilizados correspondem aos praticados no més de Julho de 2025, garantindo

consisténcia com o periodo de teste.

A Tabela 5.3 apresenta o impacto médio didrio, que corresponde ao produto entre 0 MAE

(embalagens/dia) e o PVP do medicamento.

Tabela 5.3 - Traducdo do erro médio (MAE) em impacto econdmico diario

Produto Melhor algoritmo MAE PVP (€) Impacto médio diario (€)

Ben-u-ron Prophet 1,5853 3,09 4,90
Brufen ETS 0,9627 7,9 7,61
Griponal Prophet 0,6172 10,95 6,76
Tromalyt ETS 1,0808 2,86 3,09
Voltaren Random Forest 1,0374 9,9 10,27

Apesar de os erros diarios parecerem reduzidos, o seu impacto econdémico acumulado ¢
significativo. Por exemplo, no caso do Ben-u-ron, um erro médio de 1,6 embalagens/dia traduz-se
em cerca de 4,90 € de discrepancia diaria, o que acumulado durante um més representa

aproximadamente 150 €.

De forma semelhante, no Brufen, o erro médio diario foi de 0,96 embalagens, o que
corresponde a cerca de 7,61 € por dia, revelando um impacto proporcionalmente elevado dado o
valor unitario do produto. No Griponal, apesar de o erro médio ser inferior a uma embalagem por
dia (0,62 embalagens), o elevado PVP do produto faz com que a discrepancia econdmica atinja

aproximadamente 7€ diarios.

O Tromalyt registou um erro médio de 1,08 embalagens/dia, equivalente a 3,09 € em
discrepancia econdmica, valor inferior face aos restantes produtos, mas ainda relevante quando
considerado de forma acumulada. Por fim, no Voltaren, o impacto ¢ ainda mais evidente, um erro
médio de 1,04 embalagem por dia corresponde a 10,27€ de divergéncia diaria, ou mais de 300 € ao

fim de um més.
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Estes valores sdo particularmente relevantes quando considerados em conjunto com a
necessidade de manter niveis de stock adequados, evitando tanto ruturas como overstock. Assim,
confirmam que a melhoria da acuracia dos modelos preditivos ndo tem apenas valor estatistico,

mas traduz-se em ganhos operacionais tangiveis.

5.4. Recomendacgoes e Implementacio

A analise integrada dos resultados confirma que os modelos estatisticos, apesar da menor
complexidade, apresentaram desempenho competitivo e elevada interpretabilidade, sendo
adequados a séries regulares e de consumo continuo. Enquanto os algoritmos de ML mostraram
melhor capacidade de modelar padrdes nao lineares, sobretudo quando enriquecidos com variaveis

temporais relevantes.

A escolha do modelo deve, portanto, equilibrar precisdo e aplicabilidade pratica. Em contextos
operacionais como o da REDE CLARO, a robustez, a transparéncia e a facilidade de integracao

sdo tao relevantes quanto a minimizagao do erro estatistico.

5.4.1 Implementaciao dos modelos

A fase de implementagao traduz os resultados preditivos em aplicagdes concretas no contexto da
REDE CLARO. O desempenho dos algoritmos variou entre produtos, ndo existindo um modelo

universalmente superior:

e ETS mostrou maior robustez em produtos de consumo continuo e padrdes estaveis

(Tromalyt, Brufen);
o Prophet destacou-se em séries sazonais com picos regulares (Ben-u-ron, Griponal);
e Random Forest obteve melhor desempenho em produtos de utilizacdo irregular (Voltaren).

A aplicagdo pratica destas conclusdes passa pela integragdo das previsdes no sistema de apoio
as encomendas, substituindo ou complementando a logica deterministica atual, e pela criacdo de

dashboards que permitam comparar previsdes e valores reais, bem como simular cenarios de stock.
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A validagdo mensal demonstrou que a agregacdo temporal das previsdes reduz
significativamente o erro face a analise diaria, reforcando a adequagdo para o planeamento de
encomendas. A analise econdmica evidenciou impactos mensais na ordem das dezenas de euros

por produto, o que justifica a ado¢do do modelo.

5.4.2 Recomendacdes para a REDE CLARO

Com base nos resultados, apresentam-se as seguintes recomendagdes para a REDE CLARO:
e Adogao gradual dos modelos vencedores por produto

Implementar os algoritmos com melhor desempenho em cada produto, comegando pelos cinco

analisados e estendendo, progressivamente, a outros produtos com relevancia comercial.
e Automatiza¢ao do processo analitico

Desenvolver um pipeline que assegure a extracdo, tratamento e previsao de dados de forma

recorrente, integrando as estimativas atualizadas no sistema de apoio as encomendas.
e Monitorizag¢ao continua

Estabelecer métricas de controlo (MAE, RMSE, MAPE) e proceder a sua monitorizagao

mensal, de forma a detetar desvios e reajustar os modelos quando necessario.
e [Escalabilidade na rede

Expandir a solugdo para outras farmacias parceiras, tendo em conta as suas especificidades de

consumo e contexto operacional.
e Integracdo futura de varidveis externas

Considerar, em fases posteriores, a integragdo de varidveis, como campanhas promocionais,
dados meteorologicos ou indicadores epidemiologicos, de modo a aumentar a acurdcia das

previsoes.

Em sintese, a ado¢do dos modelos preditivos desenvolvidos representa uma oportunidade para

modernizar o planeamento de encomendas, aumentar a eficiéncia operacional e reduzir perdas
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econoémicas. A REDE CLARO reforgara assim o seu papel como parceiro estratégico das farmacias

comunitarias, ao disponibilizar ferramentas analiticas de elevado valor acrescentado.
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6. Conclusao e Trabalho Futuro

6.1 Resultados e contributos organizacionais

O presente estudo teve como objetivo desenvolver e avaliar modelos preditivos de vendas para os
cinco produtos mais comercializados de uma farmacia parceira da REDE CLARO. Com recurso a
metodologia CRISP-DM, estruturou-se todo o processo analitico, desde a compreensao do negocio
até a formulacdo de recomendagdes aplicaveis ao contexto real, assegurando uma abordagem

sistematica e replicavel.

A andlise revelou que ndo existe um modelo universalmente superior, sendo o desempenho
dependente das caracteristicas de cada produto e do respetivo padrao de consumo. O Prophet
destacou-se nos produtos Ben-u-ron e Griponal (sazonalidade acentuada), o ETS revelou maior
robustez nos produtos Brufen e Tromalyt (padrdes estaveis), e o Random Forest apresentou melhor
desempenho no Voltaren, evidenciando a capacidade dos algoritmos de ML para lidar com padrdes

de consumo irregulares e episddicos.

Verificou-se também que a granularidade temporal influencia fortemente a precisao preditiva.
Embora as métricas revelem desvios percentuais mais elevados, a agregada mensal reduziu
expressivamente o erro em todos os algoritmos, comprovando a adequagao desta abordagem ao

planeamento de encomendas e decisdes operacionais.

A tradugao dos erros médios em valores monetarios confirmou a relevancia pratica as previsoes
obtidas. Diferengas médias de 1 e 2 unidades por produto podem representar entre 3 € ¢ 10 €,
ultrapassando 300 € mensais por produto. Estes valores evidenciam o potencial de poupancga e

otimizacao operacional associado a melhoria da acuracia preditiva.

A integracdo de modelos analiticos no sistema de apoio as encomendas da REDE CLARO
demonstra ganhos tangiveis em eficiéncia, reduzindo ruturas e excesso de stock. Além disso, a
ado¢do de modelos hibridos, que combinem previsdes quantitativas com as regras de negdcio

existentes, constitui uma abordagem promissora para maximizar a utilidade pratica das previsoes.

Do ponto de vista estratégico, o estudo comprova a viabilidade da incorporagdo de ferramentas

de data science nos processos de decisdo da REDE CLARO. A criagdo de um pipeline analitico
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reprodutivel permite agora estender a solugdo a outras farmdcias da rede, promovendo uma

transicao gradual para uma cultura organizacional orientada por dados.

Em termos académicos, este trabalho reforca a importancia da comparagdo sistematica entre
modelos estatisticas ¢ de ML, em contextos reais, demonstrando que maior complexidade nao
garante melhor desempenho, salientado a importancia de adequar a metodologia as caracteristicas

dos dados.

No plano organizacional, esta investigacdo contribui para a modernizacdo do processo de
previsdo na REDE CLARO, oferecendo um protétipo aplicavel ao contexto de farmacias
comunitarias. A evidéncia empirica obtida comprova o valor acrescentado da ciéncia de dados na

otimizagdo de processos comerciais € na sustentabilidade do setor farmacéutico.

Em suma, o projeto atingiu plenamente os objetivos propostos, demonstrando que a previsao
de vendas baseadas em dados reais constitui uma mais-valia cientifica e operacional. Conclui-se
que data science aplicada ao setor farmac€utico comunitario pode transformar a tomada de
decisdes, promovendo eficiéncia, racionalizagdo e sustentabilidade, e posicionando a REDE

CLARO como lider na adogao de praticas analiticas no setor.

6.2 Limitacoes e trabalhos futuros

Apesar dos resultados alcangados, o estudo apresenta algumas limitagdes. A analise incidiu
numa Unica farmécia e num conjunto restrito de produtos, o que limita a generalizagdao dos

resultados.

Além disso, as varidveis exdgenas como condigdes meteorologicas, campanhas promocionais
ou indicadores epidemiologicos ndo foram incluidas, podendo melhorar a capacidade explicativa

dos modelos.
Com base nestas limita¢des, recomenda-se para investigagoes futuras:

e aextensdo da analise a um maior nimero de farmécias e categorias de produtos;

e aintegragdo de varidveis externas relevantes para o comportamento da procura;

e ¢ odesenvolvimento de modelos hibridos, que combinem previsdes quantitativas, regras de
negocio e algoritmos de otimizagao de stock.
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Anexos

Anexo A

Tendéncia do Produto: Brufen
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Figura A.1 - Tendéncia do produto Brufen (2023-2025) com média movel e regressao linear
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Figura A.2 - Tendéncia do produto Tromalyt (2023—-2025) com média mével e regressdo linear
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Tendéncia do Produto: Voltaren
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Figura A.3 - Tendéncia do produto Voltaren (2023-2025) com média modvel e regressao linear
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Figura A.4 - Tendéncia do produto Griponal (2023-2025) com média mével e regressdo linear
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Anexo B
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Figura B.1- Decomposicao sazonal do produto Ben-u-ron (2023-2025)
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Figura B.2- Decomposic¢ao sazonal do produto Brufen (2023-2025)
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Figura B.3- Decomposi¢do sazonal do produto Tromalyt (2023-2025)
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Figura B.4- Decomposicao sazonal do produto Griponal (2023-2025)



Anexo C
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Figura C.1- Outliers na série temporal do produto Ben-u-ron (2023-2025)
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Figura C.2- Outliers na série temporal do produto Brufen (2023-2025)
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Figura C.3 - Outliers na série temporal do produto Tromalyt (2023-2025)
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Figura C.4 - Outliers na série temporal do produto Voltaren (2023-2025)
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Anexo D

Tabela D.1 - Numero de outliers identificados por produto e técnica de correcao aplicada

Produto N°de Outliers Técnica de Correcao

Voltaren 34 Interpolacdo Linear
Griponal 43 Interpolacdo Linear
Ben-u-ron 37 Interpolacdo Linear

Brufen 40 Interpolacdo Linear
Tromalyt 44 Interpolacdo Linear
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Figura D.2- Tratamento de outliers do produto Ben-u-ron (2023-2025) por interpolagao linear

Tratamento de Outliers - Brufen

12 L] Original
—— Corrigida
* ® OQutliers
104
L
8 [ ] L ]
L [ ] L ]
6 L ] [ ] [ ] [ ] [ N L ]
* e L 1 J L ] L & J L ] L ] L J L] L
4
2
|
04 0
202‘3*01 202‘3*04 202‘3*07 202‘3*10 202;&*01 202;&*04 202;&*07 20211710 202.“3*01 202‘5*04 202‘5*07

Figura D.3- Tratamento de outliers do produto Brufen (2023-2025) por interpolagdo linear
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Tratamento de Outliers - Tromalyt
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Figura D.4 - Tratamento de outliers do produto Tromalyt (2023-2025) por interpolagao linear
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Anexo E

ETS - Ben-u-ron

T T
——— Série Corrigida
12 4 — Previsao (30 dias)
10
o B |
h=]
©
=
£ I
s 64 1
=}
=4
4
’ B Il NIRUAL
0
2023-01 2023-04 2023-07 2023-10 2024-01 2024-04 2024-07 2024-10 2025-01 2025-04 2025-07
Data
. s~
Figura E.1 - Previsao do ETS para o produto Ben-u-ron
ETS - Brufen
T
—— Série Corrigida
—— Previsao (30 dias)
8
6
@
h=]
©
=
c
54
]
24
0
T T T T T
2023-01 2023-04 2023-07 2023-10 2024-01 2024-04 2024-07 2024-10 2025-01 2025-04 2025-07
Data

Figura E.2 - Previsao do ETS para o produto Brufen
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Figura E.3 - Previsdo do ETS para o produto Tromalyt
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Figura E.4 - Previsao do ETS para o produto Voltaren
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Anexo F

Tabela F.1 - Feriados nacionais utilizados como variavel exdgena
Data Feriado

1 de Janeiro  Ano Novo

Margo/Abril ~ Sexta-feira Santa (moével)

Margo/Abril  Pascoa (moével)

25 de Abril Dia da Liberdade

1 de Maio Dia do Trabalhador

Maio/Junho Corpo de Deus (movel)

10 de Junho Dia de Portugal, Camdes e das Comunidades Portuguesas

15 de Agosto  Assunc¢do de Nossa Senhora

5 de Outubro  Implantacao da Republica

1 de Novembro
1 de Dezembro
8 de Dezembro
25 de Dezembro

Dia de Todos os Santos
Restauracdo da Independéncia
Imaculada Conceicao

Natal
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Anexo G

Prophet - Ben-u-ron (additive + feriados PT)
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Figura G.1 - Previsdo do Prophet para o produto Ben-u-ron
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Figura G.2 - Previsdo do Prophet para o produto Tromalyt
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Figura G.3 - Previsdo do Prophet para o produto Voltaren
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Figura G.4 - Previsdo do Prophet para o produto Griponal
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Anexo H
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Random Forest - Ben-u-ron

Figura H.2 - Previsdo do Random Forest para o produto Brufen
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Figura H.1 - Previsdo do Random Forest para o produto Ben-u-ron
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Random Forest - Tromalyt
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Figura H.3 - Previsdo do Random Forest para o produto Tromalyt
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Figura H.4 - Previsdao do Random Forest para o produto Griponal
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Anexo I
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XGBoost - Ben-u-ron
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Figura 1.1 - Previsdo do XGBoost para o produto Ben-u-ron
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Figura 1.2 - Previsdo do XGBoost para o produto Brufen
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XGBoost - Tromalyt
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Figura 1.3 - Previsdo do XGBoost para o produto Tromalyt
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Figura 1.4 - Previsdo do XGBoost para o produto Griponal



Anexo J
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CNN-LSTM - Ben-u-ron
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Figura J.1 - Previsdo do CNN-LSTM para o produto Ben-u-ron
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Figura J.2 - Previsdo do CNN-LSTM para o produto Tromalyt
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CNN-LSTM - Voltaren
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Figura J.3 - Previsdo do CNN-LSTM para o produto Voltaren
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Figura J.4 - Previsdao do CNN-LSTM para o produto Griponal
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Anexo K

Tabela K.1 - Desempenho do Ben-u-ron em termos de MAE, RMSE ¢ MAPE

Produto Algoritmo MAE RMSE MAPE
Ben-u-ron ETS 1,6551 2,2901 50,3289
Ben-u-ron Prophet 1,5853 2,2157 49,728
Ben-u-ron Random Forest 1,8407 2,3233 72,5202
Ben-u-ron XGBoost 1,7947 2,3085 69,7586
Ben-u-ron CNN-LSTM 1,972 2,514 72,097

Tabela K.2 - Desempenho do Brufen em termos de MAE, RMSE ¢ MAPE

Produto Algoritmo MAE RMSE MAPE
Brufen ETS 0,9627 1,3133 40,5996
Brufen Prophet 1,0052 1,267 42,7821
Brufen Random Forest 1,0794 1,2919 54,2621
Brufen XGBoost 1,1535 1,4158 58,1433
Brufen CNN-LSTM 1,086 1,465 58,249

Tabela K.3 - Desempenho do Griponal em termos de MAE, RMSE ¢ MAPE

Produto Algoritmo MAE RMSE MAPE
Griponal ETS 0,546 0,7389 76,1897
Griponal Prophet 0,6172 0,7502 54,4457
Griponal Random Forest 0,6869 0,8352 63,4798
Griponal XGBoost 0,6664 0,8146 65,0245
Griponal CNN-LSTM 0,615 0,862 87,487

Tabela K.4 - Desempenho do Tromalyt em termos de MAE, RMSE e MAPE

Produto Algoritmo MAE RMSE MAPE
Tromalyt ETS 1,0808 1,2526 42,0803
Tromalyt Prophet 1,1185 1,2734 60,7855
Tromalyt Random Forest 1,1412 1,3696 48,7523
Tromalyt XGBoost 1,1733 1,4181 52,8668
Tromalyt CNN-LSTM 1,273 1,512 72,230
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Tabela K.5 - Desempenho do Voltaren em termos de MAE, RMSE e MAPE

Produto Algoritmo MAE RMSE MAPE
Voltaren ETS 1,0522 1,301 48,0987
Voltaren Prophet 1,0536 1,3001 46,6205
Voltaren Random Forest 1,0374 1,2349 43,872
Voltaren XGBoost 1,054 1,2509 44,3417
Voltaren CNN-LSTM 1,206 1,532 65,425
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