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Resumo

A classificacdo tematica das publicagbes periddicas constitui um desafio para a Entidade Reguladora
para a Comunicacdo Social (ERC), responsavel pelo registo e categorizacdo destas publica¢cdes. O
sistema de categorizacdo em vigor apresenta limitacdes, o que tem levado a prdpria ERC a reconhecer
a necessidade de o reformular. Neste contexto, o presente estudo abordou o desafio da classificacdo
temadtica das publicagBes periddicas portuguesas com presenca digital, com o propédsito de avaliar o
desempenho de modelos de linguagem pré-treinados baseados em transformers. Desenvolveu-se um
sistema de categorias tematicas em colaboragdo com a ERC e aplicaram-se técnicas de web scraping
para extrair o conteldo textual das publicacées. O estudo avaliou o desempenho de modelos
transformer baseados em arquiteturas encoder, nomeadamente o mBERT, XLM-RoBERTa, BERTimbau
e Albertina, tendo sido definido o modelo decoder EuroLLM como referéncia para efeitos de
comparacdo. Foram igualmente testadas diferentes abordagens de extracdo de dados, bem como o
impacto do pré-processamento e da modelacdo de textos longos. Os resultados indicam que as
arquiteturas do tipo encoder apresentaram um melhor desempenho, com métricas de Fl-score até
84,2% na classificacdo multiclasse e 96,0% na classificacao bindria. Verificou-se ainda que os modelos
encoder obtiveram melhores resultados com a extracdo integral do texto dos sitios eletrénicos das
publicacOes periddicas e sem recurso a pré-processamento, o que simplifica a fase de preparacado dos
dados. Adicionalmente, a modela¢do de textos longos, através da agregacdo das probabilidades,
revelou-se a estratégia mais eficaz para contornar a limitacdo do comprimento maximo de sequéncia

de entrada dos modelos encoder.

Palavras-chave: classificacdo de texto, modelos de linguagem pré-treinados, transformadores,

extracdo de dados, publicacGes periddicas.






Abstract

The thematic classification of periodicals is a challenge for the Portuguese Regulatory Authority for the
Media (ERC), which is responsible for the registration and categorisation of these media outlets. The
current categorisation system has limitations, which has led the ERC itself to recognise the need to
reformulate it. In this context, the present study addressed the challenge of thematic classification of
Portuguese periodicals with a digital presence, aiming to evaluate the performance of pre-trained
transformer-based language models. A system of thematic categories was developed in collaboration
with ERC, and web scraping techniques were applied to extract textual content from the publications.
The study assessed the performance of transformer models based on encoder architectures, namely
mBERT, XLM-RoBERTa, BERTimbau, and Albertina, with the EuroLLM decoder model defined as a
baseline for comparison. Different data extraction approaches were also tested, as well as the impact
of pre-processing and long-text modeling. The results confirmed the superiority of the encoder
architectures, with Fl-score metrics reaching up to 84.2% in multiclass classification and 96.0% in
binary classification. It was also found that the encoder models achieved better results with the full-
text extraction from the periodicals' websites and without pre-processing, which simplifies the data
preparation phase. Additionally, long-text modeling, through the aggregation of probabilities, proved
to be the most effective strategy to overcome the maximum input sequence length limitation of the

encoder models.

Keywords: text classification, pre-trained language models, transformers, data extraction, periodicals
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CAPITULO 1

Introducgao

O crescimento exponencial de dados ndo estruturados provenientes de fontes tdo diversas como redes
sociais, portais de noticias, bibliotecas digitais, sistemas de informacdo organizacionais e outras
plataformas representa um recurso de enorme valor, mas coloca desafios no que respeita a sua gestao,
tratamento e analise.

A complexidade, heterogeneidade e auséncia de formato predefinido deste tipo de dados
dificultam a sua representacdo e processamento, exigindo abordagens capazes de transforma-los em
informacdo util e analisavel. No caso dos dados textuais, a escala atual torna a classificacdo manual
uma tarefa impraticavel, o que reforca a necessidade de recorrer a processos automaticos e continuos
gue permitam organizar, filtrar e tornar a informacao acessivel de forma eficiente e sistematica (Allam
et al., 2025; Minaee et al., 2021).

Neste contexto, as abordagens do campo da mineracdo de texto (text mining) assumem particular
relevancia. Trata-se de uma drea interdisciplinar que conjuga métodos de aprendizagem automatica
(machine learning), processamento de linguagem natural (Natural Language Processing — NLP),
estatistica e recuperacdo de informacdo (information retrieval) com o propdsito de extrair
conhecimento a partir de dados textuais (Aggarwal, 2018; Ignatow & Mihalcea, 2018).

Entre as técnicas mais amplamente aplicadas no ambito de text mining encontra-se a classificacdo
de texto, que procura atribuir automaticamente uma categoria a um documento com base no seu
conteldo, a partir de exemplos previamente categorizados (Ignatow & Mihalcea, 2018; Sebastiani,
2002).

Recentemente, a introducdo de modelos de linguagem pré-treinados (Pre-trained Language
Models — PLM), baseados na arquitetura transformador (transformer), marcou um novo paradigma na
classificagdo de texto. Estes modelos sdo pré-treinados com um enorme volume de dados textuais, o
que lhes permite adquirir um conhecimento profundo sobre a estrutura e a semantica da linguagem.
Tal conhecimento pode posteriormente ser reutilizado em tarefas especificas, como a classificagao,
potenciando a compreensdo contextual e o desempenho dos modelos (Chen et al., 2022; Wu & Wan,
2025).

Os modelos de linguagem pré-treinados baseados em transformers alcangcam bons resultados sem
depender de grandes volumes de dados categorizados (X. Han et al., 2021; Santos et al., 2021). Esta
caracteristica torna-os particularmente adequados em linguas com poucos recursos, como o
portugués europeu, que, apesar da sua ampla difusdo, continua a dispor de recursos linguisticos

limitados no campo do NLP (Garcia et al., 2024; Ramos et al., 2024; Santos et al., 2021).



Neste enquadramento, o presente projeto de investigacao contribui para o avanco da aplicacao
de técnicas de text mining a conjuntos de dados em portugués europeu, abordando o desafio da
classificacdo tematica das publicacbes periddicas com presenca digital registadas em Portugal.
Pretende-se explorar a automatiza¢do deste processo através de modelos de linguagem pré-treinados
baseados em transformers, incluindo modelos multilingues como o mBERT e o XLM-RoBERTa, e
modelos especializados em lingua portuguesa, como o BERTimbau e o Albertina, sobre o conjunto de
dados extraidos dos préprios sitios eletrdnicos das publicagdes periddicas.

Para compreender a relevancia e o enquadramento deste desafio, importa considerar o contexto
em que se insere o objeto de estudo. As publicagdes periddicas, enquanto meios de comunicac¢do
social, estdo sujeitas a supervisdo e regulacdo da Entidade Reguladora para a Comunicacdo Social
(ERC). De acordo com os dados da ERC, a 6 de fevereiro de 2025, encontravam-se registadas 1 680
publicacdes periddicas.

No ambito das suas atribuicdes legais, a ERC procede a classificacdo manual destas publicacdes
segundo os critérios definidos pela Lei de Imprensa. Para além da classificacdo estipulada pela Lei, a
ERC também realiza a classificacdo temdtica das publicacGes. Este processo é conduzido manualmente
pelos servicos da entidade, tendo em conta o conteudo publicado, o estatuto editorial, o publico-alvo
e a entidade proprietaria de cada publicacdo.

Contudo, o sistema atual de categorizacdo tematica apresenta uma série de limitagdes, uma vez
gue as categorias combinam dimensodes distintas, como a periodicidade (ex.: didrio, ndo didrio), o tipo
de publicacdo (ex.: jornal, revista) e o conteldo tematico (ex.: turismo, desporto). Em consequéncia, a
ERC opta por ndo divulgar publicamente estes dados, reconhecendo as limita¢cdes da classificacdo
existente e a necessidade de rever o atual sistema de categorias tematicas.

Neste sentido, a investigagdo procura responder a seguinte questdo: E possivel automatizar de
forma eficaz a classificagdo tematica das publicagdes periddicas portuguesas com base no texto
disponivel nos seus websites, recorrendo a modelos transformers pré-treinados? Para tal, o projeto
visa desenhar um novo sistema de categorias tematicas, bem como extrair e preparar os dados textuais
das publicagBes com presencga digital e determinar qual a combinagdo de modelo, metodologia de
extracdo, tratamento de dados e estratégia de modelacdo de textos longos que maximiza o

desempenho dos modelos de linguagem pré-treinados na tarefa de classificagdo automatica.

1.1. Objetivos de Investigacao

O objetivo principal desta investigacdo consiste em automatizar a classificacdo tematica das

publicacGes periddicas portuguesas com presenca digital, identificando a categoria predominante de



cada publicacdo a partir do conteudo textual disponibilizado nos respetivos sitios eletrdnicos,
mediante a aplicacdo de modelos de linguagem pré-treinados baseados na arquitetura transformer.

Para concretizar este objetivo, delinearam-se diferentes objetivos especificos que estruturaram o

desenvolvimento da investigacao:

e Desenhar um sistema de categorias tematicas das publicacdes periddicas, que constitua a base
para as tarefas de classificacdo supervisionada.

e Extrair e estruturar os dados textuais das publicacdes periddicas com presenca digital,
aplicando técnicas de extracao de dados da internet (web scraping).

e Avaliar o desempenho de diferentes modelos transformer na tarefa de classificacdo
automatica considerando as abordagens de extracdo de texto, o tratamento dos dados, as
estratégias de modelacdo de textos longos e a eficicia comparativa entre modelos
multilingues (mBERT e XLM-RoBERTa) e modelos especializados na lingua portuguesa

(BERTimbau e Albertina).

1.2. Motivagao

Este estudo reveste-se de relevancia institucional e aplicada, ao procurar responder a uma necessidade
concreta da ERC. A criacdo de um sistema automatizado de classificacdo tematica das publicacoes
periddicas pode ser um contributo para a organizacdo, consulta e acessibilidade da informacdo que
permita caracterizar o setor da imprensa no pais.

Por outro lado, este projeto pretende constituir um contributo na drea das Ciéncias de Dados e
nas Ciéncias da Computacdo em Portugal. A presente investigacdo assume particular pertinéncia no
atual contexto de desenvolvimento de modelos de linguagem pré-treinados em portugués, ao testar
o desempenho de modelos de ultima geragdo, como o Albertina (versdao PT-PT), e ao promover a

disponibilizacdo de bases de dados textuais em portugués europeu.

1.3. Estrutura do Documento

A presente dissertacdo organiza-se em seis capitulos. Apds esta introduc¢do, o segundo capitulo
apresenta o enquadramento teérico do estudo, abordando os aspetos conceptuais da classificagdo de
texto e dos modelos de linguagem pré-treinados baseados em transformers, bem como descreve a
classificagdo temdtica das publicacGes periddicas em Portugal com base na legislagdo nacional e nos
dados disponibilizados pela ERC.

O terceiro capitulo apresenta a revisdo da literatura sobre a aplicacdo de transformers pré-

treinados a classificacdo de texto em portugués.



O quarto capitulo descreve a abordagem metodoldgica adotada, que compreende a defini¢cdo de
um novo sistema de classificacdo tematica, a identificacdo das publicacdes com presenca digital e a
sua classificacdo manual, a extracdo e preparacao dos dados, a construcao das bases de dados e a
definicdo das experiéncias de classificacdo automatica.

O quinto capitulo apresenta e discute os resultados obtidos, relacionando-os com a questdo de
investigacdo e os objetivos definidos.

Por fim, o sexto e ultimo capitulo redne as conclusGes do estudo e as recomendacgbes para

trabalhos futuros.



CAPITULO 2

Enquadramento Tedrico

A classificacdo de texto, também conhecida como categorizacdao de texto, é o processo que consiste
em associar a um texto uma ou mais categorias previamente definidas. Em termos formais, tendo uma
representacao R de um texto 7' e um conjunto fixo de categorias C = {C;, C>, ..., C,}, a tarefa foca-se
em determinar uma correspondéncia (mapeamento) de R para uma das categorias em C. Este
processo é habitualmente concretizado através da aprendizagem de como criar tais correspondéncias,
baseando-se num conjunto de textos que ja foram previamente classificados (Ignatow & Mihalcea,
2018).

A tarefa de classificacdo de texto pode ser bindria, se os textos forem categorizados numa de duas
classes exclusivas, ou multiclasse, quando a categorizacdo ocorre numa Unica classe dentro de um
universo de trés ou mais categorias. Quando um documento pode pertencer a multiplas categorias
simultaneamente, o processo designa-se por classificacdo multipla.

Segundo Sebastiani (2002), a abordagem computacional a este problema assenta em duas
premissas:

1. As categorias funcionam como simples etiquetas simbdlicas, sem qualquer significado ou
conhecimento associado.

2. Nao se utiliza conhecimento externo para a classificacdo. O processo de classificacdo deve
basear-se exclusivamente na informacdo interna, extraida do conteudo dos proprios
documentos. Isto significa que ndo se conta com qualquer informagdo externa ou
metadatos como data de publicacdo, tipo de documento ou fonte (p. 3).

Este autor assinala que a dependéncia exclusiva da informacdo interna dos documentos implica
que o processo de classificagao se assenta na semantica; por conseguinte, e visto que a semantica é
uma nogao subjetiva, a atribuicdo de uma categoria ndo é deterministica (p. 3).

Nesse sentido, a semelhanga da classificagdo manual, a classificagdo automatica de texto ndo esta
isenta de erro, refletindo a incerteza inerente aos critérios interpretativos. Esta inconsisténcia é
notdria mesmo entre especialistas. Cleverdon (1984) argumentou que investiga¢des sobre o processo
de armazenamento e recuperacao de informacdo revelaram que, se dois indexadores experientes
indexarem um mesmo documento utilizando um dado tesauro, apenas 30% dos termos de indexagdo
podem ser comuns aos dois conjuntos de termos (p. 38).

Ainda assim, nas ultimas décadas a classificagdo automatica evoluiu ao ponto de alcangar niveis
de eficacia iguais ou superiores aos de profissionais especializados, em particular com o recurso a

aprendizagem automatica e, mais especificamente, a aprendizagem profunda (deep learning). Entre



as principais vantagens salientam-se a capacidade de processar grandes volumes de dados com
rapidez, a portabilidade e adaptabilidade a novos dominios, bem como maior consisténcia,
objetividade e precisdo (Allam et al., 2025; Minaee et al., 2021; Sebastiani, 2002).

Atualmente, a classificacdo de texto tem diversas aplicacbes como a andlise de sentimentos, a
detecdo de spam, a andlise de opinido publica, a identificacdo de noticias falsas, a detecdo de
linguagem ofensiva, a classificacdo de noticias ou artigos publicados por jornais, revistas e paginas web
de meios de comunicagdo social, entre outras aplicagdes. O enorme volume de conteldos digitais
divulgados diariamente, torna impraticavel a sua classificagdo manual, o que refor¢a a importancia de

solucGes automatizadas na gestdo da informacao.

2.1. A Evolugao da Classificagao de Texto

A utilizacdo de computadores para auxiliar na tarefa de classificacdo de texto comecou a ser explorada
nas décadas de 1950 e 1960 (Fields et al., 2024; Sebastiani, 2002), destacando-se o trabalho de Maron
(1961), que formulou o problema sob a designacdo de “indexacdo automatica” (automatic indexing).
Maron definiu-o como “o problema de decidir, por meios mecanicos, a que categoria (assunto ou
dominio de conhecimento) pertence um determinado documento” (p. 404, traducdo prdpria). Este
cientista introduziu aspetos fundamentais da forma moderna de classificacdo de texto, como a
atribuicdo de categorias tematicas a documentos através de estatisticas de ocorréncia de palavras e
do célculo de probabilidades condicionais.!

No entanto, a abordagem dominante até ao final da década de 1980 foi a dos sistemas baseados
em regras, 0s quais eram construidos através de especialistas com conhecimento na drea. Estes
sistemas consistiam em combinagdes de palavras que permitiam determinar a categoria de um texto
e o seu desempenho era, em geral, elevado. Uma limitagdo desta abordagem era a sua manutencgao,
pois o processo de construcao de regras era manual, o que tornava dispendiosa a alteragdo de
categorias ou a introdugdo de novas (Ignatow & Mihalcea, 2018; Sebastiani, 2002).

A partir do inicio da década de 1990, a abordagem a classificagdo de texto sofreu um ponto de
inflexdo, impulsionada pela ascensdo da aprendizagem automatica e das técnicas de NLP? (Allam et al.,
2025; Sebastiani, 2002). Este novo paradigma introduziu um processo indutivo, no qual um
classificador automatico é treinado para aprender as caracteristicas de um conjunto de documentos

previamente classificados, com o objetivo de categorizar novos documentos ainda ndo vistos.

1 Melvin E. Maron exerceu fun¢des como matematico na RAND Corporation entre 1959 e 1966, no Departamento
de Ciéncias da Computagdo, onde se dedicou ao desenvolvimento de métodos estatisticos para a automatizagao
da recuperacdo de informacgao (UC Berkeley School of Information, 2017).

2 0 processo ou a capacidade de uma mdaquina ou programa compreender texto ou fala em linguagem natural
(ou humana) (Ignatow & Mihalcea, 2018).
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No contexto da aprendizagem automatica, esta metodologia é um exemplo de aprendizagem
supervisionada, a qual se caracteriza por duas etapas essenciais para construir um modelo capaz de
prever a categoria de um documento. Na primeira, procede-se ao pré-processamento dos textos
(limpeza, normalizacdo e preparac¢do dos dados). Na segunda, realiza-se o processamento, em que o
texto é transformado em vetores numéricos que podem ser interpretados por algoritmos de
aprendizagem. E nesta Ultima fase que se extraem e selecionam os atributos relevantes que o modelo
utilizara para fazer as suas previsoes.

A partir de 2010, a utilizacdo das redes neuronais mostrou grandes avangos na tarefa de
classificacdo de texto (X. Han et al., 2021; Minaee et al., 2021). O sucesso desta abordagem foi
impulsionado pela combinagao de varios fatores, como a evolugdo dos sistemas de hardware mais
potentes e acessiveis, a disponibilidade de grandes conjuntos de dados e a necessidade de analisar o
crescente volume de informac3o ndo estruturada.? Esta abordagem, conhecida como aprendizagem
profunda, insere-se na aprendizagem automatica, mas distingue-se pela sua capacidade de extrair
caracteristicas complexas dos documentos de forma automdtica. Ao contrario dos métodos
tradicionais de aprendizagem automatica, onde o processamento é uma etapa manual e separada, nos
modelos de aprendizagem profunda esta extracdo estd integrada no préprio processo de
aprendizagem.

Em anos recentes, os modelos de linguagem pré-treinados baseados em arquiteturas de redes
neuronais avangadas transformers, marcaram o novo paradigma na tarefa de classificagdo de texto
(Fields et al., 2024; X. Han et al., 2021; Jurafsky & Martin, 2025; Wu & Wan, 2025). A capacidade de
treinar estes modelos com um enorme volume de dados permite-lhes capturar relagdes contextuais
complexas, o que fornece uma base de conhecimento que pode ser posteriormente transferida e
ajustada (fine-tuning) para dominios de aplicagdo especificos.

A principal vantagem prdtica desta abordagem é a sua menor dependéncia de grandes bases de
dados categorizados. Ao contrdrio de arquiteturas anteriores, como as redes neuronais recorrentes
(Recurrent Neural Networks — RNN) ou convolucionais (Convolutional Neural Network — CNN), um
modelo de linguagem pré-treinado baseado em transformers ndo necessita de grandes volumes de
dados anotados especificos da tarefa para atingir um bom desempenho. Esta caracteristica permite
obter bons resultados mesmo com conjuntos de dados mais limitados, mitigando o risco de

sobreajustamento (overfitting) (X. Han et al., 2021).

3 S30 dados n3o estruturados os que n3o obedecem a um esquema pré-definido, como tabelas ou bases de
dados relacionais; exemplos tipicos incluem texto livre, imagens e audio.



2.2. Modelos de Linguagem Pré-treinados Baseados em Transformers

Em 2017, Vaswani et al. publicaram o artigo “Attention Is All You Need”, no qual foi apresentada a
arquitetura transformer, uma rede neuronal que depende exclusivamente de mecanismos de atencao,
descartando as estruturas das redes tradicionais como as RNN e as CNN utilizadas até ent3o.

Nos transformers, o mecanismo de atencdo permite que cada token* da sequéncia seja
relacionado com todos os outros, gerando multiplas representag¢es contextuais em paralelo. Cada
uma dessas representagdes pode enfatizar um tipo distinto de relagdo semantica ou sintatica entre
tokens (Silva Barbon & Akabane, 2022).

Esta arquitetura organiza-se segundo um modelo codificador-descodificador (encoder—decoder).
O codificador (encoder) transforma a sequéncia de entrada em representacdes contextuais, enquanto
o descodificador (decoder) utiliza essas representacdes para gerar a sequéncia de saida. Tanto no
encoder como no decoder empilham-se blocos formados por camadas de auto-atencdao multi-cabeca
(multi-head self-attention), redes de propagacdo direta posicionais (feed-forward), ligaces residuais
(residual connections) e normalizagdo de camadas (layer normalization), o que garante maior
profundidade e estabilidade do treino (Vaswani et al., 2017).

A capacidade de processamento paralelo e de captacdo eficaz de dependéncias de longo alcance
tornou os transformers adequados para tarefas de NLP, como a classificagcdo de texto. A partir desta
arquitetura emergiram os modelos de linguagem pré-treinados, também conhecidos como grandes
modelos de linguagem (Large Language Model — LLM) (Fields et al., 2024).

A base destes modelos assenta num processo de duas fases, que define o paradigma de
aprendizagem por transferéncia (transfer learning):

1. A fase de pré-treino, em que o modelo é inicialmente treinado de forma
autosupervisionada® sobre um volume extenso de texto ndo categorizado proveniente da
internet, de livros e de outras fontes. Durante esta fase, o modelo aprende a prever
palavras em falta ou a prever a préxima palavra numa frase. O objetivo ndo é executar
uma tarefa especifica, mas sim for¢ar o modelo a aprender representag¢des linguisticas
profundas sobre a estrutura da linguagem, como a gramatica, a semantica e os diferentes

contextos de uma palavra.

4 Unidade minima de texto que pode corresponder a uma palavra inteira ou a uma parte de uma palavra.
5> Nesta técnica a aprendizagem n3o depende da categoriza¢cdo manual dos dados, mas sim da prépria sequencia
das palavras (Jurafsky & Martin, 2025).



2. A fase de fine-tuning, na qual o conhecimento adquirido pelo modelo na fase anterior é
transferido e especializado para uma tarefa concreta, como a classificacdo de texto, a
traducdo, a geracdo de resumos, entre outras. Este ajuste é realizado com um conjunto
de dados categorizados, especifico para a tarefa, que é tipicamente de uma dimensao
muito inferior a dos dados de pré-treino. O modelo adapta os seus pesos para se otimizar
na nova tarefa, sem perder a base de conhecimento que obteve na primeira fase.

Os modelos de linguagem pré-treinados baseados em transformers podem ser agrupados, de
modo geral, em duas categorias: modelos generativos autorregressivos e modelos de autocodificagdo
(X. Han et al., 2021; Minaee et al., 2021).

Os modelos generativos autorregressivos sdo constituidos exclusivamente por camadas de
decoder, razao pela qual também s3o designados por modelos decoder. Tratam-se de modelos
unidirecionais, nos quais a previsdo de cada palavra depende das previsdes anteriores, gerando a
sequéncia de texto de forma sequencial da esquerda para a direita (ou da direita para a esquerda),
este processo designa-se por Causal Language Modeling (CLM). Pela sua natureza, estes modelos sdo
sobretudo aplicados em tarefas de geracdo de texto, como reda¢do automatica, sumarizacdo ou
traducdo. Exemplos representativos incluem os modelos proprietarios, como o ChatGPT (OpenAl), o
Gemini (Google) e o Claude (Anthropic), bem como modelos de acesso aberto, como o EurolLLM,
Mistral (Mistral Al) e o LLaMA (Meta), entre outros.

Ja os modelos de autocodificacdo sdo compostos apenas por camadas de encoder, pelo que sdo
igualmente conhecidos como modelos encoder. Estes distinguem-se por serem bidirecionais e por
utilizarem como objetivo de treino o procedimento de Masked Language Modeling (MLM), no qual
uma parte dos tokens de entrada é mascarada e, em vez de prever a palavra seguinte, a rede procura
reconstruir os tokens ocultos a partir do contexto completo, tanto a esquerda como a direita. Esta
abordagem de treino possibilita o condicionamento bidirecional, fundamental para que o modelo
consiga inferir relagdes contextuais complexas entre as palavras de uma sequéncia. Entre as suas
principais aplicagdes encontram-se a classificagdo de texto, o reconhecimento de entidades
mencionadas (Named Entity Recognition - NER) e resposta automatica a perguntas (Question
Answering - QA), entre outras. Sdo exemplos de modelos encoder o BERT (Google), o RoBERTa (Meta),
0 XLM-RoBERTa (Meta), o ALBERT (Google e Toyota Technological Institute), o BERTimbau (Neuralmind
e Universidade Estadual de Campinas) e o Albertina (Universidade de Lisboa e Universidade do Porto).

Na Figura 2.1, observa-se as diferengas na arquitetura entre os modelos decoder e encoder,
especificamente entre o modelo GPT (Generative Pre-trained Transformer) e o modelo BERT
(Bidirectional Encoder Representations from Transformers), onde se observa que o modelo GPT utiliza
um transformer unidirecional de esquerda para a direita, enquanto o BERT utiliza um transformer

bidirecional.
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Fonte: Devlin et al. (2019)

Figura 2.1: Arquitetura dos Modelos Transformers GPT e BERT

No ambito da presente dissertagao, serdao descritos de forma sucinta os modelos de linguagem

pré-treinados selecionados para o projeto, destacando as suas principais caracteristicas.

2.2.1. EurolLLM

Desenvolvido em 2024 com o apoio da Unido Europeia, o modelo decoder EuroLLM integra um projeto
cujo objetivo central consiste no desenvolvimento de modelos de linguagem de cédigo aberto aptos a
compreender e gerar texto em todas as linguas oficiais da Unido Europeia e noutras linguas relevantes
(nomeadamente arabe, japonés, hindi, coreano, turco, ucraniano, russo e chinés), contribuindo para
a promocao da inclusdo linguistica e da soberania digital europeia (Martins, 2024).

O projeto foi levado a cabo por um consércio composto por universidades e centros de
investigacdo, designadamente o Instituto Superior Técnico (Portugal), o Instituto de Telecomunicac¢des
(Portugal), a Universidade de Edimburgo (Reino Unido), a Universidade Paris-Saclay (Franca), a
Universidade de Amesterddo (Paises Baixos) e a Sorbonne Université (Franga), bem como por
empresas do setor tecnolégico, nomeadamente a Unbabel (Portugal), a Aveni (Reino Unido) e a Naver
Labs (Coreia do Sul).

O EuroLLM-9B-Instruct, utilizado nesta dissertagao, € uma versdo ajustada para seguir instrugdes
(instruction-tuned large language model) do modelo base EuroLLM-9B, composto por 9,15 mil milhdes
de parametros, isto é, varidveis ajustaveis ou pesos utilizados para aprender padrées e relagdes na
linguagem durante o treino. Apresenta uma arquitetura do tipo transformer com 42 blocos e 32
cabecas de atencdo. Cada estado oculto possui dimensdo de 4 096 unidades e a camada feed-forward
(camada totalmente ligada em cada bloco transformers) amplia os vetores para 12 288 unidades. O

comprimento maximo da sequéncia de entrada é de 4 096 tokens.
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O modelo foi pré-treinado com 4 mil milhdes de tokens em dados multilingues provenientes de
diversas fontes, incluindo dados da web, dados paralelos (frases ou documentos com as respetivas
traducdes noutra lingua) e conjuntos de dados de alta qualidade (Wikipedia, a base de dados de artigos
cientificos arXiv, a colecdo de livros BookCorpus e a colecdo de documentos médicos Apollo), tendo
sido posteriormente ajustado com o conjunto de dados EuroBlocks, com foco no seguimento de

instrugdes e na traducdo automatica (Martins, 2024; Martins et al., 2025).

2.2.2. BERT

Em 2018, a Google Al Language apresentou o modelo BERT. Ao contrario de abordagens baseadas em
modelos de linguagem unidirecionais — como o GPT, também apresentado em 2018 pela OpenAl —, o
BERT foi desenhado com o propdsito de “pré-treinar representacdes bidirecionais profundas a partir
de texto ndo categorizado, condicionando em simultdneo o contexto a esquerda e a direita em todas
as camadas” (Devlin et al., 2019, p. 1, tradugdo propria).

De acordo com os autores, a relevancia do BERT assenta na possibilidade de o modelo pré-
treinado ser adaptado a diferentes tarefas com a simples adicdo de uma camada de saida, alcancando
resultados de referéncia em dominios como a resposta automatica a perguntas e a inferéncia textual
(Devlin et al., 2019).

A versdo do modelo utilizada neste trabalho, multilingual uncased (mBERT), foi concebida para
lidar com multiplas linguas, incluindo o portugués, sem distincdo de mailsculas e minudsculas, e
apresenta um total de 110 milhGes de parametros. A arquitetura da rede transformer é composta por
12 camadas (blocos transformers) e 12 cabegas de atencdo. A dimensdo dos estados ocultos é de 768
unidades, enquanto a dimensdo da camada feed-forward corresponde a 3 072. O comprimento
maximo de sequéncia para a entrada é de 512 tokens. Esta configura¢do estabeleceu-se como padrao
de referéncia, servindo de base para o desenvolvimento de diversos modelos subsequentes, alguns
dos quais serdo descritos nas secgdes seguintes.

O processo de pré-treino baseou-se em duas tarefas ndo supervisionadas. A primeira foi a tarefa
de MLM, que consiste em mascarar aleatoriamente 15% dos tokens de entrada e treinar o modelo
para prever os tokens originais com base no contexto bidirecional. A segunda foi a tarefa de Next
Sentence Prediction (NSP), que visa treinar o modelo a identificar se uma frase segue logicamente outra
no texto de origem. O pré-treino foi realizado com dados de Wikipedia em 102 linguas (Devlin et al.,

2019; Hugging Face, 2022).

2.2.3. XLM-RoBERTa
O modelo XLM-RoBERTa (XLM-R) foi desenvolvido pela equipa do Facebook Al (Meta) em 2019.

Segundo os autores, o principal objetivo do modelo é melhorar as capacidades de transferéncia entre
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linguas (cross-lingual transfer) e ultrapassar limitacdes de modelos multilingues anteriores, como o
MBERT, especialmente em contextos de linguas de poucos recursos (Conneau et al., 2020).

A versdo utilizada neste trabalho, XLM-R base, integra aproximadamente 270 milhdes de
parametros. O processo de pré-treino seguiu a abordagem de MLM, recorrendo ao corpus CC-100,
construido a partir do CommonCrawl, o qual abrange 100 linguas (entre as quais se encontra o
portugués) e retine aproximadamente 2,5 TB de dados. Os autores salientam que o XLM-R supera
significativamente o mBERT em diferentes tarefas avaliadas por testes de referéncia (XNLI, MLQA,

CoNLL-2002, CoNLL-2003 e GLUE)® (Conneau et al., 2020).

2.2.4. BERTimbau

O modelo BERTimbau foi proposto pela equipa da Neuralmind (Brasil) e da Universidade Estadual de
Campinas (Brasil) em 2020, com o objetivo de disponibilizar representagdes linguisticas pré-treinadas
para o portugués do Brasil, melhorando o desempenho em tarefas de NLP com transfer learning (Souza
et al., 2023).

Para o presente projeto utilizou-se o modelo BERTimbau base, versao que integra cerca de 110
milhdes de parametros. O pré-treino do modelo seguiu a abordagem do BERT, recorrendo as técnicas
de MLM e NSP, e utilizou como base de dados o brWaC (Brazilian Web as Corpus) (Filho et al., 2018),
um vasto conjunto de paginas web brasileiras composto por 3,53 milhGes de documentos.

O BERTimbau demonstrou ganhos significativos em tarefas de similaridade textual, inferéncia

textual e NER na lingua portuguesa, comparativamente ao mBERT (Souza et al., 2023).

2.2.5. Albertina

O modelo Albertina foi criado em 2023 por uma equipa da Universidade de Lisboa e da Universidade
do Porto, no ambito do projeto PORTULAN CLARIN, com o objetivo de disponibilizar um modelo
encoder de Ultima geragao especificamente concebido para o portugués europeu e para o portugués
do Brasil. Segundo os autores, a principal motivagdao consistiu em colmatar a auséncia de encoders
publicos e competitivos para o portugués europeu, assegurando “um contributo para o avango da
investigacdo e da inovagdo em tecnologias da linguagem para o portugués” (Rodrigues et al., 2023, p.

1, tradugdo propria).

6 Os testes referidos avaliam diferentes tarefas de NLP. O XNLI testa a inferéncia textual multilingue (relac3o
l6gica entre premissas e hipoteses); o MLQA avalia a capacidade de resposta automatica a perguntas com base
em textos em multiplas linguas; os CoNLL-2002 e CoNLL-2003 s3do utilizados para reconhecimento de entidades
mencionadas (pessoas, locais, organizagGes, entre outras); e o GLUE integra um conjunto diversificado de tarefas,
como inferéncia textual, analise de sentimentos, parafrase e identificacdo de perguntas duplicadas, com o intuito
de medir a compreensdo linguistica geral dos modelos.
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A versao utilizada nesta dissertacgdo, Albertina PT-PT Base, integra 100 milhGes de parametros e o
seu pré-treino baseou-se no modelo DeBERTa, recorrendo a um conjunto diversificado de dados em
portugués europeu, nomeadamente o OSCAR, o European Parliament Proceedings Parallel Corpus
(Europarl), o Digital Corpus of the European Parliament (DCEP) e o ParlamentoPT, perfazendo cerca de
8 milhdes de documentos.

De acordo com os resultados reportados, o Albertina PT-PT estabeleceu um novo estado da arte
em testes de referéncia adaptados ao portugués, demonstrando desempenho superior ao BERTimbau

em tarefas como inferéncia textual e parafrase (Rodrigues et al., 2023).

2.3. Classificacao Tematica das Publica¢des Periodicas em Portugal

Em Portugal, as publicacdes periédicas enquadram-se no conceito de imprensa, conforme o estipulado
na Lei de Imprensa (1999). Este diploma define-as como reproducdes de textos ou imagens,
disponibilizadas ao publico em série continua, publicadas com um titulo fixo, uma periodicidade
definida e em formato impresso e/ou digital. Integram este conjunto os jornais, as revistas, os boletins
e os anuarios editados em fasciculos ou volumes sucessivos, independentemente do suporte utilizado
para a sua divulgacao.

Enguanto meios de comunicacdo social, as publica¢Ges periddicas estdo sujeitas a supervisdo e a
regulacdo da ERC, a quem compete o registo de todas as entidades editoras (Assembleia da Republica,
2005). O processo de registo implica a classificacdo de cada publicacdo segundo os critérios definidos
no artigo 10.2 da Lei de Imprensa (1999): a origem da edicdo (portuguesa ou estrangeira); o ambito ou
interesse geografico do tema (nacional, regional ou destinadas as comunidades estrangeiras); e o seu
conteldo (doutrindria, de informacgao geral e de informagao especializada).

Para uma caracterizagao mais completa das publica¢des periddicas, a ERC recolhe um conjunto de
dados para além dos legalmente exigidos, como o tipo de suporte (digital, impresso ou ambos), a
periodicidade, o website, a temadtica principal, entre outros. Visto que estes elementos nao
correspondem a uma categorizagao definida na lei, compete aos servicos da ERC estabelecer os
critérios para a sua classificagao.

A Lei de Imprensa (1999), apesar de ndo prever uma lista formal de categorias tematicas, fornece
no seu artigo 13.2 uma base para a diferenciacdo das publica¢des através do seu conteldo. Este artigo
distingue as publicacdes doutrinarias das informativas. As primeiras destinam-se a divulgacdo de uma
ideologia ou credo. As segundas, focadas na difusdo de informacdes ou noticias, dividem-se em duas
modalidades: de informacdo geral e de informacdo especializada. Uma publicacdo é de informacdo

geral quando o seu conteldo predominante sdo noticias ou informagdes ndo especializadas. Por outro
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lado, é considerada de informacdo especializada aquela que dedica grande parte do seu contetdo a
um dominio especifico, como a ciéncia, a literatura, a arte ou o desporto.

De acordo com a base de registos da ERC, a 6 de fevereiro de 2025, encontravam-se ativas 1 680
publicacGes periddicas. Relativamente a natureza do seu conteldo, 49,7% destas publicacées eram de
informacdo especializada, 44,6% de informacdo geral e os restantes 5,7% correspondiam a publica¢des
doutrinarias.

A andlise da classificacdo tematica, efetuada pelos servigos da ERC, revelou que a categoria mais
representativa era a de “Outros periédicos” (36,3%), seguida de “Jornal ndo diario” (25,8%). As
restantes categorias apresentavam valores inferiores a 10%, conforme se ilustra na Figura 2.2.

O sistema de classificacdo tematica atualmente utilizado pela ERC apresenta diversas limitacoes,
uma vez que as categorias combinam dimensdes distintas, como a periodicidade (ex.: didrio, ndo
diario), o tipo de publicacdo (ex.: jornal, revista) e o conteido tematico (ex.: turismo, desporto). Esta
sobreposicdo conduz a uma categorizacdo ambigua, dificultando a analise da realidade do setor da
imprensa em Portugal. Em consequéncia destas limitacGes, a ERC ndo procede a divulgacdo publica

dos dados com base nesta categorizacao.

Figura 2.2: Publicagbes Periddicas por Classificagdo Tematica da ERC*

Jornal ndo diario _ 25,8%
Informacgao cientifica e técnica _ 9,3%
Jornal didrio _ 9,2%
Politicas, filosoficas, religiosas e culturais - 6,6%
Turismo, viagens, lazer e desportos - 6,5%
Boletins e outros - 2,5%
Revistas femininas, masculinas e de imprensa familiar I 1,3%
Informagdo e reportagem I 1,0%
Informagao histérica e geografica I 0,7%
Infancia e juventude, BD e imprensa ilustrada I 0,5%
Revistas de radiotelevisdo e cinema I 0,4%

Outros periédicos 36,3%

N=1680
Fonte: ERC.
* A ERC reconhece as limitagdes do seu atual sistema de classificagdo tematica, bem como a existéncia de classificagdes

inadequadas em diversas publicagdes periddicas. Por este motivo, a entidade opta por ndo divulgar estes dados.
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CAPITULO 3

Revisao de Literatura

Apesar de ser uma das linguas mais faladas no mundo, o portugués’ é considerado uma lingua com
poucos recursos no campo do NLP (Garcia et al., 2024; Ramos et al., 2024; Santos et al., 2021). Isto
deve-se a escassez de conjuntos de dados de grande dimensao anotados e de modelos pré-treinados
especificos, quando comparado com o inglés. A maioria das investigacGes e dos recursos disponiveis
foca-se no portugués do Brasil. Esta disparidade leva a que muitas investigacdes em portugués
europeu que envolvam a aplicacdo de modelos transformers, recorram a modelos multilingues ou
modelos treinados na variante brasileira.

O modelo BERTimbau surge como encoder de referéncia em estudos com dados em portugués.
Por seu turno, o mBERT é utilizado como termo de comparacdo quando se pretende avaliar o
comportamento de um modelo multilingue em conjuntos de dados em portugués.

Embora tenham sido disponibilizados recentemente modelos especificos para o portugués
europeu, como a familia Albertina, a sua adog¢do na investigacdo encontra-se numa fase inicial. No
estudo de Ramos et al. (2024), o modelo nao foi incluido porque, a data da investigacdo, apenas estava
disponivel a versdo large, de elevado custo computacional, e os ensaios iniciais ndo indicaram
melhorias no desempenho (p. 101379).

A aplicacdo de transformers pré-treinados em classificacdo de texto em portugués europeu
ganhou expressdo em diversos contextos, como o da saude, do juridico-legislativo, da educacdo, das
redes sociais e contelidos medidticos, entre outros, demonstrando um desempenho superior quando
comparado com abordagens classicas de aprendizagem automatica e de aprendizagem profunda. Sem
pretender realizar uma revisdo exaustiva da literatura, nos paragrafos seguintes detalham-se alguns
estudos para ilustrar a aplicagao destes modelos em cada um dos dominios mencionados.

Na saude, Yang et al. (2022) compararam arquiteturas de deep learning com o modelo BERTimbau
na classificagdo automatica de chamadas para a linha de saldde do Servigo Nacional de Saude de
Portugal (SNS24). O objetivo consistiu em prever o percurso clinico mais adequado com base na
descricao textual dos sintomas, visando melhorar o desempenho do servico de triagem telefénica. Nos
testes preliminares, que consideraram a configuragdo predefinida de todas as redes, a arquitetura
baseada em transformers obteve o melhor desempenho, com uma acuracia de 78,2%, superando as

redes CNN (acuracia = 76,6%) e RNN (acurdcia = 75,9%).

7 Segundo o Instituto Camdes (2023), o portugués é a quarta lingua mais falada no mundo como lingua materna,
a seguir ao mandarim, inglés e espanhol.
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Posteriormente, os autores desenvolveram um processo estruturado de ajuste dos
hiperparametros, concebido para otimizar o desempenho do modelo encoder e reduzir o custo
computacional do treino. Esse processo incidiu em trés parametros: a taxa de aprendizagem (learning
rate), o nimero de épocas (epochs) e o tamanho do lote (batch size), ajustados de forma sequencial
para identificar a melhor combinacdo. Numa primeira fase, foram testadas varias taxas de
aprendizagem com os otimizadores Adam e a Descida do Gradiente Estocastico (Stochastic Gradient
Descent - SGD), de modo a observar o impacto na convergéncia do modelo. Numa segunda fase, o
numero de épocas foi aumentado progressivamente, avaliando-se o ponto de sobreajustamento a
partir das curvas de funcdo de perda e acurdcia. Por fim, procedeu-se a afinacdo do tamanho do lote,
testando diferentes valores para maximizar a estabilidade e a generalizacdo do modelo. O melhor
desempenho foi alcancado com o otimizador Adam, uma taxa de aprendizagem de 1x107® e um
tamanho do lote de 16, configuracdo que permitiu atingir uma acuracia do modelo BERTimbau de
80,6%.

No contexto juridico-legislativo, o estudo de Costa et al. (2024), focado na identificacdo
automadtica de encargos administrativos em documentos legislativos portugueses, evidenciou a
importancia da adaptacdo dos modelos pré-treinados baseados em transformers ao dominio ou a
tarefa em causa, como alternativa perante a escassez e/ou desequilibrio de dados. O corpus trabalhado
pelos autores compreendeu 19 465 passagens de texto, das quais apenas 5,89% continham encargos,
evidenciando um acentuado desequilibrio entre classes. Inicialmente, o modelo BERTimbau, apenas
ajustado com os dados classificados, resultou num desempenho de F1 igual a 50,0%.

Para melhorar o processo de classificagdo, os autores introduziram uma fase adicional de pré-
treino com 262 documentos legais ndo anotados, na qual o modelo foi submetido a um treino ndo
supervisionado durante 100 épocas, utilizando o otimizador AdamW e uma taxa de aprendizagem de
5x107°. Esta etapa, baseada na técnica MLM, permitiu ao modelo aprender a estrutura sintatica e o
vocabulario juridico portugués, melhorando a sua capacidade de representagao linguistica no dominio
legislativo. Apds esta fase, o modelo foi ajustado a tarefa de classificagdo binaria, alcangando um F1
de 79,4%.

Por seu lado, Santos et al. (2021), no campo da educa¢do, demonstraram como os transformers
pré-treinados podem auxiliar na criagdo de materiais pedagdgicos adequados ao nivel de proficiéncia
dos estudantes. Este estudo, focado no ensino de portugués como segunda lingua, aplicou modelos
como GPT-2 e RoBERTa para classificar textos segundo os niveis do Quadro Europeu Comum de
Referéncia para as Linguas (QECR), estabelecendo um novo estado da arte para esta tarefa, mesmo
com conjuntos de dados de dimensdo reduzida. O modelo GPT-2, ja pré-treinado e posteriormente
adaptado do inglés para portugués, foi diretamente ajustado ao corpus anotado de 500 textos

fornecido pelo Camdes I.P. Enquanto o RoBERTa foi treinado de raiz, pelo que os autores recorreram
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a 10 milhGes de frases em portugués e 10 milhdes em inglés provenientes do corpus multilingue
OSCAR, antes de ser também ajustado a tarefa de classificacdo. O GPT-2 revelou-se o0 modelo com
melhor desempenho com uma acuracia em torno de 75%. Segundo os autores, os resultados obtidos
através de modelos pré-treinados baseados em transformers sao “boas noticias para as linguas sub-
representadas que ndo possuem as ferramentas necessarias para a extragdo de caracteristicas” (p.
723, traducdo proépria) exigida por outras abordagens.

Os modelos transformer tém ganho relevancia como alternativa na moderag¢do de conteldos em
redes sociais, especialmente na detecdo de discurso de ddio, destacando-se os estudos de Fialho et al.
(2024) e de Ramos et al. (2024), ambos desenvolvidos no projeto kNOWHATE, financiado pela Unido
Europeia. O primeiro estudo, aplicado a comentdrios em YouTube, foca-se na classificagdo de um
comentdrio como “neutro”, “discurso de odio” ou “contradiscurso”, considerando sempre o
comentario anterior como contexto. Para tal, Fialho et al. (2024) compararam o desempenho de
guatro modelos transformer: o mBERT, o XLM-R, o BERTimbau e um modelo pré-treinado em discurso
de édio em portugués o HateBERTimbau. Os modelos foram treinados com o otimizador Adam, com
uma taxa de aprendizagem de 1x107°, durante 10 épocas e com um tamanho do lote de 16. Os
resultados indicaram que em termos gerais o0 XLM-R apresentou o melhor desempenho médio (F1 =
73,2%), ainda assim a analise por categoria destacou o modelo BERTimbau na categoria
“contradiscurso” (F1 =41,7%), o modelo HateBERTimbau na categoria “discurso de 6dio” (F1 = 78,6%)
e 0 XLM-R na categoria “neutro” (F1 = 76,2%).

Por sua vez, o estudo de Ramos et al. (2024) abordou a tarefa de classificacdo binaria de detecdo
de discurso de édio, comparando o desempenho de modelos decoder e encoder em comentarios do
YouTube e Twitter (atualmente X). Os autores testaram os modelos decoder GPT-3.5, GPT-4, Gemini-
Pro e Mistral-7B-Instruct-v0.3, introduzindo contexto ou ndo na instru¢do (prompt), e os modelos
encoder BERTimbau, BERTimbau-hatebr, mDeBERTa-hatebr e HateBERTimbau. Apesar dos modelos
BERTimbau-hatebr e mDeBERTa-hatebr serem treinados com dados relativos ao discurso de ddio, os
autores realizaram um pré-treino com os dados utilizados no estudo, o que resultou em melhorias de
desempenho. O processo de treino para a tarefa de classificagao seguiu as recomendagdes de Devlin
et al. (2019), com um tamanho do lote de 32, taxa de aprendizagem de 2x107° e trés épocas. Para o
conjunto de dados do YouTube, o modelo HateBERTimbau apresentou o melhor desempenho (F1 =
87,1%), corroborando a ideia de que os modelos transformers pré-treinados para a tarefa tendem a
ser mais eficazes; quanto aos dados da plataforma Twitter, o modelo decoder GPT-3.5 sem contexto
destacou-se (F1 =50,2%).

No que diz respeito aos estudos sobre a categorizagdo de conteldos mediaticos em portugués
europeu, Yanchuk et al. (2022) testaram o desempenho de modelos de aprendizagem automatica e de

aprendizagem profunda, incluindo o modelo BERTimbau, na classificacdo binaria de noticias como
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“estigmatizantes” ou “literais”, em referéncia aos termos esquizofrenia e psicose. Os resultados
indicaram que o modelo BERTimbau apresentou valores de acuracia de 92,0%, ultrapassando as redes
neuronais de memdria de longo e curto prazo bidirecional (Bidirectional Long Short-Term Memory —
Bi-LSTM) (acurdcia = 91,3%), CNN (acurdcia = 87,8%) e de memdria de longo e curto prazo (Long Short-
Term Memory — LSTM) (acuracia = 87,2%).

Contudo, o estudo destaca-se por demonstrar que o BERTimbau ndo conseguiu superar as
abordagens classicas de aprendizagem automatica. Os classificadores Naive Bayes e Regressdo
Logistica, utilizando uma representacdo vetorial baseada na técnica Frequéncia do Termo-Frequéncia
Inversa do Documento (Term Frequency-Inverse Document Frequency — TF-IDF), alcangaram valores de
acuracia superiores, de 93,4% cada. Este resultado evidencia que, em cenarios especificos como o
analisado, um modelo encoder, mesmo sem uma fase de pré-treino com dados do dominio, demonstra
uma elevada competitividade, alcancando um desempenho préximo das abordagens classicas
otimizadas.

Quanto a classificacdo tematica de conteidos mediaticos em portugués, sobressaem os estudos
aplicados a noticias em portugués do Brasil. A titulo de exemplo, Garcia et al. (2024) realizaram uma
analise comparativa entre métodos classicos de aprendizagem automatica, redes neuronais e o
modelo transformer BERTimbau, avaliando o desempenho de classificacdo e os custos computacionais.
O BERTimbau, ajustado aos dados previamente classificados, apresentou os melhores resultados nas
diferentes bases de dados testadas, ainda que com tempos de processamento superiores as restantes
abordagens. O classificador Maquina de Vetores de Suporte (Support Vector Machine — SVM) com TF-
IDF revelou-se competitivo quando o custo computacional é determinante, combinando bom
desempenho com baixa exigéncia de recursos. Ainda assim, os autores salientam a simplicidade
operacional do BERTimbau por eliminar etapas de pré-processamento, pois os resultados foram
obtidos com dados em bruto, e recomendam-no quando a acurdcia é o fator critico, apesar do maior

custo computacional (p. 12).
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CAPITULO 4

Abordagem Metodoldgica

O presente capitulo descreve a metodologia aplicada para o desenvolvimento do processo de
classificacdo temdtica automatizada das publicagdes periddicas registadas na ERC com presenca
digital. O objetivo central consistiu em identificar, para cada publicagdo, uma Unica categoria temdtica,
isto é, o tema dominante, a partir do conteldo textual disponibilizado nos respetivos sitios eletrénicos.

O processo envolveu varias etapas, como se observa na Figura 4.1, que compreenderam a
definicdo de um novo sistema de classificagdo tematica, a categorizacdo manual das publicac¢oes, a
extracdo de dados, a construcdo das bases de dados segundo o tipo de classificacdo, a preparacdo dos
documentos, e, por fim, o treino e avaliacdo das experiéncias realizadas com os modelos pré-treinados

baseados em transformers, ajustados para a tarefa de classificacdo de texto.

Identificacao das publicag6es periédicas com presencga digital
Classificagao manual

Extracao dos dados

Extracéo por etiquetas Extracao textual integral

Construcao das bases de dados

Classificacdo multiclasse Classificagdo binaria

Configuragao dos documentos

Com pré-processamento Sem pré-processamento

Modelacao e avaliagao

Modelo decoder (baseline) Modelos encoder

Fonte: Elaboragdo prépria.

Figura 4.1: Esquema Geral do Processo Metodoldgico Aplicado a Classificagdao Tematica das
Publicagdes Periddicas

4.1. Classificagao Manual

Antes da classificagdo manual das publica¢cdes periddicas, elaborou-se um sistema de categorias
temadticas, para o qual contribuiram membros do Conselho Regulador, da Unidade de Registo e
técnicos da ERC. O sistema, ilustrado na Tabela 4.1, compreende nove categorias tematicas,
organizadas por tipo de contelddo. A sua conce¢do baseou-se nos sistemas de categorizacdo de
publicacGes periddicas aplicados pelo Instituto Nacional de Estatistica (INE) e pela Associacdo

Portuguesa para o Controlo de Tiragem e Circulacdo (APCT), os quais se apresentam no Anexo A.
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Tabela 4.1: Sistema de Categorias Tematicas

Conteudo Categoria tematica
Informacao geral Geral
Informacao especializada Desporto

Economia, financas, gestdao e negdcios

Artes e cultura

Estilo de vida e lazer

Ciéncia, educacdo e histéria

Politica, administracdo publica, direito e sociedade
Doutrinaria Religido

Doutrinas politicas/sociais
Fonte: Elaboragdo prépria.

A classificacdo tematica de cada publicacdo teve como critério principal a andlise do seu conteudo.
No entanto, foram igualmente ponderados outros elementos, como o estatuto editorial, as descricdes
da publicacdo e da entidade proprietdria, e a definicdo do publico-alvo, caso estivesse disponivel no
sitio eletrénico da publicacdo periédica. Para apoiar a aplicacao dos critérios de classificacdo manual e
assegurar a sua coeréncia interna, definiram-se subcategorias tematicas especificas para cada
categoria (ver Anexo A).

Identificou-se como objeto de estudo as publicacdes periddicas com presenca digital, exclusiva ou
também divulgada em papel. Estas publicacGes podem ser um documento digital ou um sitio
eletréonico. Nos registos da ERC, a 6 de fevereiro de 2025, totalizavam 1 185 titulos com estas
caracteristicas, o que correspondia a 70,5% do universo de publicagdes registadas; as restantes eram
publicagGes divulgadas exclusivamente em formato impresso.

Do total de publicagGes com presenca digital, excluiram-se 197 publica¢gGes por motivos técnicos
ou metodolégicos. As exclusdes técnicas deveram-se a auséncia de registo do sitio eletrénico na base
da ERC (49 publicacGes) ou a impossibilidade de definir um tema dominante a partir da informacdo
disponivel no website da publicacdo (38 publicagdes). A exclusdo metodoldgica abrangeu 110
publicagbes periddicas, previamente definidas como de informagdo geral. Esta exclusao justifica-se por
se considerar que o numero de publicagdes classificadas como “Geral” era ja suficiente para os
objetivos do estudo.

Resultou deste processo a classificagdo do tema dominante de 988 publica¢des periddicas. Como
se observa na Figura 4.2, a maioria (57,4%) enquadra-se nas categorias definidas para as publicacdes
de informacado especializada, seguindo-se as publicages de informacgado geral (38,9%) e, por fim, as de
conteldo doutrinario (3,7%).

Dentro do grupo de informacgédo especializada, as categorias com maior expressdo sao as de “Estilo

de vida e lazer” (15,3%) e “Economia, finangas, gestdo e negdcios” (14,5%). No que respeita as
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publicagGes doutrindrias, a tematica religiosa representa 2,6% da amostra total, enquanto a de

“Doutrinas politicas/sociais” corresponde a 1,1%.

Estilo de vida e lazer _ 15,3%

Economia, finangas, gestdo e negdcios 14,5%

Ciéncia, educagdo e historia _ 10,2%
Politica, administragdo publica, direito e sociedade - 7,3%
Desporto - 6,9%
Artes e cultura . 3,2%

Religizo 2.6% B Informagdo geral

B Informagdo especializada

Doutrinas polltlcas/SOC|a|s 1,1% Doutrinria

N =988
Fonte: Elaboragdo prépria.
Figura 4.2: Publicagdes Periddicas Classificadas Manualmente

Considerando que as publicacées de informacdo especializada e as doutrindrias difundem
conteudos maioritariamente centrados num Unico tema, enquanto as de informagdo geral abordam
uma diversidade tematica, optou-se por numa primeira fase, realizar a extracdo de dados e a
classificacdo do tema dominante das publicacbes de informacdo especializada e doutrindria
(classificagdo multiclasse). Numa segunda fase, procedeu-se a extra¢do de dados das publicacées de
informacdo geral e a aplicacdo da classificacdo em articulacdo com os dados previamente extraidos

das publica¢Ges especializadas ou doutrinarias (classificagdo binaria).

4.2. Extracao de Dados

Considerando o volume de publicagdes periddicas, recorreu-se a técnicas de web scraping com o
objetivo de extrair o conteudo textual disponibilizado nos respetivos sitios eletrénicos. Para este
processo utilizou-se a biblioteca de Python BeautifulSoup,® que permitiu recolher e estruturar os dados
extraidos numa base de dados destinada a posterior classificagdo automatica.

Nos casos em que as publicacGes estavam apenas disponiveis em formato de documento digital
transferivel, a extragdo nao incidiu sobre o ficheiro em si. Em alternativa, procedeu-se a extracdo do
texto a partir da pagina web que continha a informag¢do mais relevante para a definicdo do tema da
publicacdo periddica.

Definiram-se duas abordagens distintas de extragdo:

8 Consultar: https://www.crummy.com/software/BeautifulSoup/
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1. Extracdo textual integral, baseada no método get_text(), que permite obter apenas o texto
visivel em cada elemento HTML (HyperText Markup Language), removendo cddigo, atributos
e elementos aninhados.

2. Extracdo por etiquetas, que consiste na recolha seletiva de texto associado a um conjunto de

etiquetas HTML previamente identificadas como potencialmente informativas.

Na segunda abordagem, avaliou-se previamente a relevancia do texto contido nos diferentes
atributos HTML para classificar o tema da publicacdo. Para esse efeito, realizou-se uma experiéncia
exploratéria em 150 sitios eletrdonicos de publicagdes periddicas de informacdo especializada ou
doutrinaria, selecionados de forma aleatoria.

Numa primeira etapa, examinou-se o cddigo HTML de dez sitios, identificando-se os principais
atributos passiveis de conter texto relevante: cabegalhos (<h1>, <h2>, <h3>, <h4>, <h5> e <h6>),
paragrafos (<p>), ancoras com hiperligacdo (<a>), elementos de formatacao (<b>, <strong>, <em>, <i>,
<small>, <mark>, <ins>), citacbes curtas e longas (<g>, <blockquote>), tabelas (<td>) e listas (<li>).
Posteriormente, procedeu-se a extracdao do conteldo dessas etiquetas, assim como a sua avaliacao

gualitativa.

Tabela 4.2: Extracdo por Etiquetas e Relevancia da Informagdo em 150 Sitios Eletrénicos de
PublicacGes Periddicas
Texto relevante para a

Elemento HTML Extracdo de texto g
(Etiqueta) classificagao

Ne de sitios % N2 de sitios %
a 139 92,7% 112 80,6%
p 125 83,3% 88 70,4%
li 134 89,3% 70 52,2%
h3 101 67,3% 47 46,5%
h2 105 70,0% 48 45,7%
h4 63 42,0% 19 30,2%
h5 25 16,7% 5 20,0%
h1 77 51,3% 8 10,4%
td 12 8,0% 1 8,3%
strong 54 36,0% 3 5,6%
h6 18 12,0% 1 5,6%
b 20 13,3% 0 0,0%
em 11 7,3% 0 0,0%
small 11 7,3% 0 0,0%
blockquote 6 4,0% 0 0,0%
i 5 3,3% 0 0,0%
mark 1 0,7% 0 0,0%
ins 0 0,0% 0 -
q 0 0,0% 0 -

Fonte: Elaboragdo propria.
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Dos 150 sitios testados, em apenas 11 ndo foi possivel recolher dados; nos restantes, obteve-se
texto em um ou mais dos atributos identificados, destacando-se as etiquetas <a>, <li> e <p>, presentes
em 92,7%, 89,3% e 83,3% dos sitios, respetivamente, como se observa na Tabela 4.2. A andlise do
conteldo recolhido demonstrou que 80,6% do texto contido em <a> e 70,4% do texto em <p>
apresentaram informacdo relevante para a classificagdo temdtica das publicagdes. Em contrapartida,
a relevancia do texto extraido de atributos como listas, cabecgalhos, tabelas e do elemento de énfase
<strong> foi menor, com valores que se situaram entre 5,6% e 52,2%. Por seu lado, as etiquetas <b>,
<em>, <small>, <blockquote>, <i>, <mark>, <ins> e <q> revelaram utilidade nula para este fim. Assim,
concluiu-se que as etiquetas <a> e <p> constituem as fontes mais presentes e consistentes de dados
textuais relevantes, razao pela qual a extracdo por etiquetas incidiu sobre estas duas.

Importa referir que os dados extraidos correspondem a informacdo publica, ndo pessoal,
disponivel nos sitios eletrénicos das publicacdes. Nao foi necessaria autenticacdo ou criacdo de conta
para aceder a informacdo, tendo-se respeitado os casos em que o acesso era tecnicamente negado.
Avaliaram-se igualmente os potenciais danos que o processo de scraping poderia causar aos
utilizadores individuais e as plataformas, os quais se demonstraram nulos, e implementaram-se
técnicas de limitacdo da taxa de pedidos de forma a reduzir a carga de extracao e a evitar instabilidades
nos sitios eletrénicos. Assim, a recolha de dados, conduzida de forma responsavel e com finalidade
exclusivamente cientifica, encontra-se alinhada com os padrdes éticos reconhecidos para a
investigacdo com recurso a web scraping (Brown et al., 2024).

A extracdo de dados textuais foi realizada de forma faseada, numa primeira fase para as
publicacGes especializadas ou doutrinarias e, posteriormente, para as publica¢des classificadas como
“Geral”. Depois da extracdo, removeram-se os registos duplicados, as publicages que negaram o
acesso e 0s casos em que o conteldo se encontrava vazio. Cada sitio eletrdnico extraido foi arquivado
com indicagdo da data e da hora da extragao.

No conjunto de publicagdes de informagao especializada ou doutrinaria, a abordagem orientada
na extracao exclusiva de texto visivel permitiu obter dados de 583 publicagdes periddicas, enquanto a
abordagem baseada na extragdo de texto contido em etiquetas especificas forneceu informagdo de
574 publicagGes. No caso das publicagdes de informacdo geral, ambas as abordagens resultaram na

recolha de dados de 373 publica¢des cada.

4.3. Base de Dados

O processo de classificagdo de texto foi desenvolvido em duas etapas. Na primeira, realizou-se a
classificagdo multiclasse do conjunto de publicagdes periddicas previamente categorizadas nas oito

classes tematicas definidas para conteldos especializados ou doutrinarios. Na segunda, procedeu-se
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a classificacdo binaria, distinguindo entre as publicagGes periddicas de informacdo geral e as
publicacdes de informacado especializada ou doutrindria. Para este fim, construiram-se duas bases de
dados, ambas compostas pelos indicadores apresentados no Anexo B, incluindo o texto extraido
segundo o tipo de abordagem descrita na seccdo 4.2.

Com vista a garantir a comparabilidade, consideraram-se apenas as publicacGes periddicas com
dados extraidos por ambas as abordagens. Assim, eliminaram-se os casos em que apenas uma das
abordagens de extracdo forneceu dados. Este processo de uniformizagdo resultou numa base de dados
de 570 publicacdes para a classificacio multiclasse e de 736 publicacdes para a classificacdo bindria.’

Para identificar a forma mais adequada de tratar os documentos, avaliou-se o desempenho da
classificacdo entre os dados em bruto e os dados apds o pré-processamento. Nesse sentido, foi
aplicado um conjunto de transformacdes com vista a limpeza e normalizacdo do texto. Esta etapa de
pré-processamento envolveu os seguintes procedimentos:

e Acorrecdo de erros de codificacdo de caracteres, assegurando que todos os textos fossem
convertidos para um formato uniforme (UTF-8). Simultaneamente, eliminaram-se
elementos de ruido resultantes da presenca de caracteres invalidos ou ndo reconhecidos
no padrdo Unicode.

e A eliminacdo de ligacGes, enderecos de correio eletrénico, nimeros de telefone, fax e
telemoével, bem como identificadores de depdsito legal, IBAN ou nimeros extensos sem
relevancia semantica. Do mesmo modo, retiraram-se referéncias a moradas e codigos
postais.

e A remocgdo de termos associados a navegagdo e a estrutura dos sitios eletrénicos (por

V] ”n u

exemplo: “home”, “contactos”,

n u

politica de privacidade”, “subscreva a nossa newsletter”,
“ler mais”, entre outros), de forma a preservar apenas o conteldo editorial relevante.

o Aidentificacdo e eliminagdo de frases e sequéncias de palavras duplicadas.

e A remocdo de caracteres especiais que ndo acrescentavam significado semantico (por
exemplo, simbolos graficos ou marcas tipograficas descontextualizadas), bem como dos
sinais de pontuagdo que apareciam de forma isolada ou desarticulada do enunciado. Do
mesmo modo, eliminaram-se combinagdes redundantes de pontuagdo (como multiplos
pontos, virgulas ou hifenes consecutivos). A pontuagdo remanescente foi normalizada, de
modo a respeitar as convengdes ortograficas e a estrutura sintatica das frases,

assegurando a legibilidade e a coeréncia gramatical do texto.

9 Apés o processo de uniformizagdo do conjunto de dados extraido das publicacdes de informac&o geral, obteve-
se um total de 368 publicagdes. Para a construgdo da base de classificagdo binaria, selecionou-se aleatoriamente
uma amostra estratificada composta por 368 publica¢des de informac&o especializada ou doutrinaria, que foram
integradas com as publica¢cdes de informacao geral.
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e A conversdo do texto para minusculas para garantir a uniformidade lexical.

Na Tabela 4.3, apresentam-se as medidas descritivas dos textos extraidos pelas duas abordagens
consideradas, segundo o estado de pré-processamento, para a base de dados final constituida pelas
publicacdes periddicas de informacao especializada ou doutrindria. Observa-se que a extracao do texto
integral tende a ter, em média, um volume superior de palavras por documento (1 321,7 antes do pré-
processamento e 1 167,6 depois do pré-processamento) face a extragdo por etiquetas (1 093,2 antes
e 801,6 depois).

Do mesmo modo, em ambas as técnicas de extracdo, verifica-se uma grande variabilidade nos
tamanhos dos documentos, mas a extracdo textual integral apresenta uma dispersao superior (2 282,5
antes do pré-processamento e 2 138,9 depois), quando comparada com a extragdo por etiquetas
(1693,4 e 1366,9, respetivamente). A mediana, indicador menos sensivel a valores extremos,
corrobora estas analises.

Como esperado, a aplicacdo das regras de limpeza e normalizacdo resultou numa reducdo do
volume de texto. Verificou-se que a reducdo média de palavras por documento foi maior na extracao
por etiquetas, que passou de uma média de 1 093,2 para 801,6 palavras (redugdo de 26,7%), enquanto

na extragao textual integral a média diminuiu de 1 321,7 para 1 167,6 (redugdo de 11,7%).

Tabela 4.3: Estatisticas Descritivas dos Textos Extraidos por Etiquetas e de Forma Integral, Antes e
Apds Pré-Processamento — Base de Dados para a Classificacdao Multiclasse

Medidas descritivas Extracao por etiquetas Extragdo textual integral
Texto Texto Texto Texto
por documento ) 3 ) 3
extraido pré-processado extraido pré-processado
Média 1093,2 801,6 1321,7 1167,6
Desvio padrao 1693,4 1366,9 2 282,5 2 138,9
Mediana 683,5 478,0 875,0 771,0
Minimo 12 1 47 28
Maximo 15613 14 208 41 861 40 234

Fonte: Elaborag3o prépria.

A distribuicdo das categorias desta base de dados, representada na Figura 4.3, mantém a ordem
de importancia obtida no processo de categorizacdo manual explicado anteriormente na seccdo 4.1,
ou seja, as categorias “Estilo de vida e lazer” (25,1%) e “Economia, finangas, gestdo e negdcios” (24,7%)
surgem com maior expressdo, enquanto as publicagdes doutrindrias apresentam uma menor
percentagem de publicagdes, especificamente, as de “Religido” 4,4% e as de “Doutrinas

politicas/sociais” 1,6%.
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Estilo de vida e lazer

Economia, finangas, gestdo e negdcios

Ciéncia, educacdo e histéria

Politica, administragdo publica, direito e sociedade
Desporto

Artes e cultura

Religido

Doutrinas politicas/sociais

N =570
Fonte: Elaboragdo prépria.

Figura 4.3: Publicacbes Periddicas por Categoria Tematica — Base de Dados para a Classificacdo
Multiclasse

Como se observa na Tabela 4.4, a andlise descritiva da base de dados para a classificacdo binaria
confirma as tendéncias previamente identificadas no conjunto de dados para a classificacdo
multiclasse. Também neste caso, a extracdo textual integral resultou em documentos de maior volume
e variabilidade face a extracdo seletiva por etiquetas. Adicionalmente, o impacto do pré-
processamento foi mais acentuado nos textos extraidos por etiquetas, que registaram uma redugdo

de 29,6%, valor que supera em mais do dobro a redugdo verificada na extragdo integral (13,2%).

Tabela 4.4. Estatisticas Descritivas dos Textos Extraidos por Etiquetas e de Forma Integral, Antes e
Apds Pré-Processamento — Base de Dados para a Classificagao Bindria

Medidas descritivas Extragao por etiquetas : Extragao textual integral :
Texto Texto pré- Texto Texto pré-
por documento ) )
extraido processado extraido processado
Média 1202,1 846,5 1453,0 1260,6
Desvio padrao 1841,8 1505,4 22231 2027,3
Mediana 797,5 523,5 1040,5 911,0
Minimo 9 3 21 11
Mdximo 26 427 21304 41 861 40234

Fonte: Elaboragdo propria.

No que diz respeito a distribuicdo das categorias da base de dados para a classificagdo binaria,

50,0% das publicagdes periddicas correspondem a “Informacgdo geral” e os restantes 50,0% a

“Informac3o especializada”.1°

0 Dado o numero reduzido e a especificidade temética das publicacdes doutrinarias, estas foram agregadas a
esta categoria.
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Para o processo de modelagdo, ambas as bases de dados foram subdivididas em trés conjuntos
distintos: um conjunto de treino, correspondendo a 70% dos dados; um conjunto de validacao,
representando 10%; e um conjunto de teste, relativo aos 20% restantes. Esta divisdo considerou a

proporg¢do das categorias em cada conjunto.

4.4. Experiéncias de Classificacao de Texto

Definiram-se cinco experiéncias de classificacdo automatica (ver Figura 4.4). A primeira correspondeu
a definicdo de um modelo de referéncia (baseline), para o qual se selecionou o modelo decoder
EuroLLM. As restantes experiéncias foram realizadas com os modelos encoder mBERT, XLM-R,
BERTimbau e Albertina. Todos os modelos est3o disponiveis no repositério Hugging Face,'! e a sua

implementac3o e avaliacdo foram realizadas na plataforma Google Colaboratory (Colab).*?

Modelo decoder — .
EuroLLM (baseline) — Previsdo sobre os 4 096 tokens iniciais
Treino e validacao Teste
== | Texto truncado — Texto truncado
— nos 512 tokens — m (O nos512 tokens
iniciais iniciais

Modelos encoder Texto truncado

mBERT = ﬁqﬁ = m (' hos 512 tokens
XLM-R iniciais
BERTimbau ocumentos divididos em partes
Albertina
= ﬁ - C
= g ﬁ - C
= e
Documentos divididos em partes Documentos divididos em partes

Agregacdo das partes (experiéncia 4)

C através da média de probabilidades.
Decisdo final: classe associada a maior
probabilidade.

o lo¥e
$

B

Fonte: Elaboragdo prépria.

Figura 4.4: Experiéncias de Classificacdo de Texto

11 Consultar: https://huggingface.co/
12 Consultar: https://colab.research.google.com/
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Ainclusdo de um modelo decoder como modelo de referéncia teve como objetivo estabelecer um
ponto de comparacao na tarefa de classificacao face as arquiteturas encoder. Optou-se pelo EuroLLM
por se tratar de um modelo multilingue de grande dimensdo que inclui o portugués europeu na fase
de treino. A sua arquitetura, composta por 9,15 mil milhGes de pardametros, e o comprimento maximo
de sequéncia de 4 096 tokens permitem ao modelo considerar dependéncias de longo alcance no
texto, caracteristica relevante para o processamento de textos longos. A classificagdo com este modelo
foi realizada através de uma instrucdo sem exemplos ou contexto prévio (zero-shot classification),

conforme apresentado na Figura 4.5.

Analise o texto abaixo e determine a sua categoria temdtica predominante.
A sua resposta deve ser EXCLUSIVAMENTE o nome exato de UMA das
seguintes categorias, sem qualquer texto adicional, explicagao ou pontuagao.

Categorias temdticas validas: {categorias}

Texto para analise:"{texto}"

Categoria predominante: {categoria}

Figura 4.5: Instrucdo para a Classificacdo através do Modelo EuroLLM

Quanto a selecdo dos modelos encoder, teve por objetivo avaliar o desempenho entre modelos
multilingues, como o mBERT e o XLM-R, e modelos especializados na lingua portuguesa, como o
BERTimbau e o Albertina.

A opcao por realizar diferentes experiéncias com os modelos encoder justificou-se pela limitagdo
do comprimento maximo de sequéncia de entrada, fixado em 512 tokens. Os textos que ultrapassavam
esse limite eram truncados, conduzindo a perda de informagdo potencialmente relevante para a
classificacdo (ver Anexo C).1* Como resposta a esta limitac3o, definiu-se uma estratégia destinada a
modelar a totalidade dos dados extraidos.

A segunda experiéncia consistiu na utilizacdo dos 512 tokens iniciais de cada documento para os

conjuntos de treino, validagdo e teste. Nas duas experiéncias seguintes, aplicou-se, nos conjuntos de

13 Na base de dados para classificacio multiclasse, a abordagem de extracdo por etiquetas com pré-
processamento demonstrou os valores mais baixos de documentos truncados, situando-se aproximadamente
em 69% para a maioria dos modelos, sendo a excegdo o Albertina, que registou 84,4%. Em contraste, o método
de extracgdo integral sem pré-processamento registou as maiores taxas de documentos truncados, com valores
superiores a 86%. Nas experiéncias com os modelos encoder, o Albertina apresentou a maior percentagem de
documentos que ultrapassaram o limite de 512 tokens. A mesma tendéncia verificou-se na base de dados
utilizada para a classificagao bindria, com valores superiores aos observados na base de dados para a classificagdao
multiclasse.

O modelo EuroLLM, por permitir uma sequéncia de entrada mais extensa (até 4 096 tokens), registou taxas de
truncamento inferiores, com valores que variaram entre 2% e 16% (ver Anexo C).
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treino e validacao, a divisdao dos documentos em segmentos de 500 tokens, com uma sobreposicado de
100 tokens entre segmentos, de forma a reduzir a perda de contexto.

A diferenca entre a terceira e quarta experiéncia residiu na configuracdo do conjunto de teste.
Como se observa na Figura 4.4, na terceira experiéncia os modelos previram com base nos 512 tokens
iniciais de cada documento. Na quarta, a previsdo realizou-se sobre os segmentos do conjunto de teste,
obtidos através da estratégia de divisdo dos documentos anteriormente descrita.

A Ultima experiéncia dos modelos encoder foi construida a partir dos resultados da quarta
experiéncia, introduzindo um método de agregacdo baseado nas probabilidades atribuidas pelos
modelos. Este processo de agregacao considerou os logits produzidos pelo modelo para cada parte do
documento. Estes logits foram transformados em distribuicdes de probabilidade sobre as categorias
através da funcdo softmax. De seguida, para cada documento, os vetores de probabilidade
correspondentes as suas partes foram agrupados e combinados através da média. O vetor resultante
representou a probabilidade média do documento em cada categoria. Finalmente, aplicou-se a
operacdo argmax a este vetor médio, selecionando como previsdo final do documento a categoria
associada a maior probabilidade.

Conforme referido anteriormente, todas as experiéncias foram aplicadas em primeiro lugar ao
conjunto de dados definido para a classificacdo multiclasse e, posteriormente, a base de dados de
classificagcdo bindria. Em cada um destes conjuntos de dados — multiclasse e binario — avaliaram-se
as abordagens de extragdo de texto, realizadas quer por etiquetas quer pela extragdo textual integral,
com e sem aplicacdo de pré-processamento. No total, testaram-se 136 modelos (68 para cada base de
dados), dos quais oito correspondiam aos modelos baseline (quatro para cada base de dados),
enquanto os restantes 128 resultaram das experiéncias com os modelos encoder (64 para cada base
de dados).

No que respeita a configuragdo dos parametros de treino dos modelos encoder, considerou-se o
otimizador AdamW, uma taxa de aprendizagem de 2x107° e cinco épocas de treino, com aplica¢do do
método Early Stopping para prevenir o sobreajustamento. Relativamente ao tamanho do lote, definiu-
se um valor de 16 para os modelos mBERT e BERTimbau, enquanto para os modelos Albertina e XLM-
R se optou por um tamanho do lote de oito, devido a escassez de recursos computacionais e a maior
exigéncia de memdria GPU associada a estes modelos.

No que se refere ao modelo decoder, atendendo a que possui 9,15 mil milhdes de parametros e
que a GPU disponibilizada pela plataforma Google Colab na sua versdo gratuita apresenta VRAM

limitada, recorreu-se a quantizacdo a 4 bits para possibilitar o carregamento e a execu¢do do modelo.
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CAPITULO 5

Resultados e Discussao

Neste capitulo apresentam-se os resultados obtidos nas cinco experiéncias definidas no capitulo

anterior. Em primeiro lugar, realiza-se uma analise descritiva das métricas de desempenho obtidas

tanto na classificagdo multiclasse como na classificagdo bindria. Posteriormente, discutem-se os

resultados alcangados, relacionando-os com os objetivos definidos para a presente dissertagao.

Para a avaliagdo do desempenho dos modelos de classificagdo, recorreu-se as seguintes métricas:

Acuracia (Eq. 4.1): Mede a proporcdo de previsGes corretas sobre o total de previsGes
realizadas. E uma medida adequada quando as classes estdo equilibradas, podendo ser

enganadora em contextos de desequilibrio de classes (J. Han et al., 2012, p. 364).

. Verdadeiros positivos + Verdadeiros negativos
Acuracia = (4.1)
Total de amostras

Precisdo (Eq. 4.2): Indica, de todas as previsGes feitas para uma classe, quantas estavam
efetivamente corretas.

o Verdadeiros positivos
Precisao = - — — (4.2)
Verdadeiros positivos + Falsos positivos

Sensibilidade (Eqg. 4.3): Mede a capacidade do modelo para identificar corretamente todas as
instancias positivas.

. Verdadeiros positivos
Sensibilidade = , — . (4.3)
Verdadeiros positivos + Falsos negativos

F1-score (Eq. 4.4): Corresponde a média harmdnica entre precisdo e sensibilidade.

1 5 Precisao X Sensibilidade (4.4)
= X .
Precisao + Sensibilidade

Segundo J. Han et al. (2012, p. 370), as medidas de precisdo, sensibilidade e F1 proporcionam uma

avaliacdo mais robusta em cenarios de desequilibrio entre classes. Nesse sentido, considerando o

desequilibrio entre as categorias na classificagdo multiclasse, optou-se por apresentar as métricas de

precisdo, sensibilidade e F1 ponderadas. Este método consiste em calcular a média das métricas

obtidas para cada classe, ponderando-as pela respetiva frequéncia relativa, de modo que o resultado

reflita a distribuicdo real dos dados. A leitura dos resultados privilegia a métrica F1, que sintetiza a

precisdo e a sensibilidade num Unico indicador.
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Para a classificagdo binaria, embora as categorias estivessem equilibradas e a acuracia pudesse
constituir uma métrica adequada, optou-se por manter o F1 como principal indicador de desempenho,
de modo a assegurar a consisténcia na analise comparativa, uma vez que nao se verificaram grandes
diferencas em relagdo a acuracia. Importa ainda referir que, na classificagao binaria, a classe positiva
corresponde a categoria “Informacdo geral” e que as métricas de precisdo, sensibilidade e F1
apresentadas correspondem a esta classe.

Apresentam-se também as matrizes de confusdo correspondentes aos melhores modelos de

ambos os processos de classificacao.

5.1. Classificacao Multiclasse

A andlise comparativa dos resultados indica um melhor desempenho dos modelos encoder em relacao
ao modelo decoder utilizado como referéncia. O melhor resultado obtido pelo EuroLLM correspondeu
a 60,7% de F1, enquanto os modelos mBERT, XLM-R, BERTimbau e Albertina alcancaram valores acima
de 81%, conforme evidenciado na Tabela 5.1, onde se apresentam os trés melhores resultados de cada

experiéncia com modelos encoder.

Tabela 5.1: Melhores Resultados por Experiéncias na Classificacdo Multiclasse

Experiéncia Modelo Extragdo Pré-processamento Acuracia F1 Precisdo Sensibilidade
EuroLLM Etiquetas Sem pré-processamento 55,7% 56,5% 65,1% 55,7%
EuroLLM Etiquetas Com pré-processamento 60,0% 60,7% 72,1% 60,0%
EuroLLM Integral Sem pré-processamento 56,7% 55,3% 74,5% 56,7%
EuroLLM Integral Com pré-processamento 54,8% 54,6% 65,1% 54,8%
Albertina Integral Sem pré-processamento 83,3% 82,3% 82,3% 83,3%
Albertina Etiquetas ~ Com pré-processamento 79,8% 78,6% 79,4% 79,8%
Albertina Etiquetas  Sem pré-processamento 78,9% 77,5% 79,8% 78,9%
BERTimbau  Integral Com pré-processamento 81,6% 81,2% 82,3% 81,6%
Albertina Integral Sem pré-processamento 81,6% 80,7% 82,3% 81,6%
BERT Etiquetas Com pré-processamento 79,8% 79,8% 81,1% 79,8%
mBERT Integral Sem pré-processamento 72,4% 72,0% 71,7% 72,4%
BERTimbau Integral Sem pré-processamento 71,6% 71,5% 77,8% 71,6%
BERTimbau  Etiquetas =~ Com pré-processamento 69,6% 70,2% 74,0% 69,6%
mBERT Integral Sem pré-processamento 85,1% 84,2% 83,6% 85,1%
XLM-RoBERTa  Etiquetas Sem pré-processamento 85,1% 84,2% 84,4% 85,1%
Albertina Integral Sem pré-processamento 84,2% 83,1% 84,7% 84,2%

Nota: Os modelos estdo ordenados pelo valor de F1 de forma decrescente, exceto o baseline (experiéncia 1), para o qual
se apresentam todas as abordagens.

Apresentam-se os valores ponderados de F1, precisdo e sensibilidade.

Fonte: Elaboragdo propria.

Na segunda experiéncia, que considerou apenas os 512 tokens iniciais de cada documento, o

modelo Albertina destacou-se ao registar os trés melhores resultados. O melhor desempenho foi
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obtido com o conjunto de dados extraidos de forma integral e sem pré-processamento, atingindo um
F1 de 82,3%.

Relativamente a terceira experiéncia, que envolveu o treino dos modelos com a totalidade do
texto, mas com a previsdo a incidir apenas sobre os 512 tokens iniciais, o modelo BERTimbau alcancou
o desempenho mais elevado, com um F1 de 81,2%. Foi seguido pelo modelo Albertina, com 80,7%, e
pelo modelo mBERT, com 79,8%.

A quarta experiéncia foi a que registou os valores mais baixos nas métricas de avaliacdo para os
modelos encoder. Esta quebra de desempenho pode ser atribuida a metodologia de classificagao.
Como o processo de classificagdo foi construido para obter a categoria tematica dominante de uma
publicacdo periddica, a divisdo em partes pode levar a que segmentos de um mesmo documento sejam
classificados em categorias diferentes, comprometendo o seu desempenho. Nao obstante, os valores
obtidos foram superiores aos da baseline. O modelo mBERT destacou-se com um F1 de 72,0%, e o
modelo BERTimbau obteve o segundo e terceiro melhores desempenhos desta experiéncia, com
valores de 71,5% e 70,2%, respetivamente.

A quinta experiéncia resultou diretamente da experiéncia anterior, agregando as previsées das
diferentes partes através da média das probabilidades, o que permitiu obter a categoria dominante
por documento. Esta abordagem registou os melhores desempenhos globais na classificagdo
multiclasse com os modelos mBERT e XLM-R a atingirem ambos um F1 de 84,2%. Apesar de
apresentarem o mesmo valor de F1, o XLM-R evidenciou ligeira vantagem em termos de precisdo,
superando o mBERT em 0,8 pontos percentuais (p.p.) nesta métrica. Nesta experiéncia, o modelo
Albertina alcangou também o seu melhor desempenho, com um F1 de 83,1%.

No que respeita a abordagem de extracao e a influéncia do pré-processamento no desempenho,
verificou-se que o modelo base (EuroLLM) atingiu o seu melhor resultado com dados pré-processados
e extraidos através de etiquetas. Ja nas experiéncias realizadas com os modelos encoder, as diferengas
entre as duas abordagens de extragdo revelaram-se menos evidentes, conforme ilustrado na Figura

5.1.

0,63 0,84
Etiquetas
0,58 0,84
Integral (CNC} OO0 O @B ©@WEOeo
0,50 0,55 0,60 0,65 0,70 0,75 0,80 0,85 0,90

Fonte: Elaboragdo prépria.

Figura 5.1: Desempenho (F1-score) dos Modelos Encoder na Classificagdo Multiclasse, por
Abordagem de Extracao
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Ainda assim, a andlise dos modelos encoder com valores de F1 superiores a 80% mostrou que, dos
16 modelos identificados, 10 utilizaram dados extraidos de forma integral, o que indica uma ligeira
vantagem desta abordagem.

Relativamente ao impacto do pré-processamento, observa-se na Figura 5.2 que os modelos
treinados com dados sem pré-processamento alcancaram, em geral, melhores métricas de
desempenho do que aqueles em que foi aplicada essa fase adicional. Importa salientar que os trés
modelos encoder com melhor desempenho na classificagdo multiclasse foram obtidos a partir de dados
nao pré-processados, o que sugere que esta etapa pode eliminar informacgdo relevante para o processo

de classificacdo.

0,58 0,84
Sem pré-processamento
0,60 0,83
Com pré-processamento © O O OGO @B OGe® O
0,50 0,55 0,60 0,65 0,70 0,75 0,80 0,85 0,90

Fonte: Elaboragdo prépria.

Figura 5.2: Desempenho (F1-score) dos Modelos Encoder na Classificagdo Multiclasse, por Pré-
processamento dos Dados

Para a avaliagdo do desempenho por categoria, a andlise incidiu sobre os modelos mBERT e XLM-
R, que alcangaram os melhores resultados na classificagdo multiclasse. Conforme referido, estes
resultados derivam da quinta experiéncia, em que o modelo mBERT teve o seu melhor desempenho
com dados extraidos integralmente, e o XLM-R com dados extraidos por etiquetas. Em ambos os casos,
nao se aplicou pré-processamento. As matrizes de confusdo que detalham o desempenho de cada
modelo encontram-se nas Figuras 5.3 (mBERT) e 5.4 (XLM-R). No Anexo D encontram-se as métricas
detalhadas por categoria.

A categoria “Desporto” foi classificada com 100% de acerto por ambos os modelos. Do mesmo
modo, a “Religido” também foi classificada corretamente todos os documentos no modelo mBERT;
enquanto no modelo XLM-R quatro dos cinco documentos foram corretamente classificados.

As categorias “Economia, financas, gestdo e negdcios”, “Estilo de vida e lazer” e “Ciéncia, educacdo
e histéria” apresentaram bons resultados, com valores de F1 superiores a 80% e um numero reduzido
de erros. Estas trés categorias correspondem também as que possuem maior nimero de documentos

na base de dados, o que podera ter contribuido para os resultados.
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Nota: Modelo obtido na quinta experiéncia com dados extraidos de forma integral e sem pré-processamento.
Fonte: Elaboragdo prépria.

Figura 5.3: Matriz de Confusdao do Modelo mBERT
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Nota: Modelo obtido na quinta experiéncia com dados extraidos por etiquetas e sem pré-processamento.
Fonte: Elaboragdo propria.

Figura 5.4: Matriz de confusdo do modelo XLM-RoBERTa



A categoria “Politica, administracdo publica, direito e sociedade” registou um desempenho
moderado, com valores de F1 de 74,1% no modelo mBERT e 78,8% no modelo XLM-R. No entanto,
verificaram-se diferencas no tipo de erro: enquanto no modelo mBERT as classificacGes erradas se
dispersaram por varias categorias, no modelo XLM-R concentraram-se apenas num caso, classificado
como “Economia, finangas, gestdo e negdcios”, algo que podera ter sido influenciado por termos como
sustentabilidade, sucesso empresarial ou economia.

Por seu lado, a categoria “Artes e cultura” revelou um desempenho baixo em ambos os modelos.
Dos seis documentos, apenas quatro foram corretamente classificados através do modelo mBERT
(F1=66,7%) e trés através do modelo XLM-R (F1 = 60,0%). Os erros devem-se, em grande parte, a
proximidade lexical com “Estilo de vida e lazer”, evidenciada por termos comuns como festival, galeria,
musica ou cinema.

A categoria “Doutrinas politicas/sociais” surge como a mais problematica. Nenhum documento
foi corretamente classificado por ambos os modelos. Este resultado relaciona-se com o nimero muito
reduzido de exemplos disponiveis na base de dados (hove documentos) e com o contetido ambiguo,
frequentemente confundido com a categoria “Politica, administracao publica, direito e sociedade”.
Exemplos dessa ambiguidade incluem titulos como “Bloco de Esquerda questiona o Governo sobre a
qualidade do ar em Mirandela”, “A forga politica da solidariedade contra as extremas-direitas” e “3.9

Marcha da Covilhd pelos Direitos LGBTQIAP+".

5.2. Classificagao Binadria

As métricas de desempenho da classificacdo binaria revelaram valores superiores aos observados na
classificagdo multiclasse. O modelo baseline EuroLLM alcangou um valor maximo de F1 = 79,3% na
classe positiva (“Informacgdo geral”’) enquanto os modelos encoder obtiveram resultados mais
elevados, todos acima de 90%, como se observa na Tabela 5.2. O melhor desempenho registado
correspondeu a um F1 de 96,0%.

As experiéncias de maior sucesso foram a agregacdo de previsdes (quinta experiéncia) e a
classificagdo utilizando o texto truncado (segunda experiéncia). Na quinta experiéncia, o modelo
BERTimbau, com extracdo integral do texto e sem pré-processamento, alcancou o valor de F1 maximo
de 96,0%. De forma similar, na segunda experiéncia, o modelo BERTimbau, aplicando a abordagem de
extracdo integral do texto e sem pré-processamento, também apresentou bons resultados, com um

F1 de 94,6%.
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Tabela 5.2: Melhores Resultados por Experiéncias na Classificacdo Binaria

Experiéncia Modelo Extragdo  Pre-processamento Acuracia F1 Precisdo Sensibilidade
EuroLLM Etiquetas = Sem pré-processamento 73,2% 73,2% 73,4% 73,2%
EuroLLM Etiquetas Com pré-processamento 79,3% 79,3% 79,7% 79,3%
EuroLLM Integral Sem pré-processamento 68,5% 68,4% 68,6% 68,5%
EuroLLM Integral Com pré-processamento 76,1% 76,0% 76,2% 76,1%
BERTimbau Integral Sem pré-processamento 94,6% 94,6% 94,6% 94,6%
BERTimbau Etiquetas Sem pré-processamento 92,6% 92,8% 89,9% 95,9%
Albertina Etiquetas  Sem pré-processamento 92,6% 92,3% 95,7% 89,2%
mBERT Integral Sem pré-processamento 93,9% 94,1% 91,1% 97,3%
BERTimbau Integral Com pré-processamento 93,2% 93,2% 93,2% 93,2%
BERTimbau Etiquetas Sem pré-processamento 93,2% 93,2% 93,2% 93,2%
Albertina Etiquetas  Sem pré-processamento 89,9% 91,5% 90,0% 92,9%
mBERT Etiquetas = Sem pré-processamento 89,8% 91,4% 90,8% 92,0%
BERTimbau Etiquetas Sem pré-processamento 90,0% 91,1% 92,5% 89,8%
BERTimbau Integral Sem pré-processamento 96,0% 96,0% 96,0% 96,0%
mBERT Integral Sem pré-processamento 93,9% 93,9% 94,0% 93,9%
BERTimbau Etiquetas Com pré-processamento 93,2% 93,2% 93,4% 93,2%

Nota: Os modelos estdo ordenados pelo valor de F1 de forma decrescente, exceto o baseline (experiéncia 1), para o qual
se apresentam todas as abordagens.

As métricas F1, Precisdo e Sensibilidade referem-se ao desempenho na classe positiva: “Informacéo geral”.

Fonte: Elaboragdo prdpria.

Na terceira experiéncia, os modelos mBERT e BERTimbau destacaram-se, alcancando F1 de 94,1%
e 93,2%, respetivamente. A quarta experiéncia voltou a apresentar os desempenhos mais baixos entre
os modelos encoder, em linha com o observado na classificacdo multiclasse.

A andlise da abordagem de extragdao mostra que o modelo EuroLLM alcangou os melhores
resultados com dados extraidos por etiquetas, enquanto os modelos encoder evidenciaram melhor

desempenho quando utilizaram dados obtidos de forma integral, conforme ilustrado na Figura 5.5.

0,86 0,93
Etiquetas CO0 O L@@ OO0
0,84 0,96
Integral © 0000 OWDO @GBe © O ®O O
0,80 0,85 0,90 0,95 1,00

Fonte: Elaboragdo prépria.

Figura 5.5: Desempenho (F1-score) dos Modelos Encoder na Classificacdo Binaria, por Abordagem
de Extracdo
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Relativamente a influéncia do pré-processamento, o modelo base registou uma melhoria no
desempenho quando os dados passaram por essa fase. J4 nos modelos encoder, como se observa na

Figura 5.6, os melhores resultados foram alcancados com dados sem pré-processamento.

0,84 0,96
Sem pré-processamento © o0 O oCHO@ 000 ®O ©
0,86 0,93
Com pré-processamento @O@® @O ©@e e
0,80 0,85 0,90 0,95 1,00

Fonte: Elaboragdo prépria.

Figura 5.6: Desempenho (F1-score) dos Modelos Encoder na Classificacdo Binaria, por Pré-
processamento dos Dados

No que diz respeito a analise das categorias do modelo com o melhor resultado na classificacdo
bindria, o BERTimbau com extracdo textual integral e sem pré-processamento, a matriz de confusdo

obtida por este modelo evidencia o equilibrio da tarefa (ver Figura 5.7).

70
60
Informac&o Especializada

50

40

Classe verdadeira

30

SOJUSWINIOP 2P oJ3WNN

Informacdo Geral 20

F 10

Classe prevista

Nota: Modelo obtido na quinta experiéncia com dados extraidos de forma integral e sem pré-processamento.
A categoria “Informagao especializada” integra as publicages periddicas de contelddo doutrinario.
Fonte: Elaboragdo propria.

Figura 5.7: Matriz de Confusdo do Modelo BERTimbau
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Para a categoria “Informagdo especializada”, o modelo demonstrou uma precisdo de 97,2% (ver
Anexo D). Este valor, derivado da correta classificacdo de 70 das 72 previsGes feitas para esta classe. A
sensibilidade foi de 94,6%, o que significa que o modelo identificou corretamente 70 dos 74
documentos que pertenciam a esta classe, com quatro casos a serem incorretamente classificados
como "Informacdo geral".

No que respeita a classe “Informacdo geral”, observou-se um comportamento complementar. A
sensibilidade atingiu 97,3%, o que revela uma capacidade notavel para identificar quase todos os
documentos desta categoria, com apenas dois dos 74 casos a serem classificados de forma errada. A
precisdao, por sua vez, foi de 94,7%, um valor influenciado pelos quatro documentos de “Informacgdo

especializada” que foram incorretamente atribuidos a esta classe.

5.3. Discussao dos Resultados

Os resultados obtidos evidenciam a capacidade dos modelos encoder mBERT, XLM-R, BERTimbau e
Albertina para classificar de forma eficaz o tema dominante das publicacdes periddicas portuguesas.
As métricas de desempenho observadas indicam um grau de eficacia elevado, comparavel ao registado
em outros estudos sobre classificacdo de texto em portugués aplicados a diferentes dominios (Costa
et al., 2024; Fialho et al., 2024; Ramos et al., 2024; Yanchuk et al., 2022; Yang et al., 2022).

Na classificacdo binaria, observou-se um desempenho particularmente elevado, com métricas
acima dos 90%, resultado favorecido pela dimensdo equilibrada das classes e pela quantidade de
exemplos disponiveis. Quanto a classificacdo multiclasse, embora as métricas se situem abaixo das
registadas na classificagdo binaria, os valores em torno dos 80% de F1 confirmam a boa capacidade
preditiva dos modelos encoder.

A quebra de eficdcia na classificagdo multiclasse explica-se, em parte, pelo desequilibrio entre
categorias, nomeadamente pelo numero reduzido de amostras nas classes “Doutrinas
politicas/sociais” e “Artes e cultura”, bem como pela proximidade lexical entre categorias, em especial
entre “Artes e cultura” e “Estilo de vida e lazer”, e entre “Doutrinas politicas/sociais” e “Politica,
administragao publica, direito e sociedade”.

Importa salientar que a sobreposicdo semantica é expectdvel, tendo em conta a abordagem de
classificacdo definida, que atribui a cada documento uma Unica categoria dominante. Esta metodologia
pode colidir com a natureza dos conteldos mediaticos, nos quais € comum a interligacdo de diferentes
areas tematicas numa mesma publicac¢do.

Por outro lado, a andlise comparativa entre o modelo decoder e os modelos encoder corrobora as
observagdes de Han et al. (2021) e Minaee et al. (2021), que apontam os modelos encoder como mais

eficazes na tarefa de classificacdo de texto. Este desempenho pode ser explicado pela sua arquitetura
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bidirecional, que lhes confere a capacidade de capturar relagdes contextuais complexas entre as
palavras. No presente estudo, os melhores resultados do modelo decoder EuroLLM corresponderam a
60,7% de F1 na classificacdo multiclasse e 79,3% na bindria, enquanto os melhores modelos encoder
alcancaram 84,2% e 96,0%, respetivamente. Assim, a aplicagdo de modelos encoder proporcionou
ganhos de 23,5 p.p. na classificacdo multiclasse e de 16,7 p.p. na classificagcdo binaria, demonstrando
a vantagem da aprendizagem bidirecional no tratamento de dados textuais.

Relativamente a abordagem de extracdo e ao impacto do pré-processamento, os resultados
evidenciaram diferencas entre o modelo decoder e os modelos encoder. O EuroLLM apresentou
melhores resultados com dados pré-processados e extraidos a partir de etiquetas, o que poderd indicar
gue o texto relevante e a sua limpeza favoreceram o processo de previsao sequencial do modelo. Em
contraste, os modelos encoder obtiveram resultados superiores com a extracdo integral do texto e
sem pré-processamento, o que sugere que a preservacao da estrutura e do contexto original do texto
contribuiu para a eficdcia da classificacdo. E possivel que as etapas de limpeza, nos modelos encoder,
eliminem informacado contextual Util a reconstrucao de palavras mascaradas e, consequentemente, a
previsao da categoria tematica.

A capacidade dos modelos encoder obterem resultados de elevada qualidade a partir de dados
em bruto constitui uma vantagem operacional de grande valor, ao simplificar o processo de trabalho
e reduzir o tempo necessario para a preparacao dos dados. Este aspeto corrobora as conclusGes de
Garcia et al. (2024) que salientam a simplicidade operacional da arquitetura BERT (no seu caso, o
modelo BERTimbau), decorrente da possibilidade de dispensar etapas de pré-processamento.

Quanto a estratégia de modelagdo de textos longos, aplicada na quinta experiéncia, revelou-se
eficaz para contornar a limitagdo do comprimento maximo de sequéncia de 512 tokens dos modelos
encoder. O método de agregac¢do das previsdes das diferentes partes de um documento, com base na
média das probabilidades, produziu os melhores resultados globais em ambos os processos de
classificagdo. Esta abordagem superou o desempenho da classificagdo baseada apenas nos 512 tokens
iniciais em cerca de 2 p.p.

A analise comparativa entre os modelos multilingues e os modelos especificos para a lingua
portuguesa evidenciou um desempenho varidvel consoante a tarefa de classificagao. Na classificagao
multiclasse, os modelos multilingues mBERT e XLM-R registaram o desempenho mais elevado.
Contudo, o modelo Albertina, desenvolvido para o portugués europeu, revelou-se competitivo, com
uma diferenca de apenas 1,1 p.p. face ao melhor resultado, e obteve o melhor desempenho na
abordagem com os 512 tokens iniciais. Por outro lado, na classificagdo binaria, o modelo BERTimbau,

pré-treinado em portugués do Brasil, destacou-se com o melhor desempenho geral.
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CAPITULO 6

Conclusoes

O presente estudo abordou o desafio da classificacdo de texto em publicacdes periddicas portuguesas

com presenca digital, contribuindo para o avanco da aplicacao de técnicas de text mining em portugués

europeu. O objetivo central consistiu em identificar a categoria tematica dominante de cada

publicacdo com base no conteldo textual extraido dos respetivos sitios eletrénicos, mediante a

aplicacdo de modelos de linguagem pré-treinados baseados na arquitetura transformer.

Para concretizar este objetivo, o trabalho foi estruturado em torno de objetivos especificos, cujas

principais conclusdes se sintetizam de seguida:

Em primeiro lugar, foi desenhado um novo sistema de categorias tematicas, em colaboragdo
com a Entidade Reguladora para a Comunicagdo Social, que serviu de base para a tarefa de
classificacdo supervisionada. Este contributo assume relevancia pratica e institucional, uma
vez que fornece uma estrutura coerente e aplicavel a caracterizacdo do setor da imprensa
portuguesa.

Posteriormente, procedeu-se a extracdo dos dados textuais através de técnicas de web
scraping, o que permitiu a criagdo de duas bases de dados, uma para a classificacdo multiclasse
e outra para a classificacdo binaria. Para este efeito, foram testadas duas abordagens de
extragdo: uma integral e outra seletiva, baseada nas etiquetas HTML, as quais se mostraram
ambas vidveis para a obtencdo dos dados que serviram de base a modelacgao.

A avaliacdo do desempenho de diferentes modelos transformers demonstrou a superioridade
das arquiteturas encoder testadas, como o modelo mBERT, XLM-R, BERTimbau e Albertina,
sobre o modelo decoder EurolLLM, utilizado como referéncia. Verificou-se ainda que os
modelos encoder atingiram, em geral, melhores resultados com dados ndo processados, o que
representa uma vantagem operacional ao simplificar a fase de preparacao dos dados.

Do mesmo modo, a estratégia de modela¢do de textos longos, que consistiu na divisdo dos
documentos em partes e na agregacao das suas probabilidades, revelou-se a mais eficaz para
contornar a limitacao de 512 tokens dos modelos encoder, produzindo os melhores resultados
globais.

A andlise comparativa entre modelos multilingues e especificos para a lingua portuguesa
demonstrou que ambos resultam adequados na classificagdo de texto em portugués. Importa
salientar que os modelos Albertina e BERTimbau demonstraram ser competitivos, alcangando

resultados de destaque em diferentes experiéncias.
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Em conclusdao, os resultados obtidos permitem responder afirmativamente a questdo de
investigacdo: é possivel automatizar de forma eficaz a classificagdo tematica das publicagdes
periddicas portuguesas com base no texto disponivel nos seus sitios eletrénicos, recorrendo a modelos
transformers pré-treinados. O trabalho desenvolvido, ao comparar diferentes modelos, estratégias de
extracdo, tratamentos de dados e metodologias de modelacdo de textos longos, demonstrou
empiricamente que esta automatizacdo é vidvel e eficaz. Ainda assim, o estudo apresentou algumas
limitacOes que importa reconhecer e que poderao ser consideradas em investiga¢des futuras.

Uma das principais restricdes prende-se com os recursos computacionais disponiveis, que
condicionaram a selecdo dos modelos, impedindo o teste de versGes com um maior nimero de
parametros (por exemplo, as versdes large), as quais poderiam, teoricamente, alcancar um
desempenho superior. Adicionalmente, o desequilibrio entre as classes na base de dados para a
classificacdo multiclasse, em particular o nimero reduzido de exemplos em categorias como
"Doutrinas politicas/sociais" e "Artes e cultura", condicionou o desempenho dos modelos nestas
categorias.

Nesse sentido, as limitacdes identificadas abrem caminho para futuras linhas de investigacao,
entre as quais se destaca a exploracdo de modelos de linguagem de maior dimensdo, capazes de
capturar relagdes contextuais mais complexas. Recomenda-se igualmente a realizagdo de experiéncias
com o ajustamento de hiperparametros (taxa de aprendizagem, tamanho do lote, épocas, entre
outros), de modo a otimizar o desempenho. Sugere-se, ainda, a expansao da base de dados mediante
a inclusdo das publica¢des periddicas em formato impresso, através da sua digitalizagao.

Outra recomendacdo passa pelo pré-treino adicional dos modelos com o corpo de textos recolhido
dos sitios eletrdnicos das publicagdes periddicas. Esta especializacdo permitiria adaptar o vocabuldrio
e o conhecimento linguistico dos modelos ao dominio especifico da imprensa portuguesa, com
potencial para melhorar a precisao da classificagao.

Outra linha de investiga¢cdo pertinente seria a ado¢ao de uma metodologia de classificagdo
multipla. Tal metodologia permitiria a atribuicdo de vdrias categorias temdticas a uma mesma
publicagdo, representando de forma mais exata a sua natureza complexa e a recorrente interligagao

temadtica presente em determinados conteldos mediaticos.
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Anexo A

Sistema de Categorias Tematicas

O sistema de categorias tematicas, definido para este projeto, baseou-se na categorizacao utilizada

pelo Instituto Nacional de Estatistica (INE) no seu Inquérito as Classificagdes Periddicas. Este ultimo

contempla as 30 categorias seguintes:

1.

W 0O N o Uk~ W N

N N N N N N N NN P P R R R R R R B R
0 N o Ll WN R O LV 00N OO U DM W N R, O

Generalidades e Reportagem

Politica, Economia e Financas

Jogos e Desporto

Direito, Jurisprudéncia, Administra¢do Publica e Assisténcia Social
Engenharia e Tecnologia

Medicina e Saude

Gestdo, Comércio e Comunicacdo (publicidade, marketing, relages publicas)
Religido e Teologia

Educacdo

. Agricultura, Silvicultura, Caca e Pesca

. Industria, Construcdo e Equipamento

. Histéria. Biografia

. Informatica

. Etnologia, Etnografia, Tradi¢des, Folclore e Costumes (moda, vida social)
. Mdsica e Espetaculos

. Demografia, Estatistica e Sociologia

. Urbanismo e Arquitetura

. Filosofia e Psicologia

. Matematica

. Ciéncias do Ambiente e Conservacao da Natureza

. Economia Domeéstica (culindria, decoracao, body care, familiar)
. Artes Plasticas, Artes Graficas, Design e Desenho

. Linguas, Linguistica e Literatura

. Geografia e Viagens

. Paleontologia, Biologia, Botanica e Zoologia

. Jardinagem, Horticultura e Animais

. Ciéncias Naturais, Ciéncias da Terra, Geologia e Meteorologia

. Pintura e Fotografia
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29. Astronomia e Astrofisica

30. Fisica, Quimica e Mineralogia

Adicionalmente, ponderou-se o sistema de classificagdo da APCT, constituido por 24 categorias:
1. Ambiente/Divulgacdo cientifica
Classificados
Criangas
Culindria

Cultura/Espetaculo

2

3

4

5

6. Decoragao
7. Desporto e veiculos

8. Diretdrio

9. Economia/Negdcios e Gestdo
10. Femininas/Modas

11. Hordscopo

12. Hotelaria/Restauracio

13. Informacao geral

14. Juvenis

15. Lazer

16. Lazer, cultura e espetaculo
17. Masculinas

18. Regional

19. Saude/Educacdo

20. Sectorial

21. Sociedade

22. Tecnologias da informacgao
23. Televisdo/Jogos

24. Viagens e turismo
A conjugacdo de ambos os sistemas, com a experiéncia do corpo técnico da ERC, serviu de base a

definicdo de um conjunto de subcategorias, com o objetivo de otimizar o processo de classificacdo

manual. Este conjunto é apresentado na tabela que se segue:
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Contetido Categoria Subcategorias

Informacao geral Geral Esta categoria engloba as publicacdes com
predominio de conteddo jornalistico ou
informativo de ambito ndo especializado, que
abordam diversas areas como atualidade,
politica, cultura, desporto, economia,
entretenimento, ciéncia, entre outras.

Informacao Desporto

especializada Economia, finangas, Publicidade

gestdo e negdcios Marketing

Relagbes publicas

Agricultura

Pesca (fins comerciais)

Mercado bolsista

Banca

IndUstria

Construgdo/Equipamento

Desenvolvimento regional

Comeércio internacional

Hotelaria/Restauracdo

Informatica/Tecnologia de informac&o

Sustentabilidade/Ambiente/Transicdo

ecoldgica

Associacdes do setor empresarial

Bens e servigos

IndUstria do turismo

Empreendedorismo e Startups
Artes e cultura Musica

Arquitetura

Desenho

Pintura

Fotografia

Artesanato

TradigGes, folclore e costumes

Patrimodnio cultural

Literatura

Artes performativas (teatro, danca)

Artes audiovisuais (cinema, TV, videojogos,

audio)

Banda desenhada/llustracdo (artes graficas)
Estilo de vida e lazer Vida saudavel

Vida de figuras publicas

Forma fisica

Jardinagem

Culindria

Vinhos

Decoragao

Videojogos (entretenimento)

Audio/TV/Cinema (entretenimento)

Banda desenhada (entretenimento)

Turismo/Viagens



Ciéncia, educacdo e
historia

Politica, administracado
publica, direito e
sociedade

Doutrindria Religido

Doutrinas
politicas/sociais
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Eventos sociais/culturais ou de lazer
Familia

Carros/Motos

Lifestyle

Moda (vestuario)

Adultos (erético/pornografico)
Infantis

Revista/Divulgacdo cientifica
Revistas académicas

Revistas técnicas

Matematica

Ciéncias sociais

Ciéncias naturais

Ciéncias humanas

Filosofia

Linguas/Linguistica

Biografia

Boletins/revistas municipais
Jurisprudéncia
Associacdes/Organizacdes sociais
Apoio social

Direitos humanos

Urbanismo

Justica e sistema penal
Previdéncia social

Protecao civil

Defesa

Espiritualidade

Crengas religiosas

Publica¢Ges de partidos politicos (com
conteudo ideolégico)
Organizagdes/movimentos sociais (com
conteudo ideolégico)



Anexo B

Indicadores das Bases de Dados

Indicador

Definicao

Numero de registo
Denominagao
Suporte

Conteudo

Tematica

Nova classificacdo
Website

Texto extraido tags
Data extragao tags
Arquivo HTML tags
Texto extraido get text
Data extragao get text
Arquivo HTML get text
Texto limpo tags

Texto limpo get text

Fonte: Elaboragdo prépria.

Numero de identificacdo utilizado pela ERC no processo de registo.
Nome da publicacdo periddica.
Formato da publicacdo periddica: impressa; digital; impressa/digital.

Tipo de conteldo da publicacdo periddica, segundo o artigo 10.2 da Lei
de Imprensa (1999).

Classificacdo tematica na base de dados dos registos da ERC.
Classificacdo tematica definida para este projeto.

Sitio eletrdnico da publica¢do periddica.

Texto extraido nas etiquetas <a> e <p>.

Data da extracao.

Nome do documento HTML da publicagdo periédica extraida.
Texto extraido de forma integral através de get_text().

Data da extragao.

Nome do documento HTML da publica¢do periddica extraida.
Texto extraido nas etiquetas <a> e <p> pré-processado.

Texto extraido de forma integral através de get_text() pré-processado.
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Anexo C

Anadlise de Documentos Truncados

Extracao por etiquetas

Extracdo por etiquetas - Pré-processada

Extragdo textual integral

Extragdo textual integral - Pré-processada

B EuroLLM ®mBERT MmXLM-RoBERTa M BERTimbau M Albertina

Fonte: Elaboragdo prépria.

Base de Dados para a Classificagdo Multiclasse

91,2%

84,4%

91,2%
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Extragdo por etiquetas

Extragdo por etiquetas - Pré-processada

88,7%

90,9%

92,4%

93,3%
6,3%

Extragdo textual integral

87,6%
Extracdo textual integral - Pré-processada 87,8%

87,6%
94,0%

M EuroLLM ®BERT ®XLM-RoBERTa M BERTimbau ™ Albertina

Fonte: Elaboragdo prdpria.

Base de Dados para a Classifica¢do Bindria

56



Anexo D

Métricas de Desempenho por Categoria dos Melhores Modelos Obtidos na
Classificagao Multiclasse e Binaria

Modelo mBERT (dados extraidos de forma integral e sem pré-processamento) — 52 Experiéncia —
Classificagao Multiclasse

Categoria Precisao Sensibilidade F1 Amostras
Desporto 100,0% 100,0% 100,0% 12
Religido 100,0% 100,0% 100,0% 5
Economia, finangas, gestdao e negdcios 86,7% 92,9% 89,7% 28
Estilo de vida e lazer 81,3% 89,7% 85,2% 29
Ciéncia, educagdo e historia 87,5% 77,8% 82,4% 18
Politica, administragdo publica, direito e sociedade 76,9% 71,4% 74,1% 14
Artes e cultura 66,7% 66,7% 66,7% 6
Doutrinas politicas/sociais 0,0% 0,0% 0,0% 2

Modelo XLM-RoBERTa (dados extraidos por etiquetas e sem pré-processamento) — 52 Experiéncia
— Classificagdo Multiclasse

Categoria Precisdao Sensibilidade F1 Amostras
Desporto 100,0% 100,0% 100,0% 12
Economia, finangas, gestdo e negdcios 89,3% 89,3% 89,3% 28
Estilo de vida e lazer 84,4% 93,1% 88,5% 29
Ciéncia, educagdo e historia 92,9% 72,2% 81,3% 18
Religido 80,0% 80,0% 80,0% 5
Politica, administragdo publica, direito e sociedade 68,4% 92,9% 78,8% 14
Artes e cultura 75,0% 50,0% 60,0% 6
Doutrinas politicas/sociais 0,0% 0,0% 0,0% 2

Modelo BERTimbau (dados extraidos de forma integral sem pré-processamento) — 52 Experiéncia —
Classificacdo Binaria

Categoria Precisio Sensibilidade F1 Amostras
Informacdo especializada 97,2% 94,6% 95,9% 74
Informacdo geral 94,7% 97,3% 96,0% 74

Nota: As categorias estdo ordenadas pelo valor de F1 de forma decrescente.

As métricas referem-se ao desempenho na classe positiva: “Informagdo geral”.

A categoria “Informagdo especializada” integra as publicagdes periddicas de contetdo doutrinario.
Fonte: Elaboragdo propria.
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