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Resumo

A crescente procura na aviacdo comercial em determinados picos operacionais, as
avarias inusitadas e as operagdes charter Ad-hoc, fazem com que as empresas tenham
necessidade de procura de aluguer de aeronaves a operadores de aviagdo. Por vezes
deparam-se com dificuldades em encontrar aeronaves disponiveis para realizar o servigo
ou simplesmente para que ndo haja custos acrescidos de aquisi¢do, manutencgéo e de certo
prejuizo em época baixa de operacionalidade, preferem nao fazer aquisicdo de aeronaves
de reserva capazes de fazer cobertura para todas as exigéncias operacionais, ou
simplesmente, porque o seu tipo de negdcio ndo abrange a inclusdo de compra de

aeronaves e preferem recorréncia ao aluguer.

As empresas de avia¢do ndo regular que conseguem colmatar esta caréncia necessitam
ter uma preparacdo logistica atempada. Assim, com este trabalho pretende-se fazer a
predicdo da proxima tipologia operacional, do modelo de aeronave que sera procurado e

a consequente tripulacdo necessaria para préstimo de servico a bordo.

A capacidade de preparacdo com antecedéncia na resposta operacional ao cliente,
adequar o leque de oferta de aviBes a procura e a existéncia de tripulacdo adequada as
necessidades operacionais adjacentes, permite prestar um servigo de qualidade, melhoria

da capacidade de resposta e melhoria de organizacgéo interna empresarial.

Com esta dissertacdo pretende-se encontrar modelos de predicdo com auxilio a
aprendizagem automatica, aprendizagem automatica com recurso a séries temporais e
RNN — LSTM (Recurrent Neural Network - Long Short Memory Term), encontrando

assim entre estes 0 modelo mais adequado a permitir fazer predicéo.

Para a aplicacdo destas técnicas, foram utilizados os dados de gestdo de tripulacdo e
dados de planeamento de aeronaves, onde foi possivel encontrar modelagdo adequada a
predicdo da tipologia operacional, com ANN de classificacdo, para a modelagdo para
determinacdo dos modelos de aeronaves, os melhores resultados obtidos foram com
Arvores de Decisdo de classificacdo e de tripulagdo, foi determinado com algumas

dificuldades com ANN de regresséo, a escolha recaiu na melhor performance.

Palavras-Chave: aviacdo ndo regular; predicdo; aprendizagem automatica; Séries

temporais; data mining.
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Abstract

Growing demand in commercial aviation at certain time of operational peaks, facing
maintenance problems as AOG (aircraft on ground) and the procurement for Ad-hoc
charter operations, means that companies need to seek aircraft leasing from other aviation
operators. Sometimes comercial airlines face some difficulties to find available aircrafts
to perform their flights or simply to avoid additional costs of acquisition, maintenance
and some losses in low peak operating times, instead they prefer not to purchase but rent
aircraft capable of covering all operational requirements, or even simply because their

type of business does not include the purchase of aircraft and prefer recurrence to rental.

The non-scheduled aviation companies that can fill this gap need to have in advance
a logistic preparation, thus, with this work, is intend to predict the next type of operation,

the aircraft model to be searched and the convenient crew required for service on board.

Pre-operational customer adequate response, matching the range of aircraft model
supply to demand, and adequate number of crew to the consequent operational
requirements, enables quality service, responsiveness improvement and higher internal

business organization.

This dissertation aims to find prediction models with the aid of machine learning,
machine learning with time series and deep learning RNN - LSTM (Long Term Memory

Term), finding amongest them the most suitable model to make predictions.

To apply those techniques, crew management data and aircraft planning data were
used, where it was possible to find appropriate modeling to predict the operational
typology, with ANN classification, to predict the aircraft models, the best results were
obtained with Decision Trees classification, and the necessary crew, it was determined
with regression ANN, the choice was done having in mind the best performance of each
model.

Keywords: Non-Regular aviation; prediction; machine learning; time series; data

mining.
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Capitulo 1 — Introducéo

1.2. Enquadramento do tema

O negocio de trafego aéreo da aviacdo tem-se revelado em efetiva proliferagdo. No
entanto, as empresas de aviacao regular nem sempre dispdem de frota com capacidade de
cobertura integral de um periodo operacional anual, ndo conseguindo por vezes fazer face
a maiores picos de atividade ou que permita dar total resposta a acontecimentos
inesperados, tais como avarias, acidentes, ou incidentes que tém como consequéncia
periodos de manutencdo inusitados, e sendo assim, sujeitas ao aluguer de aeronaves a

outras companhias que permitem fazer face a estes acontecimentos.

Existem diversos fatores para que a dimensdo da frota de aeronaves de uma
companhia aérea ndo seja exatamente a adequada a todos 0s periodos ou que permita
continuamente fazer face a imprevistos, em periodos de reduzida procura permanecem as
obrigacOes de manutencdo a cumprir definidas pela EASA (European Union Aviation
Safety Agency), o parqueamento das aeronaves e de tripulacdo em standby (estado de
prontiddo para eventual operacdo), que sao fatores que tém um elevado impacto no
acréscimo de custos, transformando-se, por vezes, num prejuizo em determinados

periodos.

Muitas das companhias aéreas existentes e alguns clientes de entidades privadas,
consoante o seu perfil e o periodo em causa, com maior ou menor frequéncia, recorrem
ao aluguer de aeronaves de forma a suprir as suas caréncias de aeronaves ou alugueres

temporarios.

Dentro de uma companhia aérea que seja ndo regular, num fretamento podem existir
além dos voos regulares e ndo regulares, voos privados que se referem a voos de indole
privativa de acordo com o perfil do cliente; voos de treino para treino de tripulacdo de
cockpit (Pilotos e Co-pilotos); voos de posicao que se destinam a posicionar 0 aviao numa
determinada localizacéo para poder operar conforme requisitado a partir de determinada
localizagdo, portanto o avido € deslocado para o aeroporto conveniente a proxima
operacdo, para manutencdo ou posicionamento da aeronave num aeroporto
comercialmente estratégico; voos de teste, que se referem a voos de verificacdo da

conformidade de performance pds manutengdo ou na aquisicdo de novo aparelho e

1
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também voos militares que se referem ao destacamento de tropas ou operagoes especificas
militares, toda esta variabilidade operacional de uma forma ou de outra s&o a prepara¢ao
ou concretizagdo de determinada tipologia de voo. Assim, a tipologia operacional requer
que existam assisténcias operacionais e preparacao logistica especificas ao voo, uma
organizacdo interna departamental e um planeamento realizado com o intuito de ver
cumpridos todos os requisitos do cliente. Pelo que exige uma preparacdo adequada, se for

antecipada, poderd melhorar a capacidade de resposta.

Para fazer face a maior procura de determinado modelo de aeronaves pelo mercado,
sera necessario encontrar a tendéncia de procura futura, para que, desta forma, o
investimento realizado obtenha a procura pretendida por parte do mercado, bem como a
previsdo do numero de tripulacdo necessaria para préstimo de servico a bordo e de
conducéo da aeronave adequada a sua formacao, para que possa dar assisténcia e operar
0S V0O0s que possam surgir. Caso a logistica necessaria seja proposta com antecipacéo, a
margem de erro reduzira e € mais provavel a obten¢do do aprazimento do cliente, ndo sé
a nivel de cumprimento de horérios, como de todos 0s objetivos que sdo necessarios para

que a operacdo seja realizada com sucesso e a margem de lucro mais elevada.

1.3. Motivacéo e relevancia do tema

A definicdo de uma boa estratégia interna, € um requisito de extrema significancia
para fazer a companhia prevalecer perante a concorréncia em qualquer industria. O
planeamento estratégico é um pensamento sistémico, devidamente estruturado e,
organizado para que a empresa alcance os seus objetivos. O planeamento é realizado com
detalhe, como a empresa devera atuar para alcancar os objetivos gerais e funcionais,
cumprindo a sua missao e realizando a visdo de futuro, sendo necessario ter em vista o
comportamento de atividade, e preparando a empresa para oscilagdes subitas de

necessidades.

Para uma companhia de aviacdo, o aumento de requerimentos de viagens aéreas traz,
ndo apenas maiores exigéncias de pessoal habilitado e treinado, mas, também
equipamento técnico, ou seja, 0 numero de aeronaves. A encomenda de producgdo e a

propria producdo de um avido sdo muito onerosos e demorados, assim, este torna-se um

2
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outro motivo para realizar pesquisas estatisticas, mapeamento de mercado e observar as
tendéncias de desenvolvimento do mercado (Anna Torun et al, 2018). A frota de uma
companhia aérea, regular ou ndo regular, requer um enorme investimento monetario. O
custo de uma aeronave pode ascender facilmente varios milhGes, pelo que o retorno desse

capital é primordial para justificar um investimento desta dimensao.

O crescimento da procura na aviagdo esta a superar os limites de capacidade das
empresas, € com 0 intuito de conseguir acompanhar esse incremento, as organizagoes
devem fazer recurso a previsdes para o planeamento estratégico e melhorar a sua
perspetiva do futuro (Kasey Panetta, 2018), tal como poderdo observar uma habilidade
importante na mudanga continua, e permitindo um vislumbre do futuro a frente da
mudanga (Daryl Plummer, 2018). Assim, as companhias aéreas procuram cada vez mais,
a previsdo do comportamento da procura por parte dos seus clientes, com o intuito de
propiciar uma melhor alocacdo dos seus investimentos e minimizar imprevistos

indesejaveis no futuro.

A predicdo com maior precisdo pode ser essencial para apoiar o planeamento e 0
crescimento, minimizando perdas com decisdes estratégicas baseadas em procuras
superestimadas (K.P.G. Alekseev e J. M. Seixas, 2002). A previsdo da procura na GA
(General Aviation), desempenha um papel importante na gestéo da aviacao, planeamento
e formulacédo de politicas. Por exemplo, o panorama das atividades da GA (tais como a
assisténcia de handling (assisténcia de terra a descolagem e chegada das aeronaves), custo
de fuel, posicionamento de tripulacéo, entre outros) € um fator usado pela FAA (Federal
Aviation Administration) para realizar andlises de custo-beneficio associadas ao
desenvolvimento de aeroportos (GRA, 2011).

As metodologias de previsdo auxiliam na adocdo de estratégias, investimentos e
planeamento, de forma a existir preparacdo conveniente e poder fazer face ao que o futuro
reserva. A necessidade de resposta eficaz e adequada, que permita acolher requisitos em
permanente mudanca e mais exigentes por parte dos clientes, obriga a que as empresas
possuam uma flexibilidade e uma enorme capacidade de adaptagéo. Por exemplo, sabe-
se que os passageiros tém mais probabilidade de procurar voos para certos destinos numa

determinada altura do ano envolvendo sazonalidade e periocidade, sabe-se tambem, que

3
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se a viagem for de negdcios a probabilidade de se realizar durante a semana € maior que
durante o fim de semana (Lisa Pritscher e Hans Feyen, 2017). Assim, as estratégias
definidas deverdo ter em conta fatores de comportamento do consumidor que causam
variacdo da procura, e, no caso em especifico da aviacdo ndo regular a variancia da
tipologia operacional, tipo de aeronave e consequentemente as necessidades de
tripulacdo, devem adequar-se consoante o tipo de cliente e das suas exigéncias e
prioridades. Tal como no caso da aviacdo deverdo ser tidas em conta as regras IATA
(International Air Transport Association) e da EASA em vigor, e que restringem a
operacionalidade continua da tipulacdo. Esta restricdes, podem ser diversas, desde a
formacédo especifica para cada modelo de aeronaves, tempo de descanso obrigatorios
depois de operar ou periodos intermédios ciclicos de descanso periddicos, ou outras
restricdes, e na qual desempenha um papel fundamental na assisténcia e nas
condicionantes da propria operacionalidade de voos na aviacdo. Desta forma, torna-se de
extrema importancia, tendo como referéncia a variacao da atividade com probabilidade
de aumento na procura, fazer a previsao de tripulagdo adequada de forma a tomar medidas

atempadamente.

Com um modelo de previséo capaz de prever a tipologia operacional, o ajustamento
de procura de modelos especificos da frota e a tripulacdo adequada, poder-se-a reduzir o
investimento com pouco retorno, ja que o equilibrio entre oferta e procura serd mais
adequado. Com este trabalho, pretende-se um aperfeicoamento na resposta operacional,
conhecimento do leque de modelos de aeronaves mais requisitados e de recursos humanos
adequados, de forma a possibilitar a preparacdo atempada dos departamentos de
planeamento e consequente logistica envolvida para poder ter uma boa capacidade de
resposta, mesmo em voos ad-hoc (inopinados), que séo requisitados com pouco tempo de
antecedéncia, perspetivando a melhoria da qualidade de servigos e melhorar a eficacia da
resposta. Procura-se providenciar boas bases que possibilitem adocdo de uma estratégia
pela empresa de aviacdo ndo regular, com diferenciacdo de resposta mais competitiva de
negdcio, de forma a firmar-se uma boa exploracdo do mercado, tendo em vista um maior

rendimento e maior lucro econémico.

O facto de ndo existir um comportamento estavel na atividade da aviagdo néo regular

leva-nos a procura de fundamentos de sirvam de suporte para apoio a decisao.
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1.4. Questdes e objetivos de investigacdo

Sabendo-se que cada tipologia operacional ACMI (Aircraft Crew Maintenance
Insurance), Charter, Treino, Teste e privada, envolve diferentes tipos de logistica interna
departamental, pretende-se uma previsdo da operacdo que o cliente tem em vista
contratualizar, podendo existir maior adequabilidade de logistica de planeamento de
forma a poder fazer face de forma mais expedita aos requisitos de neg6cio em tempo Util.
A primeira questdo de investigagdo sera, assim:

Q1: Sera que existe dos modelos lecionados neste mestrado, algum mais adequado

para predizer a proxima tipologia operacional?

Pretende-se também, de forma a dar seguimento de resposta a procura por parte dos
clientes, encontrar a frota satisfatoria e otimizada para o mercado, indo ao encontro dos
requisitos do cliente tendo em vista maior procura e preenchimento das necessidades. Ao

que se pretende responder a questao:

Q2: Existira a possibilidade de encontrar a modelacdo adequada para determinar 0s

modelos de aeronaves mais aconselhéveis a adquirir, dada a procura?

Por fim, em sequéncia dos objetivos anteriores, existirdA com grande probabilidade
uma necessidade de ajustamento do numero de tripulacdo, que permite ndo s6 o
cumprimento das normas IATA, mas também a viabilizacdo de prestacdo de servigo de
acordo com os requisitos do cliente. Pretende-se encontrar uma base de predi¢do para
contratacdo eficaz, de forma a permitir a formacdo antecipada compativel com as

necessidades. Assim, tem-se em vista a resposta a questao:

Q3: Existird um modelo capaz de encontrar a quantidade de tripulacdo adequada a

procura?

De agora em diante, a primeira questdo e objectivo serd mencionada como Q1, a

segunda questdo e objectivo como Q2 e a terceira questao e objectivo como Q3.
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1.5. Abordagem metodologica

A investigacdo consiste num estudo de caso de uma companhia aérea ndo regular, que
desenvolve atividade em Portugal desde 2005, em franco crescimento desde o ano de
fundacdo. Esta empresa conta com profissionais de diversas areas no ramo da aviacdo que
asseguram a boa coordenacéo operacional e o planeamento futuro das operagdes entre 0s
quais estdo: pilotos, co-pilotos, tripulantes de cabine, ground coordinators (coordenagéo
das operacOes em terra), Engenheiros aeronduticos, Técnicos de planeamento e Logistica

Operacional, entre outros.

Com os dados produzidos pela atividade de voos operados pela empresa e dos
relatorios internos de voo com o numero das tripulacbes e outros detalhes do voo,
denominado General declaration (GD), pretende-se atingir os objetivos propostos na
[Seccdo 1.4.], pelo que ird recorrer-se ao uso de diversos métodos que permitirdo, de
forma gradual e de acordo com as fases principais do CRISP-DM (Cross- Industry
Standard Process for Data Mining), a preparacdao dos dados e a construcdo de modelos

para posterior aplicacdo e investigagédo pretendidas.

A metodologia que serve de base a esta dissertacdo é a CRISP-DM [Seccdo 1.6.].
Trata-se de um modelo de processo aplicavel a qualquer tipo de industria. Esta
metodologia permite fazer a abordagem ao género de negdcio em estudo e desencadeara
o decorrer de um ciclo para resposta as questdes de investigacao.

Para 0s objetivos propostos de predicdo, recorrendo-se a metodologia CRISP-DM, na
fase de modelacdo foram aplicados alguns algoritmos de previsdo de aprendizagem
automatica (machine learning), séries temporais e ainda abordagem com um algoritmo
de aprendizagem profunda (deep learning) — LSTM (Long Short Term Memory). Para
poder ser utilizado como um ponto de partida de comparacdo e observacdo de
desempenho com outros algortimos, serd necessario construir um modelo base. Este
modelo (baseline) representara a forma mais simples de obtencdo de uma predicdo e
devera ser visto como o ponto de partida para obtencdo de melhoria de resultados
(Howarth, Jaokar & Mutlu, 2016). Por norma sdo utilizadas essas previsbes para

comparacdo das métricas de desempenho do modelo base com os restantes modelos, com



Predicéo na aviagdo ndo regular escrita por Sénia Afonso

0 objectivo final, da obtencdo de maior desempenho relativamente a qualquer modelo em

que foram utilizados os mesmos dados.

1.6. CRISP-DM

Dado o facto de existéncia de incerteza do que é reservado no planeamento futuro,
tanto a nivel de predicdo de procura, como de modelos de aeronaves que serdo mais
procurados e qual a tripulacdo necessaria para operar esses voos, torna-se essencial que
se recorra a meios e técnicas que permitam construir os modelos que auxiliem no apoio
logistico, de forma a poder dar resposta atempada e com menor desperdicio de recursos.
A metodologia CRISP-DM suporta e permite que seja desenvolvido um processo
gradativo, que se ird desenvolver com base nos dados disponibilizados, referentes ao

negdcio em quest&o.

Na década de 1990, a medida que a computacdo e os dados evoluiram para uma
necessidade de todas as empresas, as organizacdes procuraram a optimizacdo de um
processo eficiente e estruturado. Desta procura, nasce 0 modelo de processo denominado,
o0 CRISP-DM. Esta técnica continua a ser uma metodologia padrdo para lidar com
projetos que sdo centrados no uso de dados, porque se mostra robusta e a0 mesmo tempo
fornece flexibilidade e permite personalizacdo adequada ao tipo de negocio. O modelo
CRISP-DM descreve as principais etapas envolvidas na execucdo de atividades de
Ciéncia de Dados, desde a compreensdo do dominio do negdcio até ao apoio a deciséo,
mas, mais importante, define uma estrutura que permite iteracbes em todas as fases.
Quando aplicada ao mundo real, a natureza iterativa permite melhorias constantes através

de retrocessos para tarefas anteriores e repetindo certas acoes.

O CRISP-DM consiste em seis fases de processos principais que séo definidas da
seguinte forma: Compreensdo de Negdcios, Compreensdo de Dados, Preparacdo de
Dados, Modelacdo, Validacdo de Resultados e Comunicacdo de Conhecimento para

Apoio a Deciséo e producéo.

e Compreensdo do negocio, é uma fase onde deve existir a percepcéo e apreensdo
dos objetivos do projeto e dos requisitos numa perspetiva do negocio em causa,

convertendo este conhecimento numa definicdo de um problema de extragdo de
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conhecimento e um plano preliminar destinado a alcancar os objetivos propostos. E
também necesséria a especificagdo de critérios que serdo usados para avaliagdo e
validacdo do sucesso do projeto do ponto de vista comercial.

e Compreensdo dos dados, tem inicio com a aquisicao de dados inicial e prossegue
com diversas exploracBes com o intuito de familiarizacdo com os dados, identificacdo
dos problemas da qualidade nos dados, descoberta das primeiras tendéncias e
comportamentos ou detetacdo de subconjuntos interessantes para formar hipoteses a partir
de informag0es dissimuladas.

e Preparacdo de Dados, em que abrange todas as atividades necessarias para
construir o conjunto de dados a ser utilizado na fase de construcdo de modelos preditivos.
Parte de dados ndo “tratados” ou, se necessario, ndo estruturados ou semi-estruturados,
tendo em vista 0s objetivos propostos de qualidade, capacidada preditiva e completude.
Em geral, hd necessidade de proceder a diversas tarefas de limpeza, integracdo e
tratamento de dados, ocasionalmente executadas mais do que uma vez, com o intuito de
melhoria da qualidade de dados. Estas tarefas incluem atribuicdo de indices, registo e
selecdo de atributos, bem como transformacdo e limpeza de dados para posterior
utilizagdo em ferramentas de modelagéo.

e Na fase de Modelacdo, sdo selecionadas e aplicadas varias técnicas de
aprendizagem automatica para a construcdo de modelos preditivos e explicativos.
Normalmente, existem vérias técnicas para 0 mesmo tipo de problema de extracdo de
conhecimento. Algumas técnicas tém requisitos especificos sobre o formato dos dados.
Portanto, por vezes, torna-se necessario o retorno a fase de preparacdo de dados.

¢ Validacdo, promove a avaliacdo minuciosa dos modelos construidos e a validacéao
dos resultados obtidos a fim de assegurar que sdo atingidos adequadamente os objetivos
do negocio estabelecidos inicialmente, em especial se envolvem capacidade de previs&o.
Um objetivo chave, em termos de negdcio, € determinar se existe alguma questdo
comercial importante que ndo tenha sido considerada. No final desta fase, uma decisdo
sobre 0 uso dos resultados de extracdo de conhecimento deverd ser alcancada, porque
caso ndo tenha sido atingida, dever-se-a regressar a fase de afinacdo dos modelos.

e Apoio a Decisdo, nesta fase o conhecimento que foi extraido devera ser

organizado e apresentado de forma a que o cliente possa compreender e fazer uso.
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Tal como referido, qualquer uma destas fases pode ter necessidade de repeticdo
ao longo da aplicacéo do processo, caso se verifique alguma incongruéncia ou resultados

pouco satisfatérios ou, ainda, uma nova compreensao ou conhecimento (Erskine, 2012).

1.7. Estrutura e organizacao da dissertacao

O presente trabalho esta organizado em cinco capitulos que aprofundam as diferentes
fases, seguindo a metodologia CRISP-DM adequada ao negécio de aviacdo nédo regular

em analise.

O primeiro capitulo introduz o enquandramento do tema, motivagéo e relevancia do
tema, questbes de investigacdo e como € proposta a resposta de resolucdo para resposta

aos objectivos propostos.

O segundo capitulo, referente a Revisdo da literatura, refere-se a investigacdo dos

estudos cientificos relacionados com o tema da dissertacao.

O terceiro capitulo € dedicado a compreensdo do negdcio da aviagdo ndo regular,
exploracdo dos dados provenientes da empresa relativamente a voos, dos relatorios de
voos referente a tripulacdo e preparacdo dos dados mencionados para posterior utilizacdo,

de acordo com a primeira fase a metodologia CRISP-DM.

O quarto capitulo aborda a modelacdo dos dados, em consonéancia com a metodologia
CRISP-DM, ja anteriormente tratados e respectiva avaliacdo dos resultados obtidos para

extracdo de conhecimento para apoio a decisdo na administracdo da aviacdo nao regular.

No quinto capitulo apresentam-se as conclusdes obtidas deste estudo bem como as

recomendacdes, limitacGes e proposta de trabalhos futuros.
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Capitulo 2 — Reviséo de Leitura

Neste capitulo sera feita uma introducdo sobre os trabalhos desenvolvidos para
predicdo na area da aviacdo ao longo do tempo. Néo se verificou qualquer trabalho da
aviacgdo nao regular, pelo que, toda a pesquisa se baseou em predicdo na aviacdo regular
e 0S Seus respectivos servigos também utilizados nas restantes tipologias de aviag&o.

Previsdo na aviacao

SO durante a segunda guerra mundial comecgaram a surgir as primeiras preocupacoes
de planeamento de estratégia na aviagdo militar. Contudo, para a aviagdo comercial foi
apenas apés 1945, com o fim da guerra, que se iniciou um elevado incremento da sua
procura. Comecou por se aplicar inquéritos para suporte da relevancia dos fatores que
contribuiam para o crescimento de viagens, em especial nos Estados Unidos, que se
concentravam em varias caracteristicas socio econdémicas dos passageiros das

companhias aéreas (Nawal K. Taneja, 1971).

O aumento da procura na aviagdo comercial tem sido sempre crescente ao longo das
décadas apds o seu surgimento. Com o aumento do trafego de passageiros, o fornecimento
significativo de aeronaves tera de ser proporcional ao crescimento de necessidades, uma
vez que as aeronaves tém vida limitada de servigo operacional, e eventualmente, a
aeronave tera de passar a reforma. O crescimento de aeronaves e a sua aposentacao deve

ser proporcional em relacdo ao crescimento de passageiros. (Yash Madhwal et al., 2017).

Na Figura 1, pode-se ver a previsdo de tendéncia de aeronaves na Europa.

Size 2015 2035
Large Widebody 100 60
Medium Widebody 320 460
Small Widebody 750 1150
Single Aisle 4010 6630
Regional jet 1730 1520

Figura 1- Growing plane demand (Europe) in 2035 according to plane type

Fonte:(Yash Madhwal et al., 2017)
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Dependendo dos diferentes mercados de rotas, as companhias aéreas usam diferentes
tipos de aeronaves devido as suas diferentes capacidades. Partindo desta conjectura, as
aeronaves maiores sdo normalmente usadas para o trafego regular e charter, enquanto as
aeronaves menores Sdo mais comuns na aviagdo executiva irregular, que pode ser fretada,
alugada ou de propriedade propria. Associada a necessidade de aeronaves, vem a
necessidade de tripulacdo adequada que faca assisténcia e opere o0 voo. Na Figura 2, pode-
se observar a previsdo da necessidade de aumento de tripulacdo nas diferentes zonas do
globo entre 2018 e 2038.

17 500

15 000

15 000

12 500

10000

F 500

Demand far new flight attendants

S ooo

Z 500

Eussia & . Africa Latin Middle East A sia Pacific Europe Marth
Asia Armerica Armerica

Figura 2- Demand for new cabin crew members in the aviation industry by 2038, by region

Fonte:https://www.statista.com/statistics/617681/new-cabin-crew-demand-globalaviation-industry/

A previsdo é a realizacdo de um julgamento sobre o futuro com base no presente
conhecimento. Quanto mais precisa for a previsdao, melhor serd& o plano, mas o
planeamento pode ser eficaz mesmo que a previsao ndo seja muito precisa inicialmente
(George A. Steiner, 1967). Assim, fazer a previsao da procura das atividades da aviagéo,

tornou-se uma importante incumbéncia no plano econémico (Atef Ghobrial, 1996).

A andlise de cenério permite investigar os elementos de um cenario futuro, em
particular aqueles que estdo em falta no sistema atual, a fim de criar um cenéario
preferencial. Isto fornecera algumas orientacGes sobre como apoiar ou evitar o
desenvolvimento em direcdo a um determinado objetivo. (Johannes Reichmuth e Peter
Berster, 2018), portanto, o progndéstico da procura na GA desempenha um importante
papel na gestdo da aviacao, planeamento e politicas de decisdo (GRA, 2011). A previsédo
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da procura de atividades na aviagdo tornou-se uma tarefa importante no plano econémico
(Atef Ghobrial, 1996). Por exemplo, a IATA (2018), previu um aumento de transporte
aéreo de 3.5 % de taxa de crescimento anual composta nas proximas duas décadas, o que

levara ao dobro dos atuais niveis.

A anélise dos desenvolvimentos e tendéncias anteriores relativas ao sistema de
transporte aéreo sao indicatrizes de um potencial adicional de crescimento a longo prazo,
contudo existem alguns indicios em determinados estudos de certos autores que 0s
primeiros efeitos de saturacdo possam ser vistos nos mercados norte-americano e
europeu, ao contrario do asiatico. Pelo que a aposta de negdcio devera ter em vista estes

estudos e uma maior aposta em mercado com previsdes de crescimento mais solidas.

Para Chen et al. (2012) sugerem que a analise de neg6cio e as tecnologias associadas
podem ajudar as organizacfes a entender melhor o seu neg6cio, o mercado e as
oportunidades presentes perante a abundancia de dados e com analise de dominio
especifico. Para Rajeev Sharma et al. (2014), o conhecimento que inclui um entendimento
de tendéncias, operacdes, clientes e fornecedores, sugere varias opc¢des de exploracdo e
conversdo em valor. Algumas opgbes podem ser Gbvias, enquanto outras podem ser o
resultado de um processo mais criativo, por exemplo, envolvendo analistas e ignorar uma

das restri¢Ges atuais e criando novos modelos de negocios.

Os investigadores estdo gradualmente a dar inicio a adogcdo de técnicas de
aprendizagem automatica para diversos problemas da avia¢do, mas esta implementacéo
ndo é rapida o suficiente devido a indisponibilidade de dados com boa qualidade, assim,
¢ mantida uma elevada confianca na opinido dos especialistas, em vez de modelos
complexos orientados para 0s dados. Adicionalmente é usual ser necessario um grande
volume de dados e uma grande capacidade computacional para criacdo de modelos, que

nem sempre se encontram disponiveis (Apoorv Maheshwari et al, 2018).

A disponibilidade de técnicas de aprendizagem automatica é elevada e tem sido mais
utlizada na aviagéo nos ultimos anos. Foi possivel analisar trabalhos de diversos autores,
com recurso a varias técnicas de aprendizagem automatica para determinacdo de
diferentes objectivos propostos. Dado o facto de nédo terem sido encontrados trabalhos

cientificos com o objectivo especifico desta dissertacdo, no restante descrever-se-do
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alguns dos trabalhos na area da aviacdo que recorreram a algoritmos de aprendizagem
automatica, que servem de base de investigacdo e foram também utilizados para

investigar as respostas aos objectivos propostos.

O uso de arvores de decisdo e de regressdo na aviagdo, em gque por norma se obtém
bons resultados, € ja algo recorrente, como, por exemplo, na determinacdo de
classificacdo das classes nas falhas do sistema de de-icing (quando é efetuada a aplicacao
de quimicos para retirar o gelo ou neve da aeronave) (WANG et al., 2013), e de regressao

na determinacdo da procura de viagens aéreas, por DelLaurentis et al., (2018).

Os autores Urkude & Richariya (2016), fizeram um estudo onde utilizaram o
algoritmo de Naive Bayes com o objetivo de conseguir que as companhias aéreas
consigam antecipar e lidar com atrasos antes que acontecam, de forma a evitar as
compensagOes por atrasos adicionando uma compensacao ao sistema, e obtiveram bons

resultados na predicao de voos tendo em consideracdo os factores temporais.

Lee et al, (2016) usaram dados de voos fornecidos pela companhia aérea American
Airlines para comparacao de varias técnicas de aprendizagem automatica para prever o
tempo de taxi no aeroporto de Charlotte. Fizeram demonstragdes com regressdo linear,
(SVM), (KNN), (Random Forest) e redes neuronais. Demonstraram que estes algoritmos
de aprendizagem automatica sdo capazes de prever o tempo de taxi para partidas numa
janela de tempo de 5 minutos. Outros dos trabalhos na area da aviagdo, que fez recurso
ao uso de SVM, tera sido o dos autores Zhang & Mahadevan (2019), com um modelo
hibrido, combinando a SVM com um conjunto de redes neuronais de deep learning, para
quantificar o risco de prever a consequéncia de eventos perigosos no sistema de

transmisséo das aeronaves.

Os autores Apoorv Maheshwari et al. (2018) realizam também a comparacgéo entre
varios algoritmos de aprendizagem automatica, com o propdsito de modelar a procura de
viagens aéreas. Utilizaram algoritmos de CART (Classification and Regression Trees),
de Regressdo, SVM, ANN e um conjunto de métodos para estimagdo e predigdo da
procura de viagens aéreas. Concluiram, de uma forma geral, que os algoritmos de SVM
e ANN tém boa precisdo para dados com mais elevada complexidade, mas existe a
necessidade de maior volume de dados para obtencdo de bons resultados. Referem que

14



Predicéo na aviacéo néo regular escrita por S6nia Afonso

existe um consenso geral de que o ANN é muito sensivel a caracteristicas irrelevantes,
devido a forma de construcédo do algoritmo. Isto pode ter como consequéncia um processo
de treino bastante ineficiente e demorado.

Dada a presenca de factor temporal nos dados para este estudo, foram também

investigados alguns artigos cientificos com recurso ao uso de séries temporais.

LALIS (2017), no seu artigo resumiu as opcdes para a aplicacio de analises robustas
de séries temporais com o objetivo de previsdo do indice de desempenho de seguran¢a na
aviacdo, tendo, no entanto, algumas limitacbes dada a obrigatoriedade de

confidencialidade dos dados.

Tang e Deng (2016), usaram predicdo baseada no modelo ARIMA, e foi possivel
apurar que o volume de passageiros aéreos mantera uma tendéncia ascendente constante,
bem como, o mercado de passageiros aéreos ficara maior na China, e ainda, a rotatividade
de passageiros apresenta uma certa flutuacdo sazonal, cujas principais razdes incluem
férias, clima e outros factores sazonais ou feriados. Para Cheng Li (2019), o modelo
ARIMA de séries temporais é utilizado para a previsao do volume anual de passageiros
da aviacéo civil na China, e apresenta uma analise matematica precisa. Segundo o autor,
0 risco de erro de previsdao também pode ser reduzido, com o método combinado de

previsdo baseado em ARIMA-Regression.

Sa (1987), estudou os modelos SARIMA para obter previsdes que auxiliassem na
gestdo de custos de um determinado voo. Contudo, os resultados obtidos ndo foram
promissores. Ainda com recurso a SARIMA, um modelo hibrido de séries temporais SVR
(Support Vector Regression) foi utilizado, para previsdo da procura do setor de aviacao

por Hing et al. (2019), apresentando resultados com bom desempenho.

Ainda usando a abordagem SARIMAX, foi feita uma previsdo do nimero de
passageiros, tendo em consideragdo as oscilagcbes no preco do petréleo, taxa de cambio
SEK / EUR, durante o periodo da Pascoa. As variaveis explicativas foram usadas por
adicdo recursiva para determinar se seria vantajoso usa-las na totalidade ou ndo como
input (Robertson & Wallin, 2014).

Também com recurso ao modelo sazonal-ARIMAX ¢ realizado um estudo empirico

combinando o modelo SARIMAX com a intensidade de pesquisa do Google, onde se
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mostra que o indice de pesquisa no Google sobre estacionamento, transporte ou outras
informacgdes relacionadas com os aeroportos tem um poder explicativo significativo do

seu volume aéreo de passageiros. (Ji et al. 2015).

Utilizando uma RNN — recorrent neural network, foi desenvolvida e implementada
uma abordagem para prever o progresso do embarque de passageiros, usando informagdes
de ocorréncias na cabine, tais como chegadas tardias, numero especifico de itens de
bagagem de mao ou passageiros prioritarios (com embarque privilegiado). Espera-se que
no futuro exista uma cabine na aeronave interligada e forneca as condi¢des ambientais
através de sensores, que possam ser usados como entrada operacional para uma previsao
em tempo real do progresso de embarque e melhorar de forma sustentavel a gestdo de

preparacdo para uma nova operacgdo (Schultz & Reitmann, 2018).

O modelo de previsdo de hard landing (aterragem efetuada abruptamente que causa
danos na aeronave ou até mesmo nos passageiros a bordo) com recurso a LSTM composto
por 5 camadas, com uma camada de entrada, uma camada de saida e trés camadas ocultas,
obteve o0 melhor ajuste em relacéo aos restantes modelos experimentais e baseando-se, na
aceleracdo vertical (VRTG), conseguiram fazer previsdo deste valor no préximo
momento, a fim de conjecturar a ocorréncia de acidentes de hard landing. (Tong et al.,
2018).

Pretende-se com o presente estudo a colmatacdo da falta de investigacdo acerca da
previsdo sobre tipologias operacionais, modelos de aeronaves adequadas a procura € a
respetiva tripulagdo necessaria recorrendo a algoritmos de aprendizagem automatica. A
intencdo € a de apoiar as decisdes de optimizacdo de custos, predicdo de operacionalidade,
e de necessidade de pessoal, tendo também em consideracdo a respectiva sazonalidade.
Apesar das pesquisas efetuadas, atras descritas, ndo foi possivel encontrar este tipo de
estudo, em particular no que concerne a aviagao ndo-regular, pelo que fica estabelecida,
assim, a necessidade de estudo dos objectivos propostos nesta dissertacao.
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Capitulo 3 — Compreensdo e exploragdo do negocio da aviagdo néo

regular

Tal como anteriormente referido, foi selecionada a metodologia CRISP-DM por se
mostrar mais adequada a problemas cuja solugdo advém da analise de dados de negdcio,
independentemente do ramo, sendo uma metodologia especificamente desenhada para
processos de extracdo de conhecimento dos dados (Data Mining). No que se segue neste
capitulo, seré associada cada se¢do as primeiras fases do ciclo do CRISP-DM, portanto a
Compreensdo do negocio, Compreensdo dos dados e Preparacao dos dados, estas fases
ndo foram alvo de um desenvolvimento Unico e directo, pelo que houve necessidade de

diversos ciclos de experimentacgdo e reformulacéo.

3.1. Compreensdo do Negocio da aviacdo nao regular

O cliente contacta a empresa solicitando por norma cotacdo do servigo pretendido,
sendo necessdria a indicacdo dos aeroportos, regifes ou paises pretendidos ou
preferenciais, o intuito do seu voo, tipologia operacional pretendida, com ou sem
tripulacdo incluida (wet lease e dry lease), tipo de servico a bordo e os passageiros

previstos.

Em caso de davida e a contratagdo seja para aeroportos que nunca foram operados
pela empresa, 0s principais departamentos com 0s servi¢os que tém mais ponderagao nos
custos associados e 0s operacionais de suporte a voos, séo consultados com o intuito de
obtencdo de cotacdes, dada a variacdo frequente nos destinos pretendidos, tais como o
fuel, as autorizagcbes de sobrevoo, os handlings, as taxas de aeroporto, catering, hotéis e
posicionamentos da tripulacdo. As restricdes e condic¢Ges de performance do voo ou voos
sdo também assinaladas pelo o departamento de Flight Support (suporte e performance
de voos) e é também feito o estudo de adequabilidade do equipamento disponivel da

aeronave que ira realizar o voo ao aeroporto.

Posteriormente é entdo calculado o custo dafretagem e feita a orcamentagéo ao cliente
do custo da operacéo pelo departamento Comercial, tendo em conta ndo apenas os fatores
mencionados, como também a época de maior ou menor procura gue se encontra a
decorrer de momento e quais as aeronaves que estardo disponiveis. Caso seja um servico
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para um destino regular, a cotacdo sera dada de acordo com a tabela padréo de custos de

servigos ACMI ou charter.

Seguidamente a haver aceitacdo por parte do cliente e fecho de contrato, existe uma
divulgacdo interna geral para a empresa confirmando a data da operacéo e o cliente ou
empresa de contratacdo (brooker) e nessa altura é desencadeado o inicio de preparagédo
de cada departamento de forma a poder dar resposta e a devida preparagdo para a

operagéo.

e Departamentos

O departamento de fuel ird solicitar cotacbes as empresas de fornecimento de
combustiveis de aeronaves em cada uma das estacOes, ird verificar a possibilidade de
optimizagdo de abastecimento, com a estacdo com cotacdo mais baixa por galdo ou
tonelada. O departamento de Despacho de Voo, tendo em conta o custo do fuel, o
consumo previsto de acordo com o atrito causado pelo tempo, o plano de carga e rota

preferencial de acordo, indica, qual a estacdo em que devera abastecer mais quantidade.

O departamento de planeamento, actualiza o planeamento e solicita as autorizagdes
de sobrevoo e slots (autorizacdo de horario de aterragem ou descolagem associado ao
callsign). Ira fazer a solicitacdo do plano de voo e verificar as FIRs (pontos de entrada ou
corredores de circulacdo de um pais) sobrevoadas e, desta forma, solicitar a cada uma das
autoridades de aviagdo civil o sobrevoo e aterragem consoante o pais, ou slots, dependente
das normas IATA de cada pais.

O departamento de Travel ira verificar a informacdo em sistema das respectivas
necessidades de posicionamentos e hotéis de acordo com as escalas determinada pelo
departamento de escalonamento de tripulantes (Crewing Department) e verificar as
cotacBes de mercado juntos de agéncias de viagem de companhias aéreas, transfers e
hotéis tendo também em vista a optimizacdo do custo operacional ou verificacdo de

contratos directos com o fornecedor, consoante a duracéo da operagéo.

O departamento de In-flight, ira confirmar junto do departamento Comercial 0s

requisitos referentes tanto a refeicdes que o cliente pretende como o tipo de servico a
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bordo, podendo ser desde o basico a VIP, e no caso de existir algum requisito em especial,

existira consequentemente custo adicional se aplicavel.

O departamento de Dire¢do de Operacdes de Terra (DOT) ira organizar o handling e
verificar as cotacGes disponiveis, tendo em vista também taxas aeroportuarias de
passageiros, torre de controlo, entre outros servi¢os necessarios de assisténcia em terra a

aeronave, e optar pelo mais vantajoso.

O departamento Centro de Controlo Operacional (CCO) ira dar apoio de servicos de
todos os departamentos nas alteracdes de ultima hora, inconsisténcias e falhas, ja durante
a realizacdo do voo, ou ira substituir na sua auséncia, por se tratar de um departamento
em funcionamento 24 horas, e requisitar todos 0s servigos, no caso de uma operacgéo fora

do horério de expediente, em que 0s restantes departamentos ndo se encontram presentes.

O departamento de Facturacdo ira confirmacao a inclusdo de todos os servicos tidos
pelos departamentos mencionados na factura final ao cliente e fazer reconciliacdo de

contas sempre que tenha sido necessario custos extra.

O departamento de manutencdo ird planear e assegurar que as aeronaves se encontram
com todas as inspecOes obrigatéria pela EASA efetuadas, sempre que possivel sem

impactar comercial o aluguer das aeronaves.

Os departamentos de Safety e Security que asseguram o cumprimento das regras de
seguranca desde os departamentos de planeamento interno até aos posicionamentos que

necessitardo de protecdo da tripulacdo em determinados paises.

3.2. Recolha de dados

Os dados utilizados provenientes do planeamento de aeronaves e de gestdo de
tripulacGes, foram obtidos a partir da ferramenta de gestdo de voos da organizacao. Esta
ferramenta permite a extracdo dos dados num formato que permitira posterior seguimento
ao tratamento dos mesmos e finalmente o carregamento na ferramenta para modelagéo
(ETL).

Embora os dados tenham sido obtidos da mesma aplicacdo, foram retirados de

modulos diferentes. Uma das extracdes refere-se a gestdo de tripulagdo e o outro médulo
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referente a gestdo de voos das aeronaves, onde se obtém todas as informacdes referentes
aos detalhes de voos previstos (tempo de voo, hora prevista de partida, hora prevista de
chegada, tempo entre calcos, tempo efetivo de voo, aeroporto de chegada, aeroporto de
partida, passageiros e companhia aérea). Referente aos dados das tripulac@es, € utilizada
a informacao referente aos relatorios de GD (General Declaration), que corresponde a
extracdo de informacéo decorrida no voo, (tripulagéo de cabine e de cockpit que efetuou

0 V00, a sua categoria, dados pessoais, nimero de voo, origem e destino).

A ferramenta de gestdo aerondutica tem suporte de uma empresa externa, onde é
possivel arealizacdo de gestao e apoio de voos, bem como de tripulagédo, permitindo ainda
efetuar a extracdo dos dados pretendidos, tanto a nivel de voos efetuados, como de

tripulacdo que operou para 0s VOOS.

Estes dados foram extraidos num universo de voos ocorridos entre 2010 a 2018 e
incluem todos os voos operados pela companhia aérea, voos ACMI, Charter, Treino,
Teste e Privado desempenhados ao longo dos anos mencionados, bem como toda a
tripulacdo a nivel de cabine e cockpit (tripulacdo de conduz a nave) que assistiu e operou
nestes voos. Na Tabela 1, esta presente a descricao das variaveis que compdem os dados,
provenientes de origens diferentes, e que serdo utilizados nos modelos, com 45929
registos de operacionalidade de voos, e um total de 43047 registos de tripulacéo, portanto
provenientes da General Declaration.
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Descricao das variaveis dos conjuntos de dados referente aos voos operados:

Origem
Nome Tipo extracdo | Formatos Descricdo
AircrafType Categorica xlsx String Modelo de aeronave
AircrafReg Categorica xlsx String Matricula aeronave
Departure Categorica xlsx Date Local de partida
Arrival Categorica xlsx Date Local de chegada
Year Temporal xlsx Date Ano
Month Temporal Xlsx Date Més
Dia Temporal xlsx Date Dia
Weekday num Temporal xlsx Date Dia da semana
HEstimTD Temporal xlsx Date Hora estimada de partida
mtsEstimTD Temporal xlsx Date Minutos estimados de partida
HActualTD Temporal xlsx Date Hora efetiva de partida
mtsActual TD Temporal xlsx Date Minutos efetivos de partida
HEstimTA Temporal xlsx Date Hora estimada de chegada
mtsEstimTA Temporal xlsx Date Minutos estimados de chegada
HActualTA Temporal xlsx Date Hora efetiva de chegada
mtsActual TA Temporal xlsx Date Minutos efetivos de chegada
stateflightDepartDiff | Temporal xIsx String Estado do voo em relacdo a partida
Diferencial entre hora prevista de
HDepartDiff Temporal xlsx Horas partida e efetiva
Diferencial minutos previstos e
mtsDepartDiff Temporal xlsx Minutos efetivos de partida
Diferencial total minutos previstos e
mtstotaisDepartDiff | Temporal xlsx Minutos efetivos de partida
stateflightArrivalDiff | Temporal xlsx Minutos | Estado do voo em relagdo a chegada
Diferencial entre hora prevista de
HArrivalDiff Temporal xlsx Horas chegada e efetiva
Diferencial minutos previstos e
mtsArrivalDiff Temporal xlsx Minutos efetivos de chegada
Diferencial total minutos previstos e
mtstotaisArrivalDiff | Temporal xlsx Minutos efetivos de chegada
HAirborn Temporal xIsx Horas Ndmero de horas voadas
mtsAirborn Temporal xlsx Minutos NUmero de minutos voados
mtstotaisAirborn Temporal xlsx Minutos Diferencial total minutos voados
HBlockH Temporal xlsx Horas Horas entre blocos
mtsBlockH Temporal xIsx Minutos Minutos entre blocos
mtstotaisBlockH Temporal xlsx Minutos Minutos totais entre blocos
CorrectOperationType | Categorica xlsx String Tipologia Operacional
Airline_anon Categorica xIsx Inteiro Companhia aérea anonimizada

Tabela 1 — Descrigao das variaveis referente aos dados dos voos operados
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Descrigdo das variaveis dos conjuntos de dados referente a gestédo de tripulagdes:

Origem
Nome Tipo extracdo |Formatos Descricéo
AircrafReg Categorica csv String Matricula aeronave
Departure Categorica CsV Date Local de partida
Arrival Categorica CsV Date Local de chegada
Year Temporal CsV Date Ano
Month Temporal csv Date Més
Dia Temporal CsV Date Dia
Airline_anon Categorica Csv Inteiro Companhia aérea anonimizada
CrewNum Numérica CsV Inteiro Numero de tripulacdo

Tabela 2- Descricdo das variaveis referente aos dados de gestao de tripulacdes

3.3. Preparacéo de Dados

Como referido, as extracdes dos sistemas foram realizadas em dois modulos diferentes,
referente a voos e tripulacdo associada. Na extracdo do primeiro modulo referente a voos
foi possivel a extracdo Unica do sistema em formato .xIsx, contudo, para extracdo do
segundo modulo referente ao report de GDs dada dificuldades de extracdo de grande
volume de dados do sistema de informac&o de tripulacéo e respectivos detalhes basicos
do voo realizado, devido ao enorme volume de dados abrangente nestes ficheiros, foram

extraidos os relatérios de GD por semestres anuais em formato .csv.

Foram realizadas analises de valores nulos e ausentes, de forma a verificar qual a

melhor forma de lidar com os mesmos para ambos os conjuntos de dados.

Assim, para a amostra referente aos voos, por existirem poucas observagoes com estas
caracteristicas, no tratamento de dados omissos ou incorretamente introduzidos,
procedeu-se a remocdo das 41 observacOes, de forma a obter uma amostra com dados
passiveis de carregamento em Python, com eliminacdo das linhas com presenca de Na.
Este conjunto de dados, com o detalhe dos voos, consiste nos dados utilizados para a
obtenc&o de resposta para as questoes objectivo Q1 e Q2 desta dissertacdo. Procedeu-se,
ainda, a remocao das aeronaves que ja ndo fazem parte da frota ou que os modelos foram
considerados obsoletos dado que ja ndo séo fabricados pela Airbus, uma vez que ndo eram

convenientes para aprendizagem com vista a previsoes futuras.
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Relativamente a amostra de GD das tripulagdes, que inclui a tripulagdo que operou 0s
voo0s, houve necessidade de tratamento individual para cada ano, colocando a informacéo
em dataframes independentes, dado que o Python fazia fuséo e sobreposi¢do de campos
com dados dispersos na extracdo, havendo total desformatacdo para poderem ser
explorados correctamente ou carregados nos algoritmos de modelos. S6 desta forma foi
possivel proceder a limpeza de dados, aplicado especificamente a cada dataframe. Houve
também necessidade de resolucdo de valores Na, com a sua substituicdo por média dos
valores imediatamente seguinte e anterior da sua vizinhanca, quando existiram voos
proximo da data da auséncia. Caso contrario, procedeu-se a insercdo de zeros, ja que a
auséncia de introducdo de dados, em especial nos voos de posicdo, treino e teste,
corresponde a lapsos ou omissao de introdugdo dos dados ou de erro de sistema.

Em ambas as amostras foi necessario recorrer a implementacdo de técnicas de

transformacéo de dados, de forma a facilitar o manejamento nos algoritmos.

Assim, houve necessidade de implementacdo de técnicas de para extracdo de
informacdo a partir de texto. Desta forma, para se determinar qual a companhia aérea que
operou 0 Voo, recorreu-se a técnica de extracdo de callsign a partir do nUmero completo
de voo (os voos tém a seguinte sequéncia de informacdo: os dois caracteres iniciais
correspondem ao codigo IATA da companhia aérea que o opera, a seguinte numeragdo
corresponde a frota deste modelo na companhia, dia da semana e o nimero de estagdes
que operara continuamente com esse mesmo ndmero de voo). Assim, esta técnica de
Linguagem Natural permitiu a eliminacdo de informacdo que consta nos dados,
eliminando caracteres com informacéo que ndo é essencial para posterior utilizacdo do
conjunto de dados, (por exemplo do voo “XX1234”, foi extraido apenas “XX” e
eliminado o “1234” de forma a identificar a companhia aérea que operou 0 voo, sem 0

ruido da informacao dos restantes detalhes do nimero do voo).

Com recurso a técnicas de limpeza de dados, também se procedeu a eliminagdo de
caracteres (tais como “;.*#”), considerados como ruido, de forma a ndo causar
interferéncia na leitura das observagdes que constam no conjunto de dados resultante da
extracdo de informacdo do sistema para o formato .csv e .xlsx do Excel, caso contrério
poderia perturbar o desempenho dos algoritmos de aprendizagem automatica ou mesmo

tornar inviavel o seu carregamento nos mesmos.
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A primeira transformacdo foi das variaveis “data” para tipo temporal, em simultaneo
com a separacdo de dias, meses, anos, dias e dias da semana para futuro estudo na
exploracdo de dados. Posteriormente, por forma a simplificar calculos, foi também
necessaria a aplicacéo de transformacéo de dados referentes a variavel horas e minutos,
onde anteriormente tinha sido feita a transformacéo para variavel temporal, e aplicacdo
de algumas operag¢des simples aritméticas por forma a conseguir manusear os dados mais
simplesmente e extrair conclusdes. Assim, procedeu-se & separacdo das colunas onde
constam as horas e 0s minutos de atrasos de partidas, chegadas, de horas voadas e de
horas entre blocos, e efectuou-se a transformacéo de horas, para minutos, e a sua soma
por forma a obter melhor grafismo (na parte de visualizagdo) dos diferenciais de atrasos
com a diferencga entre horas estimadas e previstas.

Com recurso a técnicas de Text Mining, procedeu-se ainda a aplicacdo de
anonimizacdo de dados, portanto desassociando a titulo definitivo o codigo IATA do
callsign das companhias aéreas e transformando cada callsign num ndmero. tendo em
vista a confidencialidade de informacédo dos clientes de acordo com nova lei RGPD
(Regulamento Geral de Protecdo de Dados) em ambos os conjuntos de dados. O Text
Mining € um campo multidisciplinar, que faz extracdo de conhecimentos Uteis a partir de
texto corrente, ou seja, dados néo estruturados ou semi-estruturados, e faz uso de um

conjunto de métodos para organizar, encontrar e descobrir informacdo em bases textuais.

A normalizacdo dos dados, foi efectuada usando a técnica z-scores. Esta normalizacao
tem em consideracdo a média e o desvio padrdo de cada variavel, e produz um valor que
permite distribuir de forma central os dados. O valor normalizado indica a distancia entre
a média e o valor original em termos de desvios-padréo, conforme Equagéo 1.

D)

)

Equagdo 1 - Férmula z-score usada

Assim, e para que as escalas das variaveis ndo tenham impactos diferentes nos
algoritmos, procedeu-se a transformacdo das varidveis categoricas em quantitativas e
respectivo mapeamento e das quantitativas em z-scores, para homogeneizar as variaveis.
O processamento foi feito com recurso ao package do Python que processa a aplicacédo

desta férmula em todas as colunas dos conjuntos de dados com a chamada deste método.
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Uma vez que os resultados iniciais de analise de avaliacdo e desempenho do algoritmo
modelo de base — construido com a técnica de Regressdo Logistica Multinomial [Sec¢ao
4.1] demonstraram claramente que o desiquilibrio das classes estaria a prejudicar a sua
predicdo, uma vez que determinadas classes se encontram na amostra em nimero
reduzido, foram aplicadas técnicas de tratamento de dados para nova construcao de

modelos de previsdo, com o intuito de melhoria de resultados.

- Foi aplicada a técnica SMOTE, que faz a producéo sintética de exemplos de classes
minoritérias. Foi feita sempre a comparacdo da aplicacdo com a ndo aplicacdo deste
método nos algoritmos na modelag&o e respectiva avaliagdo de desempenho de forma a

equacionar a sua aplicacdo em qualquer uma das questdes de investigacao.

Foi também feita uma abordagem da ponderacdo e importancia das varidveis
dependentes com vérios métodos, de forma a analisar se seria viavel a redugdo de

dimensao de variaveis do conjunto de dados:

- Pelo método de Lasso, é um tipo de regressao linear, que recorre a reducdo de
dimensdo das variaveis, incentivando os modelos a tornarem-se mais simples e esparsos
(isto é, modelos com menos parametros). Esse tipo especifico de regressdo é bem
adequado para modelos que apresentam altos niveis de muticolinearidade. Com este
método ird fazer-se a verificacdo se existird mais valia com a selecdo de variaveis ou
eliminacdo de parametros. Na Figura 3, podemos verificar graficamente a importancia
atribuida das variaveis por este método, tais como: o aeroporto de chegada, o aeroporto
de partida, o diferencial dos minutos totais previstos entre o tempo previsto de partida e
0s reais, 0S minutos totais de horas entre blocos, passageiros e a respectiva companhia

aérea.
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Feature Importances of 25 Features using Lasso
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Figura 3 - Método de Coeficiente de Lasso

- Pelo método RFE (Recursive Feature Elimination), efetua-se a selecdo de varidveis
que se ajusta mais ao modelo e remove a variavel (ou varidveis) mais fracas até que o
numero especificado de variadveis seja atingido. Houve experimentacdo com 5, 15 e 20
atributos de acordo com a classificacdo atribuida, mas os resultados no modelo base ndo

demonstraram melhorias com nenhuma destas selecgdes.

- Pela abordagem com o método Univariate Selection, foram obtidos scores pouco
significativos em ambas as questdes e existe também evidéncia estatistica que demontra
a rejeicdo de relacdo entre as varidveis categoricas, pelo que corrobora que nao existe
necessidade de aplicacdo também de reducdo de variaveis.

De todas as abordagens mencionadas, para selecdo de variaveis, com base nos
resultados obtidos, as métricas de avaliacdo do desempenho revelaram-se baixas, em
especial a sensibilidade, pelo que ndo serd efetivamente uma boa op¢do, a melhor
classificacdo foi obtida com o método SMOTE, que revelou melhor desempenho na

aplicacdo nos algoritmos.

Dada a existéncia de um factor temporal presente nos dados, embora ndo sejam
observacdes exactamente sequenciais com 0 mesmo intervalo de tempo, foi feita também
abordagem de predicdo com séries temporais, na questdo Q3, sendo necessaria a

colocacgéo da “data” como index, para poder fazer recurso destes modelos.
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3.4. Andlise Exploratoria de Dados

Nesta seccdo sera realizada a andlise exploratdria dos dados extraidos para esta
dissertacdo dos diferentes modulos aplicacionais, os dados referentes as operagdes e

referente as de tripulagdes (GD).

3.4.1. Dados relativos a operacionalidade de voos

« Analise Descritiva

Na andlise exploratdria da amostra referente analise de voos, com um total de 45929,
verifica-se a existéncia de desequilibrio. As operacfes ACMI sdo encontradas em grande
maioria em relacéo as restantes operacgdes, distribuindo-se todas as operagdes da seguinte
forma: ACMI - 34819, Charter - 6682, Position - 3769, Private - 390, Train - 245 e Test
- 24,

Com recurso a uma funcdo do Python, onde se pode verificar a média e o desvio padrao,
minimos e maximos e percentis, pode-se concluir que é mais comum ndo haver atrasos
na operacionalidade dos voos. Na Tabela 3 - Analise medias, desvio padrdo, minimos,
maximos e percentis de variaveis temporais, observa-se as medias, 0 desvio padréo,
minimos, maximos, percentis 25%, 50% e 75% referentes aos atrasos e outras estatisticas

importantes de voos operados.

Minutos | Minutos | Minutos Minutos
Passageiros | atraso atraso totais | totais entre
partidas | chegadas | Voados blocos
count 45929 45929 45929 45929 45929
mean 117 44,80 50,33 305,28 332,79
std 112 82,87 83,53 193,75 195,996
min 0 0 0 0 7
25% 0 6 10 128 154
50% 102 20 27 293 320
75% 217 51 58 441 470
max 467 2610 2595 1025 1039

Tabela 3 - Analise médias, desvio padrdo, minimos, maximos e percentis de variaveis temporais

Devendo-se salvaguardar que referente aos registos de passageiros estes registos estéo

incompletos, dado que nem todas as operadoras fornecem este tipo de informacéo, ou ndo
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sdo correctamente actualizados no sistema, estes valores foram excluidos do conjunto de

dados.

A aeronave que tem mais voos registados, € a modelo A340 (343) e A332(332), 0
que pode ser explicado por uma maior procura dadas as suas caracteristicas, conforme

Figura 4.
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Figura 4- Histograma de voos por tipo de aeronave e modelo

Em relacdo a operacionalidade, portanto ao nimero de voos efetuados, do modelo de
aeronave e tipologia operacional, observa-se que, a excec¢do do modelo A321, que opera
maioritariamente para um determinado cliente, e 0 jacto, que opera maioritariamente voos
privados, as restantes aeronaves desempenham voos ACMI em maior quantidade,
conforme Figura 5. No entanto deverd ser referido que o modelo de aeronave A321 esta
presente na companhia apenas desde 2014 até ao momento e esta agora também alocado
a um cliente em especifico. A aeronave A380 também tem menos actividade por se

encontrar a pouco tempo na empresa.
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Figura 5 - Modelo de aeronave e Tipologia Operacional

Fazendo-se uma anélise anual, observavel na Figura 6 verifica-se que, a partir de
meados do ano de 2012, houve acréscimo no nimero de voos ACMI, sendo que no ano e
2015 houve um maximo deste tipo operacional e mantendo-se relativamente constante a

posteriori.

No ano de 2011 a 2012, verifica-se maior fluxo de voos charter, havendo
posteriormente uma certa diminui¢do deste tipo operacional. Surge novamente maior

actividade deste tipo operacional em finais de 2019.

As tipologias Teste e Treino sdo relativamente constantes e sem grande expressao. Os
voos da tipologia privado s existe registo desde a data em que 0 jacto entrou na empresa
e a sua actividade é mais esparsa e reduzida.
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Figura 6 - Ano e Tipologia operacional

Elaborando um gréfico do tipo boxplot, Figura 7, entre as aeronaves e 0s meses do

ano, pode-se observar que os avides de maior porte e o jacto tém a mediana nos meses de

Julho e Agosto, com excecdo do A346, que esteve relativamente pouco tempo presente

na companhia. Ja as aeronaves single aisle (referente as aeronaves de corredor Gnico) tém

mediana localizada nos meses de Agosto e a aeronave A380, a de maior dimensdo de

todas, ainda ndo tém voos suficientes para localizar a sua mediana. Na Figura 6, podera

observar-se a caixa-de-bigodes entre o tipo de aeronave no eixo dos yy e 0S meses no eixo

dos xx.
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Figura 7 - Caixa-de-bigodes Tipo aeronave e Més
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Realizando-se uma analise de boxplot, conforme Figura 8, pode-se verificar que o
primeiro e terceiro quartis sdo mais alargados nas operacoes charter coincidindo com os
meses de Abril e Outubro, enquanto que as operacdes ACMI tém os seus percentis em
Maio e Setembro, que corrobora com 0s meses de maior procura de operacional. Os
restantes tipos operacionais sdo mais distribuidos por serem realizados consoante as
necessidades da empresa e muitos destes posicionamentos sdo incluidos em contratos
ACMI ou charter.

Charter

AT

Fosition

Train

CorrectOperation Type

Tast

H—Ivale I—__|

Figura 8 - Caixa-de-bigodes entre Tipologia Operacional e més

Fazendo o mesmo tipo de anélise semanal e a tipologia operacional, existe uma
tendéncia de medianas as terca-feira e quarta-feira, e percentis situarem-se de segunda-

feira a sexta-feira, o que € consequéncia de existéncia de menos voos ao fim de semana.

A analise de boxplot entre a tipologia operacional e os minutos de atraso nas chegadas,
conforme Figura 9, verifica-se que a tendéncia da maioria das operacoes € de cerca de
zero minutos, sendo 0s seus quartis também préximos desse valor, com excecdo das
operacOes de testes, dado muito provavelmente porque esta tipologia operacional esta
dependente de aval do departamento de manutencao e tem muita volatilidade, verifica-se
ainda a existéncia de provaveis outliers (observaces discrepantes) por existirem
determinadas situacOes alheias ou inesperadas que provocam atrasos, por vezes bastante

elevados.
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Figura 9 - Caixa-de-bigodes entre nimeros de atraso de chegadas (mts) e Tipologia operacional

Ainda em relacdo a analise de caixa-de-bigodes, na Figura 10, entre os minutos de
Airborn e o tipo de operacdo, pode-se verificar que a mediana é maior em ACMI do que
voos charter, derivado ao facto de a empresa operar bastantes mais voos ACMI do que
charter, havendo, no entanto, quartis mais aproximados nestas duas operac¢6es. Dado que
0S voos de posicionamento tém propensdo a serem curtos, tém mediana inferior,
obviamente apresentando alguns outliers, dado o facto de certos posicionamentos serem
para aeroportos mais distantes, por ser necessario ocasionalmente posicionamentos mais
longos. Voos de testes, treino e privado séo no geral mais curtos, sendo que os de teste
sdo sempre planeados para duracdo mais abreviada, enquanto os privados e de treino

apresentam por vezes outliers, em algumas situacdes pontuais.
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Figura 10 - Caixa-de-bigodes minutos Airborn e Tipologia operacional
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Os voos tém mediana entre as 10 e as 15 horas UTC (Tempo Universal Coordenado),

e existem menor nimero de voos antes das 6 horas da manha e depois das 18 horas.

Fazendo uma analise de grafico com agrupamento mensal entre os anos de 2010 e
2018 na Figura 11, pode-se verificar um intervalo de pico de actividade entre 0s meses
de Junho a Outubro, havendo descréscimo no més de Novembro e depois novamente

maior procura em Dezembro e ligeiro aumento em Marco.

Figura 11 - Grafico média mensal entre os anos 2010 e 2018

Observando os dados a nivel mensal, existe maior actividade no inicio dos meses e
depois um decréscimo, geralmente, em média, uma maior procura a partir do dia 18 até

ao final do més, havendo, no entanto, uma reducdo de procura a partir dia 21.

Pode-se verificar graficamente na Figura 12, que em média, existem mais operacdes
Charter operadas as tercas feiras, enquanto que as opera¢cdes ACMI tém maior ocorréncia
aos domingos. As restantes operagdes apresentam uma procura idéntica ao longo da

Semana.
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Figura 12 - Gréfico de operagdes por dia da semana

Investigando a frequéncia da tipologia de voos por anos, observou-se que 0S v0O0S
ACMI ocorreram maioritariamente em 2014 ( meses de Julho e Agosto, conforme analise
mensal), 0s voos charter em 2011 e 2012, (nos meses de Junho e Outubro), de posicéo
também em 2011, (nos meses de Outubro), Privados em 2017, (nos meses de Maio e
Junho) e ndo houve ocorréncias deste tipo de voos antes de 2013, de Teste em 2015, (nos

meses de Maio e Outubro) e de Treino em 2014, (no més de Fevereiro), (Figura 13).
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Figura 13 - Ano e tipologia operacional
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Referente a frequéncia de passageiros nas operacfes charter, verifica-se maior
afluéncia nos meses de Abril, Junho, Outubro, Novembro e Dezembro. Relativamente as
operagdes ACMI, embora uma boa parcialidade do registo de passageiros esteja
incompleto, pelo que ndo poderdo ser utilizados para outras quaisquer inferéncias,
existem indicios que os meses de Junho, Julho, Agosto e Setembro sdo 0s meses com

mais fluxo de passageiros transportados.

Fazendo a andlise de atrasos por tipologia operacional, conforme Figura 14, nos voos
charter, existe um pico de atrasos para esta operacdo em 2011 e 2012, coincidindo
também com o pico desta tipologia operacional, nos voos de posi¢cdo denota-se um
relativa estabilidade com ligeiras oscilacdes de atrasos ao longo dos anos, com excecao
de 2017 que houve aumento. Para 0s voos privados, um ligeiro aumento; e uma certa
estabilidade nos voos de treino e teste. Para as operacdes ACMI o maximo de atrasos
ocorreu em 2014, tendo o ano de 2018 quase atingido o mesmo nivel. Denota-se que as

operadoras com mais atrasos sdo as que tém também mais nimero de voos realizados.

Operation Type and total delays per year

CorrectOperationType
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Figura 14 - Gréfico de tipologia de operagdes por ano

Analisando também as frequéncias das estacdes com maior operabilidade, um dos
aeroportos que a companhia aérea que maior numero de voos operou ¢ BRU (cédigo
IATA para Bruxelas), este € um dos pontos de manutencédo e centrabilidade da Europa,
sabe-se que se trata de um bom ponto estratégico para estacionamento de aeronaves e
posicionamento para acessibilidade rapida e possibilidade de custo reduzido de
estacionamento, conforme contrato de acordo em vigor.
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Houve um total de 117 operadores diferentes registados entre os anos de 2010 e 2018,
onde se verifica em primeiro lugar, com maior nimero de voos, um operador de longo
periodo de contrato e de seguida voos que operaram sob o callsign da companhia, portanto
0S voos charter, de posicionamento e de teste. Os maiores atrasos verificaram-se
consequentemente nestes dois callsigns, o que podera estar associado ao facto de serem
0s mais comuns. Referente ainda aos operadores, denotou-se que tém sempre mais
operacionalidade em aeroportos do seu pais de registo do COA (Certificado de

Aeronavegabilidade).

Observando o comportamento das aeronaves A310, na Figura 15, denota-se maior
actividade nos meses de maior actividade da companhia, de Junho a Setembro, contudo
entre 2010 e 2012 verifica-se uma efetiva maior procura desta aeronave entre 0s meses
de Setembro e Dezembro. Existe auséncia de registo de voos entre 0s meses de Maio e

de Julho em 2013, devido a periodo de manutencao.

A313
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Figura 15 - Grafico para a aeronave A310 por més/ano

A aeronave A321, estabelecido contrato leasing em meados de Marco de 2013, tem
um comportamento em que o padrdo ndo esta de acordo com o pico de actividade da
companhia, provavelmente dado o facto de se encontrar dedicado a um cliente especifico
em que o seu pico de operacionalidade decorre entre os meses de Abril a Agosto e depois

no més de Outubro, conforme Figura 16.
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Figura 16 — Gréfico para a aeronave A321 por més/ano.

As aeronaves A332, A333, A343 tém um comportamento padrdo de procura, salvo
raras excecdes, com o maior pico de actividade da companhia, sendo de Junho a Setembro

onde existe maior registo de voos.

As aeronaves A345, observavel Figura 17, tiveram uma grande actividade continua
nos primeiros anos de existéncia na companhia de 2010 a 2013, j& que estiveram
vinculadas a um cliente especifico, a posteriori a sua procura enquadra-se também no

padréo tradicional.

Figura 17 - Gréfico para a aeronave A345 por més/ano.
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A aeronave A346 por se ter encontrado pouco tempo na companhia, ndo é possivel
analisar um padrdo de comportamento de procura, apresentando apenas actividade no

final do ano de 2013 e principio de 2014.
A aeronave A380 foi adquirida recentemente, e ainda ndo tem procura mensuravel.

O jacto por se encontrar maioritariamente ao servico da companhia, tem um padréao

contrario, a sua actividade é acentuada no inicio do ano.

e Analise de Correlagtes

Pela matriz de correlages, ( Figura 18), denota-se uma correlagéo positiva fraca entre
a hora estimada de partida ¢ a hora atual de partida do voo, podendo ser indicio que 0s

atrasos existentes, ndo sdo significativos.

Verifica-se também que existe uma relagdo fraca (0.3) entre as variaveis de tempo
entre blocos (tempo que o avido se encontra no chao com calgos) e o tempo efetivo de voo
(tempo Airborn), o que se justifica por norma da preparacéo necessaria, ainda no solo, da

aeronave, que é proporcional ao tempo de voo que ira realizar.

O tempo entre blocos, tipo de aeronave, tipologia operacional e a operadora ou cliente
também apresentam uma correlacdo mais forte, onde se pode verificar que o mesmo
cliente tem tendéncia a escolher o mesmo tipo de avido. Isto provavelmente derivado
ao facto de a necessidade ser idéntica em periodos anteriores, sempre que efetuam a
fretagem de avides. A relagdo com o registo serd apenas uma consequéncia, dada a sua

associabilidade ao modelo da aeronave.

Entre acompanhiae o tipo de operagdo, também existe alguma relagdo, negativa,
(0.3), 0 que seria expectavel, ja que a tipologia charter opera sempre com o callsign da

prépria companhia e para a tipologia ACMI opera sempre com o seu proprio callsign.

No entanto, no geral, as correlagdes ndo sdo mensuraveis, positivas ou negativas,

estando situadas entre correlagdes fracas a despreziveis.
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Figura 18 - Matriz correlacbes

Anélise de Componentes Principais

Nesta analise exploratoria, foi também realizada uma Anélise de Componentes

componentes.

Principais (ACP) na amostra de voos, a fim de confirmar se traria vantagens a aplicagao
de reducdo de dimensionalidade da amostra. A ACP é um método exploratorio que auxilia
na elaboracdo de hipGteses gerais a partir dos dados extraidos, tem a capacidade de separar
a informagdo importante da informagdo redundante e aleatéria. Na analise exploratéria
de dados estatisticos multivariados, a analise de componentes principais € um método
também tradicionalmente utilizado com o objectivo de projetar dados com n-dimens6es
num espaco de menor dimensdo. Apoés a aplicacdo da técnica, 17 variaveis explicavam

cerca de 95.5% da variancia, denotado na Figura 19, sendo que serdo as primeiras 17
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Figura 19 - Numero de Componente Principais e a variancia explicada

A ACP nem sempre consegue ser aplicada, nomeadamente quando estamos perante
variaveis pouco correlacionadas ou categdricas, as componentes principais sdo as
proprias varidveis originais (Regazzi, 2000). Assim dado o facto de a correlagdo ser
bastante fraca ou quase inexistente entre as variaveis e estarmos na presenca de alguns
outliers, a ACP ndo deve ser aplicada.

3.4.2. Dados relativos a gestdo de tripulagdes
e Andlise descritiva

Relativamente aos dados provenientes para a terceira questdo Q3, num total de 43047
observagoes, para predi¢do da tripulacdo ideal para o bom funcionamento da empresa,
advém, como mencionado das General Declaration de actividade da companhia, e as
variaveis que constam nos dados tém o comportamento consoante a Figura 20 pode-se
observar o comportamento de cada uma das variaveis que compdem o conjunto de dados
relativos as tripulacdes.

AcType Crewhum

12000
25000
10000

20000
8000

15000
000

2000 10000

000 5000

FII--

=
=]
&
=
=

310 320 10 M B0
Figura 20 — Histogramas relativos as variaveis

40



Predicéo na aviagdo ndo regular escrita por Sénia Afonso

A quantidade de tripulacdo mais comum refere-se a tripulacdo minima para operar um
voo correspondente ao modelo de aeronave em maior nimero na empresa. Um maior
namero de tripulacdo a bordo num voo, podera corresponder a tripulacédo reforcada para
operar outro voo da operacao, ou, posicionada para ir operar outros voos, ou ainda, de
regresso a sua base. Na Figura 21 pode-se observar a variabilidade do ndmero de
tripulantes para cada avido em cada ano, sendo, ainda, possivel verificar a evolugdo de
contratacdo. Notam-se picos, com comportamento outlier, em 2012, 2016 e 2017. Nota-
se ainda que os anos de 2016 e 2017 houve maior variabilidade nos quartis, 0 que
provavelmente se devera a implementacao da nova directiva de optimizagéo de custos e
atipologia operacional, posicionando mais vezes a tripulacdo nos proprios voos operados.
A mediana da quantidade de tripulacdo para a maioria dos anos é 10.
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Figura 21 - Caixa-de-bigodes NUmero de tripulacéo e ano

Na Figura 22, verifica-se a existéncia de sazonalidade, entre 0os meses de Maio e
Outubro, e novo pico, embora com menos quantidade de operacGes, para 0 més de
Dezembro para determinados modelos de aeronaves. Nos meses iniciais do ano, observa-
se uma certa estabilizacdo do nimero de tripulagdes posicionadas em voos e um aumento
no periodo de pico operacional. A aeronave A380 ainda ndo surge no grafico por ndo

existirem registos suficientes de voos.
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Figura 22 - Gréfico de Tipo de aeronave/més e o nimero de tripulacéo a bordo das aeronaves

A Figura 23 mostra que 0s meses de Junho e de Outubro detém mais variabilidade de
nimero de tripulantes posicionados, o que corresponde ao inicio e ao fim do pico
operacional anual. Devera salientar-se a existéncia de menos variabilidade do nimero de
tripulantes posicionados em pico de actividade, ja que a grande maioria da tripulacéo
estard operacionalmente atribuida a uma operacdo em especifico, havendo

ocasionalmente mobilidade entre operagdes.
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Figura 23 - Caixa-de-bigodes por tripulagdo e més
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e Andlise de correlagdes

Relativamente a correlacdo dos dados GD, faz-se notar a correlagdo entre nimero de
tripulantes e o tipo de aeronave, e entre a companhia aérea (Figura 24). Provavelmente
devido a especificidade de formacao dos tripulantes para cada aeronave, bem como dado
0 acordo com, ou sem, inclusdo de tripulacdo ser uma opc¢do contratual da companhia
aérea, e por norma, na repeticdo de fretagem da aeronave, iré estabelecer os contratos em
que as cladsulas contém as mesmas condi¢cBes. O ano e companhia aérea, também
apresentam alguma relagéo, provavelmente dado o facto de algumas companhias aéreas
regulares efectuam contratacdes de aeronaves exporadicamente e excecionalmente, tendo
algumas companhias aéreas, a tendéncia a culmatar as suas necessidades no ano seguinte
optimizando o0s seus recursos. Contudo, todas estas relacbes sdo valores baixos,
encontram-se entre valores de 0.24, positivas, e 0.08, negativas, pelo que sdo consideradas

bastante fracas.
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Figura 24 - Matriz de Correlagdes (GD)

Na Figura 25, pode observa-se os dados referente aos voos desempenhados pelas
tripulacdes ao longo dos anos de 2010 a 2019 (incluindo a média e o desvio padrdo) de
acordo com factor temporal. Observa-se um pico de opera¢bes com maior numero de
tripulagdes em finais de 2012 e em meados de 2017. A partir de meados de 2015 nota-se
um aumento do numero de operacdes, havendo mais periodos de picos de actividade

operacional.
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Figura 25 - Séries temporais, (com média e desvio padréo)

44



Predicéo na aviagdo ndo regular escrita por Sénia Afonso

Capitulo 4 — Modelacgéo e avaliacdo dos resultados
4.1. Modelagdo

A modelagdo ird produzir um modelo a partir dos dados preparados e estudados nos
capitulos anteriores. Esta fase, tem como objectivo a predi¢do de um atributo ou variavel
alvo (Y) e tendo como base outras variaveis ou atributos (X), previamente conhecidas. Se
a variavel de resposta do modelo for categorica, entdo estamos perante um problema de
classificacdo, em que cada categoria é designada como valor de classe (Fonseca, 2006).
Se a variavel for continua, estamos perante um problema de regressdo. O processo de
modelacdo tem diversos passos, tanto para os problemas de regressdo como de
classificacdo, de forma a poder encontrar 0 modelo mais adequado, isto é, aquele que

apresenta melhor desempenho.

Para poder ser utilizado como um ponto de partida de comparacdo das métricas e
observacdo do desempenho com outros algortimos, seré necessario construir um modelo
base. A técnica do modelo base representard a forma mais simples de obtencdo de uma
predicdo e devera ser visto como o ponto de partida para obtencdo de melhoria de
resultados (Howarth, Jaokar & Mutlu, 2016). Por norma sdo utilizadas essas predictes
para comparacdo de base nas métricas de desempenho, com o objectivo final, da obtencéo
de maior desempenho relativamente a qualquer modelo base em que foram utilizados os
mesmos dados. O modelo base € um modelo simples e consegue providenciar resultados
de referéncia para avaliar o desempenho dos modelos mais complexos, no entanto, muitas
vezes 0s modelos de base correspondem ou superam os modelos mais complexos. Estes
modelos sdo mais rapidos de treinar, mais acessiveis de estudar e auxiliam na

compreensdo dos dados.

De seguida, encontra-se uma descricdo dos modelos e as métricas de avaliacdo
utilizados para construcdo dos modelos e avaliar o desempenho dos dados explorados no
capitulo anterior, com o intuito de dar resposta aos objectivos propostos para as questdes
Q1, Q2 e Q3 de forma a perceber qual o modelo mais adequado. Sendo que, para as
questBes Q1 e Q2 foram aplicadas técnicas de Classificacdo e para responder & questao

Q3, ténicas de regressao.
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e Avaliagdo nos problemas de Classificagio

Nos problemas de classificacdo a avaliacdo do modelo, passa ndo apenas pela analise

das métricas obtidas, como pode, e muitas vezes, deve ser complementada a analise de

performance com a verificagdo das respectivas contagens correctamente predictas. A

matriz de confusdo simplifica a visualizacdo da proporcéo de classificacfes corretas e do

numero de classificacbes preditas para cada classe de um determinado conjunto de

exemplos, segundo o classificador em analise, sendo que, na diagonal principal da matriz

pode-se observar a proporcao de predigdes correctas. Assim, torna-se uma ferramenta (til

para verificar a qualidade do classificador na identificacdo de exemplos das diferentes

categorias (Han e Kamber, 2006). Na Tabela 4, observa-se a matriz de confuséo para duas

classes, contudo podera ser extrapolado para varias classes.

Predicdo de Classes

Positivo | Negativo

o

K Positivo VP FN

S

3]

>

[<5]

A .

8 Negativo FP VN

Tabela 4 - Tabela de predicéo de duas classes

- VP é 0 nimero de previsdes correctas para uma predi¢do positiva;
- FN é o nimero de previsdes incorrectas para uma predicdo positiva;
- FP é o numero de previsdes incorrectas para uma predicdo negativa,;

- VN é 0 nimero de previsdes correctas para uma predi¢do negativa;

Com auxilio da matriz de confusdo obtém-se as seguintes métricas que apuram a

qualidade do modelo predito, que se traduzem com as seguintes formulas, sendo que a

escolha da métrica que se dard mais realce dependera do caso em estudo:
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- Sensibilidade (Recall) — VP/ (VP+FN)

- Preciséo (Precision) — VP/ (VP + FP)

- Especificidade — VN / (VN + FP)

- Acuréacia/Acerto (Accuracy) — (TP + TN) / (TP + TN + FP + FN)

e Avaliacdo nos problemas de Regresséo

Tal como nos problemas de classificagéo, existe necessidade de existéncia de uma
métrica de avaliacdo de desempenho que compare 0s valores previstos com os valores
reais e que quantifique as diferencas entre eles. Existem diversas métricas disponiveis,
mas neste projecto recorreu-se a0 RMSE (root mean square error). As unidades obtidas
do RMSE serdo as mesmas que as da variavel objetivo (target), dependendo do tipo de
dados, o que torna mais acessivel a compreensdo do resultado e compreender se o
tamanho do erro € significativo ou ndo (Kantardzic, 2003). O RMSE devera ser 0 menor
possivel, para que determine se os valores estimados estdo préximos dos reais. O RMSE

é 0 erro quadratico médio e é calculado consoante a Equacéo 2:

YN  (Valor Predito;—Valor Actual;)? _ \/Z?zl(yi—j“/)z
N n

RMSE = \/ @)

Equacéo 2- RMSE

4.1.1. Preparacao dos dados para modelacéo aos objetivos propostos

Na construcdo dos modelos de base para cada questdo, recorreu-se as funcgdes
encontradas nas bibliotecas Scikit Learn do Python. Estes modelos (Apéndice A), serdo

comparados, de forma a avaliar o melhor desempenho obtido.

Dado que ambas as amostras apresentam sazonalidade, ndo sera viavel a aplicacdo do
método de avaliacdo com cross validation, ja que a extracdo com aleatoriedade poderia
originar o fenomeno ‘fuga’ ou leakage. Assim, a avaliagdo foi feita com dados de treino
para aprendizagem dos algoritmos e teste, para testar o desempenho dos algoritmos e

validar a sua generalizacdo. Tendo sido efetuada uma particédo da amostra, entre dados de
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treino e teste, em que os dados de 2010 a 2017 foram utilizados para treino e os dados de

2018, para teste.

Relativamente para as questdes Q1 e Q2 em causa, 0os dados usados para treino
constituem uma amostra desequilibrada, uma vez que se encontra um numero de
observagdes muito mais elevado para a classe ACMI do que para as restantes. Assim, foi
realizada a experiéncia de modelacdo com e sem a aplicacdo da técnica de replicacdo
sintética da amostra, SMOTE. O algoritmo (SMOTE) cria dados artificiais com base nas
similaridades de espaco entre a classe minoritaria existente, introduzindo minorias ndo
replicadas. Espera-se que a introducdo dos novos exemplos sirva para mudar o viés da
aprendizagem relativamente a classe maioritaria. As novas instancias minoritarias sdo
extrapoladas e criadas a partir dos desequilibrios existentes da classe minoritaria usando
o algoritmo KNN. Os vizinhos sdo escolhidos aleatoriamente de acordo com a quantidade

de sobre amostragem que é requerida. (Bowyer et al, 2002).

Para dar resposta as questdes Q1 e Q2, dado que se trata de problemas de classificacao,
recorreu-se a modelacdo por algoritmos de classificacdo. Relativamente a questdo Q3,
para além da utilizacdo dos algoritmos de regressdo, foi também desenvolvida uma
abordagem com séries temporais e, por fim, recorreu-se ao uso de uma técnica de deep
learning recorrendo a uma LSTM para a regressdo. Enquanto, para modelar as questfes
Q1 e Q2, foi efetuada analise de resultados com (e sem) a aplicacdo da técnica SMOTE.
Na questdo Q3, pela caracteristica da amostra e como se tem por objectivo uma previsdo

de valor numérico continuo, ndo se recorre a aplicacdo desta técnica.

4.1.2. Estudo de modelacéo para responder a questdo Q1

Ao criar a curva ROC (Receiver Operating Characteristic), para 0 modelo base, em
que se pode verificar o racio entre a sensibilidade e a especificidade, observa-se o poder
discriminante de um teste de diagndstico. Trata-se da curva representativa da taxa de
verdadeiros positivos (Taxa de VP) em funcdo da taxa de falsos positivos (Taxa de FP).
A area ROC é habitualmente escolhida em detrimento do acerto, ou para complementar

a avaliacdo fornecida por outra métrica, aquando da utilizacdo de conjuntos de dados que
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apresentam classes equilibradas, dado que tém tendéncia a capturar eficazmente o

equilibrio entre verdadeiros positivos e verdadeiros negativos (Raeder, 2008).

Para todas as classes existem valores bastante razoaveis que determinam a qualidade
deste teste. Tal como a AUC (Area under the curve), onde se constata resultados razoaveis
de equilibrio entre os VP e FP. Fazendo a curva ROC com o modelo de Regressao
Logistica e com a aplicacdo da metodologia SMOTE, obtém-se resultados em que todas
as classes de tipologia operacional, ttm uma AUC acima de 70% o que significa que este

modelo esta relativamente bem ajustado, conforme Figura 26.

Receiver Operating Characteristic for Naive Bayes

10 3 -
0.8 LA -
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-
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- ROC curve of class 1 (AUC = 0.83)

0.2 ’,—' ROC curve of class 2 (AUC = 0.74)

- ROC curve of class 3 (AUC = 0.87)
- ROC curve of class 4 (AUC = 0.99)

- ROC curve of class 5 (AUC = 0.93)

True Positive Rate
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False Positive Rate
Figura 26 — ROC

Para responder a questdo Q1, o modelo base selecionado de comparacdo, foi
construido usando a técnica de Regressdo Logistica. Esta técnica é adequada para a
classificacdo binaria, embora possa ser estendida a classificacdo multiclasses. Baseia-se
na determinacdo de um valor de probabilidade de pertenca a (cada) uma das classes a
estudar. Na verdade, as distribuicGes de probabilidade, que podem estar na origem dos
dados que sdo utilizados para treinar o modelo, sdo estimadas através de uma
transformacdo logaritmica — logit — que estima a probabilidade do evento, isto é, da
observacao, pertencer a uma dada classe. Assim, € feita a comparacdo do modelo base
com os modelos de classificacio de: Naive Bayes, Arvores de Decisio, KNN (K —
Vizinhos mais préximo), SVM (Maquinas de Vectores de Suporte), ANN (Rede Neuronal
Artificial) e LSTM. Na Tabela 5 observam-se os parametros do Scikit Learn - Python que
optimizaram os resultados de desempenho. Para todos os algoritmos foi também aplicada

a técnica SMOTE para avaliar se os resultados melhoravam ou pioravam.

49



Predicéo na aviagdo ndo regular escrita por Sénia Afonso

Algoritmo
Regressdo Logistica Extracdo Optimizaca
Multinomial (base) Multiclasses aleatdria 0
sim ndo saga
Gaussian Naive Bayes Prioridade de Estabilidade
Classificacdo classes do célculo
sem 1,00E-04
Critério
Arvores Deciséo separacgéo Estratégia de
Classificacao dados separacéo Peso classes
Gini best multi output
Algortimo Distéancia Pesos
KNN Classificacao (ciclo distribuidos
k=1,...,k=10) pela
brute Manhattan distancia
Funcéo de
SVM Classificagéo Kernel retorno
scale one-vs-one
NUmero
neurénios
ANN classificacéo Funcéo Termo — camadas
activacdo Solver penalizador | escondidas
logistica adam 1,00E-11 50
s Argumento de Batchsiz
LSTMS'?:;';{%?; (ciclo Epocas ativacdo Dropout Camadas e
80 relu 0,5 100 64

Tabela 5- Parametros Scikit Learn Python Q1

Os resultados de treino para a questdo Q1 obtidos foram obtidos e descritos na Tabela 6:

Matriz
Acerto Precisao Sensibilidade confusao -
o SMOTE .
(accuracy) | (precision) (recall) classes ¢/ mais
previsdes
incorrectas
Regressdo Logistica Mult. 0,84 0,84 0,84 Sem | - | 3|5
(base) 0,84 0,84 0.84 Com| - |3]s5
. 0,84 0,87 0,84 Sem | + | 3| 5
Naive Bayes
0,83 0,83 0,83 Com| - | 3|5
KNN k=4 0,85 0,85 0,86 Ssem | - |4 | 5 6
k=8 0,87 0,86 0,82 Com |+ |4 |5| 6
Sem | -
SUM 0,86 0,86 0,86 4 |5 6
0,88 0,89 0,83 Com |+ |4 |5 | 6
LSTM 0,87 - - - -
0,85 - - - -

Tabela 6 - Resultados de avaliagéo de treino para a questao Q1
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A precisdo para alguns dos algoritmos é bastante razoavel, mas verifica-se, de acordo com
a matriz confuséo, maior dificuldade dos modelos em predizer correctamente as classes
de tipologia operacionais 3, 4, 5 e 6. Portanto estas classes apresentaram poucas predi¢oes
correctas ou nenhumas, provavelmente consequéncia de se encontrarem em ndmero mais
reduzido. No entanto, com a técnica SMOTE, observou-se algumas melhorias no
desempenho dos modelos SVM (Figura 27), ndo s6 em termos de métricas de avaliacdo
como também na matriz de confusdo, as classes tém menos lacunas de predicdo nas
classes 3, 4, 5 e 6, embora tenha baixado ligeiramente a capacidade de predigdo das

classes 1 e 2, com 0 modelo KNN o comportamento € idéntico.

Mormalized confusion matrix Mormalized confusion matrix 10
10
o 004 001 000 000 000 0 006 005 000 000 000
08 0.8
1 {020 003 000 000 001 1 {001 006 010 001 009
@ 2{039 012 047 002 000 001 06 g z{001 008 015 011 011 0.6
= K|
w L]
= = 000 005 000 003
= 3 021 011 @29 038 000 000 L 0.4 s 3 L 04
44 000 0,00 gy 0.00 oo 000 a 000 000 000 000 0.00
L0.2 ro2
5 008 044 016 000 000 032 5 000 000 004 000
T T T T T T —- 00 T T T T T —-0.0
bl 5 " H T b ] “y T % = ]
Predicted label Predicted label

Figura 27 - Matriz de confusdo para SVM sem e com técnica SMOTE (respectivamente)

4.1.3. Estudo de modelacéo para responder a questdo Q2

Para a questdo Q2 foi tomada a mesma abordagem como na questdo Q1. Neste caso,
os melhores resultados de desempenho obtidos, com os pardmetros Scikit Learn do
Python descritos na Tabela 7. Para todos os algoritmos foi também aplicada a técnica

SMOTE e analisado se os resultados apresentavam melhorias ou nao.
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;eglr‘_assao_ :' (Lglstlca Extracdo Algoritmo
ultinomial (base) Multiclasses aleatéria | Optimizagdo
sim néo saga
. . Prioridade de | Estabilidade
Gaussian Naive classes do calculo
Bayes Classificagédo
sem 1,00E-20
; L Critério Estratégia de
Arvores Decisao | separacsio dados | separacdo | Peso classes
Classificacdo . )
Gini best multi output
KNN Classificagio Algortimo Disténcia _ Pgso_s
(ciclo k=1,...,k=10) distribuidos
brute Manhattan | pela distancia
Funcéo de
SVM Classificagdo Kernel retorno
NUmero
neuronios —
ANN classificacao Funcéo Termo camadas
activacgéo Solver penalizador | escondidas
relu adam 1,00E-05 50
L ) Argumento
LSTM classificagao Epocas de ativacédo Dropout Camadas | Batchsize
(ciclo 10 repetices)
60 relu 0,5 100 70

Tabela 7 - Par@metros Scikit Learn Python Q2

Com o algoritmo SVM a maquina ndo consegue efetuar o processamento do modelo
em causa para esta questdo, fica pendente o resultado por tempo indeterminado, sem
qualquer demonstracdo de resultados. Numa tentativa de obter o resultado deste
algoritmo, foi efetuada a variacdo dos parametros e nova reducdo da dimensionalidade da
amostra de treino progressivamente, excluindo os anos de 2010, de 2010 e 2011 e assim

sucessivamente até 2010 a 2015, por varias interacdes, no entanto, sem sucesso.
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Os resultados de treino, para a questdo Q2, foram obtidos e descritos conforme Tabela 8:

Matriz confusao
Acerto Preciséo | Sensibilidade SMOTE —classes c/
(accuracy) | (precision) (recall) mais previsoes
incorrectas

Regressao Logistica 0,32 0,47 0,32 Sem + 3 6
Mult. (base) 0,41 0,46 0,41 Com | - | 3 6
. 0,77 0,75 0,77 Sem + 3 6

Naive Bayes
0,77 0,75 0,77 Com + 3 6

Sem -
KNNK =6 0,49 0,57 0,50 3 6
0,46 0,58 0,49 Com + 3 6
- - - Sem - - -
SVM
- - - Com - - -
e 0,55 0,58 0,55 Sem - 3 6
ANN - Classificagéo

0,83 0,83 0,83 Com + 3 6
LSTM 0.76 - - - - - -
0,70 - - - - - -

Tabela 8 - Resultados de avaliacéo de treino para a questdo Q2

Com excecdo do algoritmo de ANN que demonstrou razodvel desempenho, 0s
restantes algoritmos tém fracos resultados, em especial observando a matriz de confuséo.
Analisando as matrizes de confusdo, revelam que as classes das aeronaves 3 e 6 tém
poucas predicdes correctas, ou, ndo séo de todo predictas. Houve algumas situa¢fes com
melhorias na aplicacdo da técnica SMOTE relativamente a predicdo destas classes, mas

ndo significativas.
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4.1.4. Estudo de modelacéo para responder a questdo Q3

A abordagem para esta questdo foi efetuada usando um modelo de regressdo. Os

melhores resultados obtidos de desempenho foram com os parametros descritos na Tabela

9.
Regressio Multipla fit_intercept Normalizagdo
none false
o Critério de Estado
Critério . P
Arvore de Decisao de separacao aleatorio
Regressdo mse best 0
. weights Algoritmo istanci
KNN Regressao (ciclo - g g P D_|stan0|a.
k=1,...,.k=20) distance auto 1 minkowski
NUmero
Activagio Solver neuronios - max_iter
camadas
escondidas
ANN de regressao relu Ibfgs 50 50
Optimizador | Funcéo Objectivo Epocas batch_size
LSTM regressao sgd 'mean_squared_error' 200 50

Tabela 9 - Parametros Scikit Learn Python Q3

Os dados obtidos de treino para resposta a questdo Q3, descritos na Tabela 10:

RMSE
Regressdo Multipla 66,74
LSTM 21,093
Séries Temporais - ARIMA 6,64
Séries Temporais - SARIMA 3.35e+32
Séries Temporais - SARIMAX 10,5

Tabela 10 - Resultados de avaliagédo de treino para a questao Q3

Para a terceira questdo, Q3, os dados, pelas suas caracteristicas, tém comportamento

idéntico a uma série temporal, dada a existéncia de alguma periocidade. Contudo, existem

dias onde néo se verificam observacdes por nao terem existido voos realizados.
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De forma a poder efetuar a abordagem com séries temporais, existe necessidade de
verificar a sua estacionaridade, para verificar a necessidade de aplicagdo ou ndo de
transformacédo dos dados. Assim, com o teste de hipoteses de Dickey-Fuller, em que se
rejeita a hipotese nula (HO) e pelo teste KPSS, mostram evidéncia estatistica que existe
estacionaridade na série temporal e assim, descarta-se a necessidade de transformacéo
dos dados. Os graficos da PACF e ACF, que demonstram a autocorrelacdo entre
observacOes e entre observagOes e a sua repectiva lag e auxiliam na extracdo dos
parametros p e d, sdo indicadores de baixa correlacbes e auto-corelacbes. Para
determinacdo através de funcdo do Python, e comparacdo de resultados, foi também

utilizada a fungdo ‘auto arima’ para auxilio na determinagdo dos melhores parametros.

Com os modelos com séries temporais univariado de ARIMA, AR e MA e misto, foi
obtido um RMSE bastante razoavel para os residuos, mas verifica-se incapacidade na
captacdo da componente sazonal, fazendo uma predigdo que graficamente se apresenta
constante, sem qualquer indicio de variabilidade ou tendéncia.

Para 0 método SARIMA, O QQ-Plot ( Figura 28) mostra que a distribuicdo ordenada
dos residuos tem desvios em relagéo distribui¢do normal. O gréafico correlograma, mostra
que os residuos da série temporal tém baixa correlacdo com a suas préprias lags. Contudo
o grafico Normal Q-Q surgem davidas da normalidade, dado que a distribuicdo ndo se

encontra adequada a recta.
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Figura 28 — Graficos de diagndstico

Os resultados do método SARIMA séo indicadores que 0 modelo produz um ajuste
relativamente satisfatorio, contudo na representagédo gréfica da predicdo nédo existe uma
nitida capacidade de predicdo com este modelo, denota-se uma estabilidade de previsdo
ao prever valores de tripulagdo a contratar no futuro. O resultado obtido de RMSE néo
foi o mais fraco, mas ndo houve a inclusdo do factor tempo por limitagdo dos dados ao

software deste modelo.

A abordagem de séries temporais com o método SARIMAX apresenta relativamente
bom RMSE, contudo dado o facto de ndo estarmos perante uma periodicidade assidua de

registos, o resultado também ndo foi determinado com inclus&o do factor tempo.
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4.2. Avaliacéo

As avaliagOes de desempenho dos algoritmos garantem a fiabilidade dos resultados.
As medidas sdo numeéricas e fazem a quantificacdo da performance de um determinado
classificador (Troy, 2008). As métricas de avaliacdo, conforme mencionado na sec¢do
anterior, permitem determinar se se esta perante um bom algoritmo de modelo para os
dados ou néo, verificando o desempenho de aprendizagem do modelo com os dados de

teste.

No processo de modelagdo na aprendizagem automatica realiza-se a divisdo entre um
conjunto de treino e um conjunto de validacdo de previsdo relativamente a variavel
objectivo, tendo também como missao evitar o ajuste exagerado (overfitting). A avaliacdo
do desempenho é efetuada com um conjunto de teste, onde se compara a predi¢cdo
realizada pelo modelo treinado com os valores reais que deviam ter sido atingidos, sendo

verificado o desempenho com as métricas de avaliacdo (Apoorv Maheshwari et al.,2018).

e Valiacdo resultados obtidos relativamente a questdo Q1

Matriz
Acerto Preciséo Sensibilidade SMOTE c|222;%7ar$15is
(accuracy) | (precision) (recall) ..
previsdes
incorrectas
Arvores Decisdo 0,91 0,91 0,91 Sem | - 5 6
Classificagéo 0,87 0,88 0,87 Com | + 5 6
Sem -
ANN - Classificacdo 0.89 0.89 0,89 > 6
0,90 0,92 0,90 Com | + - -

Tabela 11 -Resultados de avaliacdo de teste para a questdo Q1

Portanto, conforme Tabela 11, verifica-se que houve um bom desempenho para os
algoritmos de ANN e de Arvores de Decisdo para Classificacio, dado a obtencio das
métricas com resultados acima dos 90%. Contudo, para as Arvores de Decisdo de
classificacdo, os resultados demonstram a incapacidade de predicdo para as classes de
tipologia operacional 5 e 6. Houve uma melhoria com a técnica SMOTE mas, ainda assim,
existem bastante lacunas. O modelo construido com a ANN também se mostrou incapaz

na predigdo correcta das classes 5 e 6, contudo houve melhorias substanciais devido a
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aplicacdo da metodologia SMOTE e todas as classes foram predictas com sucesso,
conforme matriz de confusdo (Figura 29). Para esta questdo, 0 mais importante sera a

métrica de precisdo, para que a classe seja predita com sucesso, portanto com precisdo.

Mormalized confusion matrix 1o Normalized confusion matrix 10
0 004 000 000 000 000 0 005 003 000 000 000
14 000 000 000 0.00 08 1 0.00 000 000 003 08
T 2 029 007 000 000 0e T 21011 0.00 0.5
o o
5 003 o000 ool EEE 000 000 s 0.00 000
= 340 3 X 0.96 3 X L = 3 X 3 L 04
000 000 000 000 44000 000
Loz F0.2
004 000 000 000 5 {000 032
; : : ; oo ; ; : : ; oo
4" ) = & o L. g % ™ o
Predicted label Predicted label

Figura 29 - Matriz de confus@o para ANN sem e com técnica SMOTE (respectivamente)

e Validagdo resultados obtidos relativamente a questao Q2

Matriz
. - confusao —
Acerto Prec_ls_ao Sensibilidade SMOTE | classes ¢/ mais
(accuracy) | (precision) (recall) o
previsdes
incorrectas
Arvores Decis&o 0,93 0,87 0,93 Sem | + 5 6
Classificagao 0,87 0,86 0,89 Com | - 5 6

Tabela 12 - Resultados de avaliacdo de teste para a questdo Q2

De acordo com a Tabela 12, a melhor avaliacdo obtida de desempenho foi para a Arvore
de Decisdo de Classificagdo, embora se note que, de acordo com a matriz de confusédo
(Figura 30) , que a classe 5, ndo obteve predicGes correctas, e na classe 6, da aeronave
teve 88% de predi¢des incorrectas, logo, 0 modelo ndo tem uma sélida capacidade de
predicdo. Sem a aplicacdo do SMOTE as classes das aeronaves, 1, 2 e 4 tém maior taxa
de predigdes correctas, com a aplicacdo da metodologia SMOTE a classificacdo das
classes 3 e 6 obtém melhores resultados comparativamente, mas a classe 5 continua a néo
se obter uma previsdo correcta, e as restantes classes pioram 0 seu desempenho de

capacidade de predicdo, conforme matriz de confuséo.
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Figura 30 - Matriz de confusio para Arvores de Decis&o sem e com técnica SMOTE (respectivamente)

e Validacédo resultados obtidos relativamente a questdo Q3

Para a terceira questdo Q3, foi demonstrado que o facto de o comportamento temporal
ndo ser totalmente assiduo e periddico, existindo dias onde néo se verificam observacgdes
por ndo terem sido realizados voos, teve como consequéncia a nao inclusdo deste factor
temporal no carregamento dos dados nos algoritmos dos modelos, ou, no caso de ter sido

considerado, os modelos tém fraco ou péssimo desempenho.

RMSE
Arvore de Decisio Regressao 5,789
KNN (ciclo k=1,...,k=20) 5,92
ANN 5,0E-05
Prophet [5.64, 6.44]

Tabela 13 - Resultados de avaliacdo de teste para a questdo Q3

Com o método Prophet foi obtida a predi¢do conforme Figura 31, em que demonstra
uma predicdo com intervalo alargado, esta metodologia ajusta-se a sazonalidade anual,
semanal e diaria, além de efeitos de férias ou feriados. Este método é robusto perante

lacunas de dados, altera¢des nas tendéncias e outliers.
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Figura 31 - Predi¢éo Prophet

Pela andlise de tendéncia existe um intervalo de necessidade de tripulantes que podera
diminuir ou aumentar bastante, existe uma tendéncia semanal de maiores necessidades
tendencial & quinta-feira, que corrobora com a anélise exploratoria [Sec¢do 3.4.1.], com
maior ndmero de tripulantes e/ou um maior ndmero de voos com tripulantes
posicionados, que coincide com maior actividade operacional. Denota-se ainda uma
disposicdo para 0 aumento de actividade noutros meses. Com a predicao intervalar,

obtém-se também um RMSE em intervalo.
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4.3. Conhecimento para Apoio a Decisao

A ferramenta escolhida para este projeto foi o Python, verséo 3.7. O software Python

pode ser instalado gratuitamente usando o site Anaconda, em www.anaconda.com.

Apesar de gratuita é uma ferramenta com bastantes potenciais, com boas metodologias a
nivel de programacéo e com um conjunto de packages em constante desenvolvimento. O
Python é uma linguagem de programacao orientada a objetos e permite cria¢do de fungdes
e rotinas pelo utilizador para a andlise e manipulacéo de dados, desde a fase inicial de
analise exploratdria, para carregamento nos algoritmos e avaliacdo dos modelos, até a
ultima fase, de comunicacdo. A fase de conhecimento de Apoio a Decisdo é a
demonstracdo dos resultados de forma a obter facil compreensao e servir de suporte no
apoio a decisdo. Os modelos finais implementados ndo representam a finalizacdo do
projecto, sendo necessaria a sua continua monitorizacdo, os resultados obtidos terdo de
ser organizados e apresentados de forma facilmente acessivel, de forma a serem
compreendidos e correctamente utilizados. Dependendo do que foi definido no plano de
Conhecimento para Apoio a Deciséo, o relatorio poderé apenas incluir um resumo de todo
0 projecto e algumas notas, ou entdo um relatério final detalhado, com uma apresentacéo

exaustiva dos resultados obtidos (Shearer, 2000).

¢ Resultados obtidos - Q1

A resposta a questdo QL1, € positiva, existe alguma evidéncia estatistica que o modelo
tera a capacidade de predizer a proxima tipologia operacional, com bom desempenho,
esse modelo sera a Rede Neuronal Artificial de classificacdo. Os resultados obtidos, tanto
a nivel de acerto, como de precisdo e sensibilidade, foram favoraveis. Observando em
especial a precisdo que serd a métrica mais importante, e a matriz de confusdo, este
modelo consegue predizer todas as proximas tipologias de classes operacionais. Assim,
sera possivel a preparacdo logistica departamental atempada para a proxima tipologia
operacional, fazendo a sua determinag¢éo com recurso a modelacdo que apresentou melhor

desempenho para esta questéo.
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¢ Resultados obtidos - Q2

A resposta a questdo Q2, é de que é parcialmente possivel, dado que, embora exista
alguma evidéncia estatistica que o modelo de Arvores de Decisdo de Classificacdo
consiga predizer com sucesso qual o modelo de aeronave com maior procura e tenha uma
boa preciséo, existem classes de aeronaves em que o modelo com melhor desempenho
ndo consegue determinar (classe 6, portanto o jacto e classe 5, portanto A380), e tem
algumas dificuldades de classificacdo na classe 3, portanto 0 A333, conforme a matriz de
confusdo. No entanto esta dificuldade de classificacdo, pode ser justificada pelo tempo
reduzido que as aeronaves se encontram na companhia ou porque Se encontra
recentemente na companhia e logo ndo existe historico que sustente devidamente o treino
do modelo. Portanto, existem algumas evidéncias do modelo de aeronave que sera alvo
de procura em determinadas circunstancias, sustentado pelo desempenho da modelagédo
para esta questdo, e devera ser adquirido ou realizado contrato de leasing (arrendamento

de aeronaves) por forma a dar resposta a procura de acordo.

¢ Resultados obtidos - Q3

A resposta a questdo Q3, € parcialmente, sem recurso a informacéo temporal o melhor
resultado obtido foi com a Rede Neuronal Artificial de regressio com um RMSE de
0.00005 para determinar a tripulacdo necessaria para operar voos da empresa, portanto o
valor mais baixo de erro e 0 melhor de todos os resultados obtidos, salvaguardando que
ndo faz inclusdo do factor tempo, pelo que se torna mais complexa a resposta exacta, ja
que, esta-se perante dados que apresentam sazonalidade acentuada. Desta forma, existem
algumas evidéncias do modelo ser capaz de predizer o nimero de tripulacdo, com
razoavel aproximacao, a ser necessaria a contratacdo, ou a ter disponibilidade para operar,

e dar resposta as necessidades em determinadas circunstancias.
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Capitulo 5 — Conclusdes e recomendactes

Apesar do facto de que o negdcio de trafego aéreo da aviacdo tem revelado
crescimento efetivo, as empresas de aviagdo regular nem sempre dispdem de frota com
capacidade de cobertura integral de um periodo operacional anual, que permita dar total
resposta a picos de atividade ou acontecimentos inesperados, estando sujeitas ao recurso
ao aluguer de aeronaves a outras companhias para fazer face a estes acontecimentos. Por
consequéncia, as companhias aéreas procuram cada vez mais fazer a previsdo do
comportamento da procura, com o intuito de propiciar uma melhor alocagdo dos seus

investimentos e minimizar imprevistos indesejaveis no futuro.

Este estudo pretende explorar, a partir dos dados recolhidos de uma empresa particular
de aviacéo civil, dar resposta a capacidade destes dados para fazer previsdes de apoio a
deciséo e gestdo em termos de frota e tripulacdo. Em especial, pretende explorar modelos
de resposta a trés questdes especificas: (Q1) Serd que existe dos modelos estudados,
algum mais adequado para predizer a proxima tipologia operacional? (Q2) Existira a
possibilidade de encontrar a modelacdo adequada para determinar os modelos de
aeronaves mais aconselhaveis a adquirir, dada a procura? e (Q3) ExistirdA um modelo

capaz de encontrar a quantidade de tripulacdo adequada a procura?

Neste sentido, foram exploradas vérias técnicas em diferentes fases importantes no
estudo: preparacdo e analise de dados e treino de modelos, que resultam nas conclusdes

gue se apresentam em seguida.

5.1. Principais conclusoes

A utilizacdo de determinadas metodologias de exclusdo de variaveis na amostragem,
ou de replicacdo da amostra, podem influenciar o desempenho dos algoritmos dos
modelos de diferentes formas, optimizando-os ou ndo. Nas questfes Q1 e Q2 em analise
existiu, em alguns casos, um bom desempenho de aplicacdo da metodologia SMOTE de
replicacéo sintética da amostra. A excluséo de variaveis pelas metodologias: Lasso, RFE
ou Univariate Selection ndo trouxeram melhorias nos resultados de desempenho dos

modelos para os dados em estudo. Em particular pode-se concluir que as variaveis ndo se
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encontram correlacionadas, ou apresentam correlacdes bastante fracas ou despreziveis e
dada a existéncia de alguns outliers, a abordagem para a reducdo de dimensionalidade
ACP, ndo se demonstra adequada para aplicacdo nos algoritmos de aprendizagem

automatica.

A standardizacdo das variaveis denota uma melhoria nas métricas de avaliagdo e
também na rapidez do desempenho de resolucdo dos algoritmos, em especial dado o facto

de se estar na presenca de varidveis nas amostras de dados com diferentes escalas.

O facto da complexidade de determinados algoritmos ser maior, nem sempre implica
que melhorem a capacidade de predicdo, podendo mesmo por vezes levar a uma

degradacdo do desempenho.

Cada questéo requer uma forma singular de abordagem dos dados, tal como a afinacéo
do modelo do algoritmo, sendo variavel o tempo de processamento com a inclusao do

total das observac6es no algoritmo ou parciais.

Na investigacdo de resposta a questdo Q1 em que se pretende obter a modelagao
adequada para predizer qual a proxima tipologia operacional, conclui-se que o melhor
desempenho obtido foi com o modelo ANN, o que corrobora com alguns artigos

cientificos, € comum no ramo da aviagao o recurso a este algortimo.

Para a questdo Q2, o melhor desempenho obtido foi com a Arvores de Decisdo de
Classificacdo, existem também diversos artigos cientificos com a implementacdo desta
técnica. Este modelo demonstrou dificuldades na classificacdo da classe da aeronave
A380 e o jacto, no entanto, um dos modelos de avido estd ha pouco tempo presente na
companhia e outro tem voos mais exporadicos, pelo que corrobora com a necessidade de

algum histérico de dados para poder realizar inferéncias robustas.

Para a questdo Q3, referente a predi¢cdo do nimero de tripulacdo, o0 modelo que se
demonstrou mais adequado foi o de Rede Neuronal Artificial de Regressao, o que também
se revelou comum neste tipo de aplicacdo de modelo na aviacdo. O factor limitativo dos
dados possuirem alguma periocidade, mas por ndo se tratarem de uma série temporal, foi

restritivo para a aplicacdo dos modelos de séries temporais, exceto com a nova
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metodologia Prophet, que aceita as lacunas temporais, mas que, no entanto, se obteve

uma predi¢do com um intervalo demasiado alargado.

5.2. Contributos para a comunidade cientifica e empresarial

5.2.1. Implicacbes ao nivel académico

Ao nivel académico ndo foi encontrado qualquer estudo idéntico a esta dissertagéo,
tendo sido encontrada a grande maioria dos trabalhos e pesquisas ao nivel da aviacao
regular para servigos, previsdo de procura, equipamentos e prevencdo a nivel de

seguranca.

Este estudo demonstra que dependendo das questdes objectivo a aplicagdo de
metodologias de tratamento de dados, tal como os algoritmos para as predi¢Oes
pretendidas é diferente, pelo que se torna necessaria a experimentacdo das diversas
técnicas e observar o desempenho de cada modelo para decisdo da melhor sequéncia

metodoldgica a seguir.

5.2.2. ImplicagBes ao nivel empresarial

A nivel empresarial este estudo torna-se uma mais valia, j& que auxilia no apoio a

decisdo.

Foi possivel concretizar a analise do comportamento dos dados, e com estes, poder
inferir as necessidades da empresa tanto a nivel de preparacdo logistica, como de

equipamentos necessarios, e de recursos humanos.

A decisdo planificada traz mais valias para a empresa, e ir ao encontro da optimizacéo
das necessidades e ter oferta adequada a procura, desta forma pode-se aumentar a margem
de lucros, dado que a qualidade de resposta que o cliente procura, consegue ser atingida
se for aplicada a preparacdo logistica departamental de acordo com as solucdes de

respostas encontradas as questdes e objectivos colocados.
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5.3. Limitagdes do estudo

Dever-se-a comecar por fazer notar que a confidencialidade exigida pela empresa
relativamente aos dados ndo permitiu inclusdo de dados mais detalhados sobre as

companhias aereas de forma a poder inferir-se outras conclusdes.

As variaveis disponibilizadas foram apenas referentes a base de dados de voos e
tripulacédo, pelo que, se fosse possivel aceder a outras variaveis disponiveis de outros
departamentos, seria uma mais valia para auxiliar na analise e aplicacdo de metodologias
de extracdo de conhecimento. Em especial, departamentos que envolvem custos

operacionais permitiriam obter também tendéncias dos factores econdmicos da empresa.

Alguns dos algoritmos por exigirem maior capacidade de processamento, do que a
maquina usada, (DELL modelo Optiplex 900 com velocidade processador Intel ® Core
™ j5-2400 CPU @3.10 Ghz 3.10 GHz, RAM 8 GB), consegue suportar e acaba por se
tornar necessario a reducdo da dimensdo da amostra de treino, ou mesmo, apds esta
(re)dimensionalidade, inviabilizou a resolucdo. A reducdo dos dados de treino podera

levar a uma pior aprendizagem dos modelos.

O facto de néo haver registos regulares diarios limita a aplicacdo de modelos de séries
temporais que exigem essa regularidade periodica nos dados para carregamento nos

modelos.

O tempo foi um factor determinante de limitacdo para alargar a pesquisa e para a
possibilidade de maior amplitude de uso de outros algoritmos e aprofundar mais a

afinacdo dos respectivos modelos.

5.4. Propostas de investigagao futura
Para futuros trabalhos apresentam-se as seguintes propostas:

A possibilidade de extracdo de mais dados para inclusdo de mais observacdes nos
dados de forma a permitir maior capacidade de treino dos algoritmos e reducédo da

desiquilibrio entre classes, ja que se revelou bastante presente nos dados.

Experimentagdo de outras técnicas de replicacdo de amostras de forma a poder obter

melhor representacdo de classes.
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Aplicacdo de outras técnicas tais como Ensemble, XGbost, Random Forest, entre

outros, dado que poderdo demonstrar melhores resultados de desempenho.

A possibilidade de inclusdo de dados referentes a informacao de custos para que seja
possivel a inclusdo de fatores econdmicos na modelacéo, de forma a fundamentar de

forma mais robusta a optimizacao de margens de lucro no apoio a deciséo.
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Apéndices
Apéndice A - Descri¢des sumarias de algoritmos de Aprendizagem Automatica

Nesta secdo encontra-se a descricdo sumaria dos modelos de aprendizagem
automatica supervisionada de classificacao e regresséao, a informacéo foi extraida do livro

de Cristopher M. Bishop - «Pattern Recognition and Machine Learning».

e Arvore de Decisdo (Decision Trees)

Um algoritmo de arvore de decisdo faz a aprendizagem, construindo iterativamente
varias decisdes usando os atributos do conjunto de dados no sentido de conseguir isolar
um valor de resposta (ou objectivo) o mais rapidamente possivel, quer se trate de uma
regressdo ou de uma classificagdo. No ultimo caso, pretende-se medir o contributo de
cada variavel independente, de modo a escolher a que mais rapidamente consegue uma
classificacdo, segmentando assim, o conjunto de dados de modo a tentar obter conjuntos
de dados todos da mesma classe. Quanto menos mistura, maior o grau de pureza da
segmentacdo obtida. O objetivo é criar um modelo que tenha a capacidade de prever um
valor objectivo com base no conjunto de treino, ou seja, nos dados anotados (ou rotulados)
que descrevem, portanto, exemplos da associacao que deve ser aprendida. Esta técnica é,

portanto, supervisionada.

e K- Vizinhos mais proximos (KNN — K-nearest neighboors)

A técnica de KNN, K-vizinhos mais proximos, €, também, um algoritmo para
aprendizagem supervisionada. O seu processamento é simples: em face de todos 0s casos
disponiveis para exemplo, prediz o valor objectivo (numérico ou uma classe) com base
numa medida de similaridade, (ou seja, uma funcdo de distancia, como: Euclidiana,
Manhattan, Minkowski, entre outras). O algoritmo KNN é usado principalmente para
problemas de classificagdo. A técnica para 0 KNN consiste na analise dos k exemplos (de
treino) mais proximos no espaco de variaveis. O(s) resultado(s) sera (serdo) igual (iguais)
a classe maioritaria nesses k exemplos, no caso de se tratar de um problema de

classificacdo (Priyanka, 2018).
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e Naive Bayes

Em termos simples, o classificador de Naive Bayes assume que o valor de uma
variavel especifica ndo esta relacionado com a presenga ou auséncia de qualquer outra
caracteristica, dada a classe da variavel (Urkude & Richariya, 2016), 0 que se denomina
de independéncia de acontecimentos (eventos) aleatorios. O nucleo desta técnica
encontra-se no teorema de Bayes, em que se assume independéncia entre eventos

preditores (Equacdo 3):

_ Px1y)P(x2]y)..P(Xy|Y)P()
PQylad, ..., xn) = P(x1)P(x2)..P(xp)

©)

Equacdo 3 - Teorema de Bayes

Em problemas categoricos, a previsao ideal devera ser compreendida entre zero e um,
ou seja, de acordo com a distribuicédo subjacente. Contudo, em problemas de regresséo, a
previsao ideal é a média ou a mediana. Assim, quando usado numa previsao numeérica, 0
algoritmo de Naive Bayes é mais sensivel a estimativas de probabilidade imprecisas do

gue quando é usado para classificacdo (Eibe, 1999).

e SVM (Support Vector Machine)

Os modelos SVM implicam a determinagéo de um hiperplano 6ptimo (com a margem
maxima) para separacao das diferentes classes. A introducdo da funcdo do processo de
minimizacdo estrutural (termo de regularizacdo) permite que o SVM tenha uma boa
caracteristica de generalizacdo, garantindo assim o menor erro de classificacdo numa ou
mais variaveis (Zhang & Mahadevan, 2019). As maquinas de suporte de vetores sdo
utilizadas como técnica de classificacdo para o reconhecimento de padrées. As SVM
adaptadas a multiclasses visam a classificacdo de classes fazendo uso de maquinas de
suporte de vetores, onde a classe é desenhada a partir de um conjunto finito de varios

elementos.
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e ANN — Artificial Neural Network

As redes neuronais usam métodos de aprendizagem supervisionada, como a maioria
das abordagens de aprendizagem automatica, e comparam o resultado previsto com um
valor de referéncia (Schultz & Reitmann, 2018). Os modelos de redes neuronais sao uteis
na modelacédo de relacdes ndo-lineares entre as variaveis. Tém robustez na presenca de
outliers e ruido nos dados. As ANN capturam as informacdes inerentes de um conjunto
consideravel de varidveis e aprendem com os dados existentes (Garrido et al., 2014).
Estes modelos tém a capacidade de diversas variaveis de input (correspondentes aos
atributos ou caracteristicas do problema) e apenas uma variavel de saida que corresponde
ao que se pretende predizer, podendo esta ser discreta, em problemas de classificacdo, ou
continua em problemas de regressdo. Para ser realizada a aprendizagem da rede neuronal
vai existindo ajuste dos pesos da rede de forma a minimizar o erro cometido entre a saida
da rede e o objetivo de saida pretendido (backpropagation). A funcdo de ativacdo
(geralmente ndo-linear), com passagem das somas dos pesos, é aplicada a cada neurénio
(ou unidade) no input para determinar o seu output pretendido. Na Figura 32 pode-se

observar o comportamento de um neurénio.
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Figura 32- Neural Network — Neuron representation.

Fonte: https://naadispeaks.wordpress.com/2017/11/08/artificial-neural-networks-with-net-in-azure-ml-studio/
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